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“Species do not evolve to perfection, but quite the contrary. The weak,
in fact, always prevail over the strong, not only because they are in the
majority, but also because they are the more crafty.”
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Kurzfassung

Im Rahmen dieser Masterarbeit werden Metaheuristiken zur Optimierung eines realen Auftragsreihen-
folgeproblems vorgestellt und eingesetzt. Dieses Spektrum umfasst vor allem hybride genetische und
evolutionére Algorithmen, Ameisenalgorithmen, Simulated Annealing sowie iterierte lokale Suche. Diese
Algorithmen wurden inklusive kundenspezifischer Nebenbedingungen implementiert und optimiert,
wobei der Endbenutzer, konkret der Produktionsplaner, jeweils die einzelnen Nebenbedingungen fiir
jeden Optimierungsalgorithmus ein- und ausschalten kann. Im Rahmen von Testlaufen wurde der
Fitnessverlauf der Algorithmen beispielhaft anhand von Simulated Annealing fiir mehrere Datenséitze
festgestellt. Anschliefend wurden die Algorithmen selbst unter gleichen Nebenbedingungen sowie mog-
lichst ahnlichen Bedingungen in Bezug auf ihre Losungsgiite verglichen. Weitere Testlaufe wurden im
Zusammenhang mit den Nebenbedingungen durchgefiihrt. Es wurden verschiedene Parametrisierungen
betrachtet, welche den Suchraum jeweils unterschiedlich intensiv durchsuchen. Das dazugehorige reale
Auftragsreihenfolgeproblem beinhaltet zum Teil komplexe Nebenbedingungen, welche den Losungsraum
einerseits einschrénken, andererseits einfache Losungen von Teilen innerhalb des gesamten Optimie-
rungsproblems erlauben. Auflerdem ist der Losungsraum nicht einheitlich, sondern durch unterschiedlich
grofle Kampagnen, die voneinander getrennt betrachtet werden miissen, charakterisiert.

Waihrend neben einer ausfiihrlichen Problemcharakterisierung vor allem die diversen Metaheuristiken in
den ersten fiinf Kapiteln dieser Arbeit detailliert beschrieben werden, um dem Leser einen Uberblick iiber
die Arbeitsweise dieser Verfahren zu geben, wird in den letzten drei Kapiteln auf die Implementierung
der Algorithmen néher eingegangen, sowie das Optimierungspotenzial der getesteten Verfahren in
Bezug auf dieses Auftragsreihenfolgeproblem unter realen Bedingungen untersucht. Im letzten Kapitel
werden im Rahmen der Schlussfolgerungen aus den Ergebnissen zwei Algorithmen empfohlen, welche
sich fiir dieses spezielle Auftragsreihenfolgeproblem insgesamt am besten eignen.



Abstract

Within the scope of this master thesis a real permutation flow shop problem is solved and optimized by
metaheuristics. In particular we implemented hybrid genetic and evolutionary algorithms, ant colony
optimization algorithms, simulated annealing as well as iterated local search. These algorithms have
been implemented and optimized including specific customer constraints, whereas the final end user,
who is represented by a production planner, has the opportunity to choose the constraints under which
the problem has to be optimized. First the behaviour of simulated annealing was considered, depending
on simulation runs to determine the convergence of the algorithms on several datasets. The algorithms
themselves were compared under the same constraints and similar conditions. This permutation flow
shop problem comprises to some extent complex constraints, which restrict the solution space but
also enable the algorithm to solve certain parts within the whole optimization problem quite easily
within short time. The solution space is not homogenous, because we have to consider campaigns which
extremely differ in size and restriction of the solution space by their constraints.

Next to a detailed problem characterization the metaheuristics are described in detail within the first
five chapters of this master thesis to give the reader an overview and an outline of the main ideas of
these methods. The last three chapters describe the implementation and discuss the performance of
the algorithms and compare their usefulness for the optimization of this real permutation flow shop
problem. Within the last chapter we give a recommendation for two algorithms which have delivered
the best overall performance on this concrete permutation flow shop problem.
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Kapitel 1

Einleitung

Im Rahmen der Produktionsplanung trifft man héaufig auf sogenannte Auftragsreihenfolgeprobleme,
welche im Englischen auch als Permutation Flow Shop Sequencing Problem(kurz: PFSSP) bekannt
sind. Auf Grund der verschirften Wettbewerbssituation in den letzten Jahren ist eine effiziente
Produktionsplanung unumgénglich, sodass man mit einfachen Heuristiken, wie z.B. der Johnson
Heuristik fiir 2- Maschinen bzw. fiir 3- Maschinenprobleme unter bestimmten Bedingungen, nicht
mehr auskommt. Viele Nebenbedingungen wie z.B. das Einhalten der Liefertreue bzw. zumindest eine
Minimierung der Pénalkosten, sowie weiters eine hohe Aggregatauslastung, eine geringe Pufferauslastung
und eine geringe Gesamtdurchlaufzeit wird bei der Abarbeitung des Produktionsprogramms angestrebt,
um die Gesamtkosten moglichst gering zu halten und damit wettbewerbsfahig zu bleiben. Da diese
Ziele erheblich von der konkreten Auftragsreihenfolge beeinflusst werden, wird im Rahmen dieser
Masterarbeit versucht, ein konkretes gegebenes Produktionsproblem vor allem mit genetischen und
evolutiondren Algorithmen zu lésen. Diese Algorithmen werden mit einem Ameisenalgorithmus, einem
Simulated Annealing Verfahren sowie mit iterierter lokaler Suche verglichen.

Ausgangspunkt fiir die Erforschung von Reihenfolgeproblemen war die Veroffentlichung des Johnson
Algorithmus (1954), welcher unter bestimmten Bedingungen nicht nur 2- Maschinen Probleme, sondern
auch 3- Maschinen Probleme deterministisch 16st.

Allgemein lasst sich beziiglich der Organisationsform die Werkstattfertigung (“job shop”) von der
Reihenfertigung (“flow shop”) unterscheiden. Permutation Flow Shop legt fiir alle Auftréage (“jobs”)
die gleiche Maschinenfolge fest[9].

Diese Masterarbeit ist wie folgt aufgebaut: Kapitel 2 gibt einen detaillierten Uberblick iiber das
konkrete Auftragsreihenfolgeproblem. Neben der allgemeinen Charakterisierung wird vor allem auf das
Zielsystem bzw. das damit verbundene Bewertungsmodell fiir die Fitness, die konkreten soft constraints
und hard constraints, sowie die Suchraumgréfie- und Komplexitét eingegangen.

Kapitel 3 beschreibt Metaheuristiken abseits von genetischen und evolutionéren Verfahren, welche sich
sowohl als eigenstindige Verfahren als auch in moglicher Kombination mit genetischen Algorithmen
bzw. anderen Heuristiken fiir Auftragsreihenfolgeprobleme eignen.

Kapitel 4 beschreibt die allgemeinen Charakteristika von genetischen Algorithmen. Es werden speziell
die grundlegenden sowie fortgeschrittenen Varianten der priméren Operatoren diskutiert. Weitere
Ansétze, einige spezifische Strategien, welche sich auf konkrete Problemstellungen beziehen, runden
das Kapitel ab.

Kapitel 5 beschreibt die wichtigsten evolutionédren Strategien und diskutiert die Unterschiede zwischen
evolutiondren und genetischen Verfahren.

Kapitel 6 beschreibt die grundlegende Programmstruktur sowie die wesentlichen implementierten
Algorithmen.

Kapitel 7 gibt Auskunft tiber die Losungsqualitdt der einzelnen Verfahren auch in Bezug auf die
verwendeten Parameter der einzelnen Verfahren. Fiir jeden verfiigbaren Datensatz wurde eine sogenannte
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Fitnessverlaufskurve in Abhéngigkeit der Anzahl an durchgefithrten Bewertungen erstellt, welche
Auskunft dartiber gibt, wie schnell ein Algorithmus auf diesem Datensatz konvergiert. Diese Kurve wird
unter realen Bedingungen erstellt. Auflerdem werden die Algorithmen anhand spezifischer Kampagnen
miteinander verglichen. Weitere Ergebnisse werden dargestellt, wenn eine bestimmte Nebenbedingung
aufgeweicht bzw. deaktiviert wird.

Diese Masterarbeit soll, ausgehend von einem realen Produktionsproblem mit diversen komplexen
Nebenbedingungen, Aufschluss iiber die Eignung von Metaheuristiken bzw. v.a. (vor allem) genetischen
und evolutionédren Algorithmen fiir Auftragsreihenfolgeprobleme geben. Auflerdem werden auch hybride
Anséatze und andere Metaheuristiken vergleichend betrachtet.

Die zu beantwortende Forschungsfrage besteht darin, festzustellen, wie grof3 das Optimie-
rungspotenzial fiir dieses konkrete Auftragsreihenfolgeproblem unter realen Bedingun-
gen, also unter Beriicksichtigung samtlicher zu implementierender Nebenbedingungen,
ausfillt. Auflerdem gilt es die Frage zu beantworten, welche Laufzeit fiir die Erreichung
eines Grofiteils des bestehenden Optimierungspotenzials notwendig ist. Zuletzt wird das
zusiatzliche Potenzial betrachtet, welches sich durch die Deaktivierung einer entscheiden-
den Nebenbedingung ergibt. Daneben werden weitere problemspezifische Erkenntnisse
in dieser Arbeit festgehalten. Auflerdem werden auch die einzelnen Verfahren miteinan-
der unter moglichst dhnlichen Bedingungen in Bezug auf die Eignung fiir dieses Problem
verglichen. Im Rahmen dieses Vergleichs wird eine abschlielende Empfehlung fiir zwei
Verfahren gegeben.

Der Vergleich der einzelnen Algorithmen bezieht sich dabei jeweils auf die Gesamtperformance (Losungs-
qualitit, benotigte durchschnittliche Laufzeit (in Bewertungen) fiir eine bestimmte Losungsqualitét)
der einzelnen Metaheuristik fiir das reale Produktionsproblem.



Kapitel 2

Problemcharakterisierung

2.1 Beschreibung und Charakteristika von Permutation Flow Shop
(Sequencing) Problemen

Ein Auftrag wird durch eine Reihe von mehreren aufeinander folgenden technologisch zusammenhén-
genden Arbeitsgingen beschrieben. Fiir ein PFSSP (Permutation Flow Shop Sequencing Problem) gilt
dabei, dass jeder Auftrag dieselbe Maschinenfolge hat. Bei vorausgesetzter identer Maschinenfolge (M
Maschinen) gibt es fiir N Auftrige (“jobs”) N! mogliche Losungen. Das gesamte Produktionsprogramm
bestehend aus N Auftriagen wird auf M unabhéngigen Maschinen gefertigt, wobei jeder Auftrag (“job”)
auf jeder Maschine exakt einmal bearbeitet werden muss. Eine Maschine kann dabei i.d.R. (in der
Regel) nicht mehr als einen Auftrag gleichzeitig bearbeiten [1].

2.1.1 Charakteristika des konkreten Produktionsproblems
2.1.1.1 Beschreibung des Produktionsproblems

Das Optimierungsziel besteht grundsétzlich darin, die von internen Experten zusammengestellte Auf-
tragsreihenfolge, hinsichtlich mehrerer Kriterien zu optimieren bzw. (beziehungsweise) zu verbessern.
Die mittels heuristischer Methoden arbeitende Software soll dem Produktionsleiter hochwertige Vor-
schldge liefern, welche operative und strategische Ziele beinhalten. Das operative Ziel ist in diesem
Beispiel die Termintreue bei Lieferungen, weiters geht es darum, mogliche Engpésse im Rahmen der
Simulation besser zu erkennen und diese durch die Optimierung zu umgehen. Das strategische Ziel
stellt die gleichméBige Auslastung des Walzwerks dar, auflerdem soll die Simulation Auskunft iiber die
notwendige Dimensionierung der Adjustage fiir die Zukunft geben [19, 38].

Die Produktion soll gleichméfig und robust verlaufen, auflerdem sollen die Zwischenpuffer hinsicht-
lich ihrer Auslastung optimiert werden. Durch eine gleichméaflige Auslastung soll auch eine bessere
Aggregatauslastung erreicht werden.

Die Losung und Optimierung des zugrundeliegenden Auftragsreihenfolgeproblems orientiert sich an
erwerbswirtschaftlichen Prinzipien[9]. Da die Reihenfolgeplanung auf der Erlosseite keinen Einfluss hat,
weil diese durch die Absatz- und Produktionsprogrammplanung bestimmt ist, zielt die Optimierung der
Reihenfolgeplanung auf die Minimierung entscheidungsrelevanter Kosten ab. Diese Kosten umfassen
v.a. Lagerkosten, Riistkosten sowie Ponalkosten.

Lagerkosten setzen sich dabei aus Kapitalbindungskosten, Lagerraumkosten sowie Lagerhaltungskosten
zusammen. Die ablaufbedingte Wartezeit setzt sich aus der Vorlagerzeit, den Zwischenlagerzeiten sowie
der Nachlagerzeit zusammen.
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2.1.1.2 Produktionsablauf und Prozessbeschreibung

Da die genauen Wirkzusammenhénge der Aggregate in dieser Arbeit aus Geheimhaltungsgriinden nicht
weiter ausgefithrt werden kénnen, findet im folgenden Abschnitt lediglich eine kurze Prozessbeschreibung
statt.

Die Systemgrenzen stellen die Walzstraflie dar, welche den Simulationseingang abbildet, sowie der
Schienenabgang aus der Endkontrolle in die Lager, wobei dieser Abgang das Simulationsende darstellt.

Das Schichtmodell kann an dieser Stelle nicht erldutert werden, es ist jedenfalls im Rahmen der
Simulation moglichst realitdtsnahe abgebildet.

Im Rahmen der Prozessbeschreibung wird an dieser Stelle erlautert, dass die Simulation die Eingangs-
daten tiber eine MS (Microsoft) Excel Datei erhélt, welche mehrere Arbeitsblétter (Produktionsplan,
Schienenliste,...) enthalt. Diese Informationen sind die Grundlage fiir einen Simulationslauf.

Prozessbeschreibung: Prinzipiell versorgt das Walzwerk die Adjustage mit gewalzten und ggf. wéar-
mebehandelten Schienen . Zuerst werden Vorblécke von einem Mitarbeiter mit Hilfe eines Krans auf
den Hubbalkenofen aufgelegt. Danach werden die erwdrmten Vorblocke automatisch in das Walzgeriist
eingebracht. Nach dem Walzen werden die fertigen Schienen zum Hubbalkenkiihlbett transportiert.
Dieses Hubbalkenkiihlbett mit integrierter HSH Anlage iibernimmt die Abkiihlung sowie ggf. die
Hértung der Schienen. Anschlielend wird die H4V Rollenrichtmaschine hdndisch im FIFO Prinzip
beschickt. Danach erfolgt die Ubergabe an den Automatikzyklus der Adjustage [38] .

Der Puffer vor dem Priifzentrum wird im FIFO (First In - First Out) Prinzip betrieben. Im Priifzentrum
erfolgt die Priifung der Schiene, welche dabei nicht stehenbleibt.

Anschlielend gelangen die Schienen in den Railman 1, welcher den Auslaufrollgang des Priifzentrums
entsorgt. Ausgehend von Railman 1 gibt es zwei Moglichkeiten der Schienenweiterleitung. Wéhrend ein
Rollgang in Richtung Richtpresse 1 und 2 fiihrt, fithrt ein weiterer Richtgang in Richtung Sagepuffer
und Lagerplatz.

Railman 2 iibernimmt die Entsorgung der Auslaufrollgéinge der Richtpressen, von wo aus eine Schiene
an SBL 2 weitergereicht wird.

Beide Railman Aggregate stellen grundsétzlich wiederum FIFO-Puffer dar.

Drei Richtpressen iibernehmen in Abhéngigkeit von der Schienenqualitit die Richtung der Schienen.
Sobald der Auslaufrollgang von Railman 2 entleert wurde, wird die néchste Schiene angefordert.

Bevor die Schienen in eine der beiden Sagebohrlinien gelangen, kommen sie in den Puffer vor SBL
1, wo sie jeweils im FIFO Prinzip ein- und ausgelagert werden. Die Bearbeitungszeit in der darauf
folgenden Sagebohrlinie (SBL) ist abhéngig von der Qualitét sowie der Anzahl der durchgefithrten
Schnitte, wobei jede Schiene mindestens einmal geschnitten wird. Da SBL 1 nur Schienen mit einer
maximalen Lange von 62 Metern bearbeiten kann, miissen ldngere Schienen auf SBL 2 geschnitten
werden. Nach einer bestimmten Anzahl an Schnitten ist ein Sdgeblattwechsel notwendig, nach einer
bestimmten Anzahl an Bohrungen ist ein Bohrerwechsel notwendig [38].

Anschlielend gelangen die Schienen in das Inspektionsbett bzw. die Endkontrolle (EK). Zu beachten
ist dabei, dass Schienen aus SBL 1 ausschliefllich in EK 1 gelangen diirfen, wihrend Schienen aus
SBL 2 sowohl in EK 2, EK 3 oder auch EK 4 einlangen kénnen. Zu beachten ist dabei, dass die
Langschienenlager (EK 3 und EK 4) nur Schienen ab 30 Meter Lénge aufnehmen kénnen. Alle kiirzeren
Schienen vom SBL 2 miissen den Produktionsfluss iiber EK 2 verlassen [38].
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2.2 Zielsystem und Bewertungsmodell

In der Schienenproduktion besteht das Produktionsprogramm grundsétzlich aus n Walzkampagnen
(n > 1), welche jeweils aus m; Losen (m > 1;1 < i < n) bestehen. Dazwischen gibt es noch von
Seiten des Kunden den Kundenauftrag, welcher auf mehrere Lose aufgeteilt wird. Ein Los stellt dabei
eine Menge Schienen dar, die produziert werden sollen. Diese Menge an Schienen gehoért zu einem
oder mehreren bestimmten Kundenauftrag(en). Ein Walzblock ist das Rohmaterial, aus welchem die
Schienen gewalzt werden.

2.2.1 Zielsystem

Alle zu optmierenden Parameter werden iiber die zu simulierende Kampagnenmenge zu einer Gesamtfit-
ness akkumuliert. Die Einzelterme sind verschieden stark gewichtet, wobei jeder Term virtuelle Kosten
liefert, die sich aus der Abarbeitung des vorgeschlagenen Produktionsprogramms ergeben wiirden.

Im Rahmen der Optimierung ist grundsétzlich zu beachten, dass jede Kampagne lediglich fiir sich
optimiert werden kann, die Auswirkungen der optimierten Kampagne werden dann in Bezug zum
Gesamtsystem betrachtet und neu bewertet. Auf der Basis des jeweils besten Kampagnenergebnisses
wird in der nédchsten Kampagne weitergearbeitet, bis alle zu optimierenden Kampagnen bewiéltigt
worden sind und das insgesamt beste Ergebnis ausgegeben wird.

In dieser Fitnessfunktion sind direkt Termintreue, Lagerkosten sowie die Auslastung der entscheidenden
Aggregate und Puffer enthalten. [19]

2.2.2 Bewertungsmodell zur Validierung der Losungsgiite

Bewertungsfunktion (Fitness) : Zur Bewertung des Simulationsergebnisses werden die Termintreue,
welche einer Abweichung des Fertigstellungsdatums vom Lieferdatum entspricht, die Stillstandszeiten
des Walzwerks sowie des Priifzentrums sowie die Auslastungszustédnde der beiden Railman Aggregate
herangezogen.

Die Bewertungsfunktion, welche eine Kostenminimierungsfunktion darstellt, setzt sich geméafl diesem
Sachverhalt [19] wie folgt zusammen:

f=w1-Y(fi(c)) + wokady + wsksdy + [, fa(bi(t)) +ws [, f5(ba(t))
Legende: (Quelle: [19])

WP — Wheerneeeeennnnn Gewichtungen

Teeeeeeee et Zahlervariable fiir Lose

Flevooiiiii, Bewertungsfunktion fiir Lieferverzug und Lagerkosten
Ciueerennninneeeeeiinnnes Relativer Fertigstellungszeitpunkt

Koeoeiiiiiiieiian, Konstante fiir Stillstandskosten im Walzwerk

Al eeieeiiiiieeiiiieae, Akkumulierte Stillstandszeit Walzwerk
Kguoeeeeiiiiiiiaaaannans Konstante fiir Stillstandskosten im Prifzentrum
Agevveeiiiiiieiiia Akkumulierte Stillstandszeit Priifzentrum
oo Bewertungsfunktion fiir virtuelle Kosten im Railman 1
Dpeevieeiiee Relativer Pufferfillstand im Railman 1
S Bewertungsfunktion fiir virtuelle Kosten im Railman 2
Doeeveeeiiieeiin Relativer Pufferfiillstand im Railman 2
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Bewertungsfunktion in Bezug auf die Termintreue (f1) : Fiir die Bewertung der Differenzen zwi-
schen zugesagtem Liefertermin und Auftragsfertigstellungszeitpunkt wird folgende Funktion (Abb 2.1:
Quelle:[19]) verwendet:

Einheiten

20000

Tage zu frih 30 3 0 7 30  Tage zu spét

Abb. 2.1: Bewertungsfunktion Termintreue (f7)

In Abb. 2.1. sind die 4 verschiedenen Funktionsbereiche, welche die Wertigkeiten spiegeln, ersichtlich.

Von Seiten des Kunden wird ein Fertigstellungszeitpunkt angestrebt, welcher 3 Tage vor dem Lie-
fertermin liegt. Dieser Punkt stellt in Bezug auf das Kriterium Termintreue das Optimum bzw. den
optimalen Fertigstellungszeitpunkt dar und wird selbst nicht ponalisiert.

Bereich 1 [-30,-3] beschreibt den Funktionsverlauf der Lagerkosten, wenn der Fertigstellungszeitpunkt
mehr als 3 Tage vor dem Lieferdatum liegt. Bei iiber 30 Tagen werden die Strafkosten auf 1000
Einheiten (Euro) fiir das entsprechende Los festgesetzt. Der Ponalkostenbetrag verringert sich dabei in
Richtung optimalem Fertigstellungszeitpunkt ( = 3 Tage vor Lieferdatum) linear, wobei die Steigung
in diesem Bereich relativ gering ist. Bei einer friihzeitigen Fertigstellung zwischen 30 und 3 Tagen wird
der sich durch die Auflésung der Geradengleichung ergebende Bruchteil der Pénalkosten berechnet.

Bereich 2 [-3,0] zeigt die Zeitspanne zwischen optimalem Fertigstellungszeitpunkt und vereinbartem
Liefertermin. Die Fertigstellungszeitpunkte nach dem optimalen Fertigstellungszeitpunkt werden mit
linear steigenden Kosten ponalisiert, bis das Maximum von 1000 Einheiten pro Los am Tag der
vereinbarten Lieferung erreicht ist. Die Steigung der Funktion in diesem Bereich ist bereits deutlich
stiarker als in Bereich 1.

Bereich 3 [0,7] stellt den Zeitraum zwischen vereinbartem Liefertermin und einer Woche nach ver-
einbartem Lieferdatum dar. Linear werden bei Erreichen von 7 Tagen Lieferverzug 10.000 Einheiten
Pénalkosten fiir das entsprechende Produktionslos. Die Steigung der Funktion ist in diesem Bereich am
Grofiten.

Bereich 4 [7,30] deckt die Zeitspanne zwischen einer Woche Lieferverzug und 30 Tagen nach vereinbartem
Liefertermin ab, bei Erreichen dieser 30 Tage werden die Strafkosten auf 20.000 Einheiten pro Los
festgesetzt. Die Steigung der Funktion ist hier deutlich geringer als in Bereich 3.

Bewertungsfunktion in Bezug auf die Stillstandszeit des Walzwerks: Auf Grund der besonders
hohen Anschaffungskosten nimmt das Walzwerk eine zentralle Stellung in der Gesamtanlage ein, weshalb
eine hochstmogliche Aggregat uptime erstrebenswert ist. Daher wird wéhrend eines Simulationslaufs
der Stillstand des Walzwerks laufend mitprotokolliert. Stillstand bedeutet entweder, dass sich das
Walzwerk im Zustand BLOCKED, SETUP oder PAUSED befindet. Im Statistikobjekt befindet sich die
Methode getStatesOfAggregate(String aggregate), welches die einzelnen Statuswechsel fiir das jeweilige
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Aggregat ausliest. Die konkret festgelegte Ponale fiir eine Stunde Stillstand betragt 2000 Einheiten
(Euro), dieser Wert wird mit der gesamten Stillstandszeit des Walzwerks multipliziert.

Analog zum Walzwerk werden im Modell auch die Pénalkosten fiir die Stillstandszeiten im Priifzentrum
beriicksichtigt.

Bewertungsfunktion in Bezug auf die Auslastung von Railman 1 und Railman 2 (fi, f4, f5) Die
Auslastung der beiden Railman Aggregate definiert sich iiber Einfiige- und Auslagerungsvorginge.
Daher wird der Status bei jedem Einlagerungs- und Auslagerungsvorgang dementsprechend verdndert
und aktualisiert mitprotokolliert bis zur nédchsten derartigen Statuséinderung. Fiir die Zeitspanne bis
zur nachsten Statusénderung gilt dieser mitprotokolliere Auslastungsstand des Railman 1 bzw. des
Railman 2 Aggregats.

Die Pufferstéande beider Railman Aggregate haben einen grofien Einfluss auf die Gesamtperformance
des Produktionssystems. Hohe Pufferfiillstdnde implizieren einen Riickstau, wihrend bei unzureichend
geringen Fillstdnden die Gefahr der Blockade der nachfolgenden Aggregate besteht. Simulationsexperi-
mente bestétigen, dass die optimalen Fiillstande beider Aggregate bei ca. 9% liegen. Daher wird dieser
Wert als kostenoptimaler Betriebspunkt angesehen. Abb 2.2 (Quelle: [19]) zeigt den Funktionsverlauf
von Railman 1.

Einheiten/h

1000

100

9% 100% % Auslastung

Abb. 2.2: Auslastungsfunktion fiir Railman 1 (f4)

Abb 2.2 zeigt also, dass bei einer Auslastung von 0% 100 Einheiten/Stunde als Strafkosten angesetzt
werden. Diese relativ hohe Ponale spiegelt die Gefahr wider, dass durch diesen Auslastungszustand die
nachfolgenden Aggregate zum Stillstand kommen. Diese Strafkosten sinken linear bis zum optimalen
Betriebspunkt, welcher bei 9% liegt (dies entspricht ca. 2 Schienen) und steigen von da linear an bis zu
einem Maximalwert von 1000 Einheiten/ Stunde bei 100% iger Auslastung.

Die Kostenfunktion fiir Railman 2 gleicht der Funktion fiir Railman 1 mit der Ausnahme, dass auf
Grund der geringeren Bedeutung von Railman 2 jeweils halbierte Strafkosten angesetzt werden, da der
Einfluss auf Grund der geringeren Anzahl nachfolgender Aggregate geringer anzusetzen ist.

Neben den Gewichtungen fiir die Gesamtbewertungsfunktion kommen noch Modellparameter und
Optimierungsparameter. Dabei wird in globale (Planungshoizont,...) und Modellelement basierte
Parameter (Taktzeiten, Umriistzeiten, Puffergrofien,...) unterschieden.

Die Optimierungsparameter hingen v.a. von der eingesetzten Optimierungsstrategie ab. Fiir den
genetischen Algorithmus lauten diese Parameter Populationsgrofie, Anzahl Iterationen, Kreuzungsrate
und Mutationsrate. Fiir die lokale Suche mittels Insertion Search kann der Benutzer das Ausmafl
der lokalen Suche mittels einstellbarem Wert («) bestimmen. Diese spezifischen Parameter fiir jeden
Optimierungsalgorithmus sind in Abschnitt 6.3 zu finden.

12



2 Problemcharakterisierung

Gewichtung: Die Wichtigkeit der einzelnen Kriterien kann prinzipiell eingestellt werden. Die konkreten
Werte bleiben im Rahmen sémtlicher durchgefiithrter Simulationsdurchlaufe zwecks Vergleichbarkeit
konstant und kdénnen in dieser Arbeit aus Geheimhaltungsgriinden nicht ndher konkretisiert werden.

2.3 Nebenbedingungen im Auftragsreihenfolgeproblem

2.3.1 Harte Nebenbedingung

Die einzige harte Nebenbedingung besteht in diesem Produktionsproblem darin, dass nicht kampa-
gneniibergreifend getauscht werden darf.

2.3.2 Weiche Nebenbedingungen

1. Nebenbedingung betreffend die gleiche Auslastung der Sagebohrlinien: Sogenannte ZSG

(Zielségebohrlinien- bzw. Zielsige-) Lose sollen generell innerhalb der Simulation nicht getauscht werden,
weil derartige Lose im realen Produktionssystem als ein einzelnes Los abgebildet werden und somit
nur in der Simulation aus mehreren Losen bestehen. In der Simulation betrifft dies Lose mit den
Kennzeichnungen xxx und xxx__ bzw. xxx___ etc.

Durch die Zuordnung eines grofien Blocks zu den beiden Sdgebohrlinien wird ein grofles Los kiinstlich
in mehrere Lose aufgeteilt. Diese Aufteilung, welche bereits in der Ausgangssequenz vorhanden ist,
kann nur getauscht werden, sofern der Tausch auch innerhalb des ZSG Loses stattfindet. Alternativ
dazu kann auch die Auslastung der beiden Sdgebohrlinien verdndert werden, indem anstelle eines ZSG
losinternen Tausches die Zuordnung zu einer Sdgebohrlinie gedndert wird.

Die Uberpriifung, ob es sich bei einem Los im Simulationslauf um ein ZSG Los handelt, passiert, indem
man bei der Auswahl die Los-Id berticksichtigt und dort die Strings {iberpriift. Auf einem aus boolean
Werten bestehenden array wird fiir die ibergebene nach aufsteigenden Auftragsnummern sortierten
Sequenz gespeichert, welche Lose in Bezug auf diese Nebenbedingung frei tauschen kénnen bzw. welche
Lose von dieser Nebenbedingung betroffen sind.

Vor jeder Anderung der Auftragsreihenfolge wird in den Optimierungsalgorithmen iiberpriift, ob diese
Nebenbedingung eingehalten wird, sofern sie aktiviert ist. Der dazugehorige Codeabschnitt (Globale
Tauschmethode) befindet sich im Anhang.
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2 Problemcharakterisierung

Auftrsge | Aggregate | Pufferspeicher|
Ausgangsreihenfolge
Simulationsbeginn: 07.09.2009 08:49:38
Simulationsende:  22.10.2009 06:31:10

uer: 44d 71:41:32

Fitriess Value: 4940396,00

g

AseQ.. Wa.. Letld =Blocks Prefil Qualitst  Schnittmuster s ZEK Lieferdatum  Fertigstellungsdatum
12 1 1228%6-3 17 VMOE HSH w3010 281 31.08.2009 07.09.2009
13 1 121822106 T VH9EL HSH 30100 281 11002000 07.08.2000
14 1 121822-105 I VHIEL HSH 4529800 251 11/09.2009 07.09.2009
15 1 VIEEL HEH 29600 Z51 11.09.2009 07.08.2009
16 1 VH9EL HSH 68000 IS2 21092009 07.09.2009
17 1 VHSEL HSH 336000 Z51 07,09.2008 08.09.2009
18 1 VHIEL HEH gdl5000  Z52 11.09.2000 045,09 2009
19 1 VHGEL HsH Bxis000  ZS2 29,09.2009 08,09.2009
2 © VBOEL  Normal = | tama0es
A =y -
_m - - )
[ ] . veoEL | 08092009
— v i o =
=
200 | V0L HSH = | Ge092009
o | - | OVIBOEL  HSH = | 2009
— v i = =
3=
| OVBOEL  HSH s R
2 = = . 90020
I = [ s
= e = =
EC T
= = . =
2 = . 0eosam00
43 VIGOEZ HSH 120000 282 14.09.2009 12.08.2009
4 VIGOE2 HSH 1420000  Z52 07.09.2009 11.09.2000
45 4 amessl 20 VISARST  HSH | 1u2mam
45 5 122068-1 19 ZUsdf1A2 MNarmal 12.00.2009
47 5 122968-2 19 ZUS4E1AZ Mormal 245000 252 - EKd - (08092009 15.09.2009
48 5 122068-4 19 ZUS4E1A2 Marmal 245000  ISL - B - 22102000 15.08.2000
49 5 122068-3 19 ZUS4ELAZ Mormal 245000 2 ZS2 - EK4d -~ 22102009 15.09.2009
50 5 122860-2 17 ZUS4E1A2 Marmal Bdiile I8 - B - 15092000 15.09.2009
51 5 122860-3 3 ZusqElA MNarmal IhEs40 IS - EK2 o+ 15092009 15092009
52 5 123043-1 6 ZUS4ELIAZ Mormal 516780 s -~ 02102008 15.09.2009
33 5 122069-1 10 ZUS4ELAZ HEH haggro 52 - EKd - 17092000 15092009

Abb. 2.3: ZSG Los in Kampagne 2: 122657-2

2. Nebenbedingung: Tauschen innerhalb derselben Qualitdts Giiteklasse <~ Weiche Schienen vor
harten Schienen: Die 2. Nebenbedingung, besagt, dass Lose moglichst innerhalb einer Qualitéts
Giiteklasse getauscht werden sollen und zwar so, dass weiche Schienen vor harten Schienen gewalzt
werden. Da die strenge Einhaltung dieser Bedingung den Losungsraum einschrankt, wird in diesem
Rahmen auch der Suchraum (teilweise stark) eingeschrankt.

In Abb. 2.3 ist auch ausschnittsweise ein Einblick in einige Kampagnen in Bezug auf die Gliteklasse
gegeben. Wahrend z.B. Kampagne 1 von dieser Nebenbedingung nicht betroffen ist, betrifft diese
Nebenbedingung die meisten metaheuristisch zu optimierenden Kampagnen, sieche auch Abb. 2.4.
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Auftiage | Aggregate | Putfespeiches|
30082009 20:06:42 Bewertung
Sirmulationsbeginn: 09092008 09:33:30
Simolstionsende: 22092006 17:46:06

Dauer: 13d 08:12:36
Fitness Value: 1087078,00

| AscOrdasdd Walzkampagne Lotld SBlocks Prafid Cualitst Schastmu.., F i ZEE Lieferdatum Fertigstellungsdatum
10 3 122860-3 3 ZUsElA? MNormal Ihd6e0 IS = EK2Z = 15002009 11.09.2009
i1 3 122069-1 10 ZUSIELAZ HEH MdEET0 2 - Bl -+ 17092000 12.09.2000
12 4 129392 30 VIVRCED HsH 251000 IS - B - 1708200 12.09,2008
bES 4 13mm 18 VIVRCED HEH 3330 IS1 - B - 17pe2009 12.09.3008
" 4 120155 B VIVRCH HSH s 28 - BHA - 3309009 1209500
ELE 4 (1209154 A VVRCHD HSH a0k T - B2 - Apexe 12082008
16 4 122915-2 8  VIVRCED HSH E5s IR - B2 - nesm 12092009
17 4 122153 4 VIVRCED HSH Wy IR - BR - 7109.2009 12002008
1 4 120154 3| VIVRCED HSH Barz IR - EZ - 092009 12092009
19 5 121915-16% 52 VISHEZ MNamal do000 2582 = B - lipsm 15.09. 2004
n 5 121915160 26 VIME2 Marmal 60000 IS - EKA - 14092009 15.09.2000
A 5 1220639 5 VIS4E2 Mermnal H30010 IS = EK1 = 15062009 15.09.2009
2 5 121915159 [ VISE2 Memal 430000 IS2 - B2 - 34002000 15.00,2000
3 5 171815-162 4 WIS4E2 HEH 60000 252 - EKd = 14082008 15.09.2009
M 5 12238471 7 WIS4E2 HEH &30316 I - B - 1009200 15.09.2003
Fal 5 1318202 3 VISE2 HEH edzss 252 - EK2 - 10092000 15.09.2009
% 5 1229881 8 WIS4E2 HEH 1408000 252 - EKA -+ 2409200 15.09.2003
n 5 1206033 6 VIS4EZ Chrom 0000 282 - EKd - 0510209 15.09. 2009
P 5 1228811 1 VIS4E2 Chram 260000 I8 - EKd - (05102000 15.09,2009
] & 1230031 10| VEOEZ-40 | Nommal | hEdms  ZSL - B - 14050000 15.09,2008
0 5 1230032 14 Is0E2-4D Naemal B3s0es | #S - B - [ 940092009 16.09.2009
| 6 1230061 7| VEOE2-40 | Mormal | S23000 2SI - BL - 17002000 15069009
v 6 123004-2 14 VIDEZAD HSH 35066 281 - B - 402000 16092009
3 6 [123004-1 4 VIGOEZ-40 HsH 30566 ISL | - EBKL - 14092009 16092009
Tl 6  undel B4 VEOEZ-40 Normal 1420000 Z82 - EKA - popg.2000 13082000
£ 7 122802-2 0 VIEDEL Marmal 1420000 252 - EKA - 2400208 17.09.2000
34 7 1230192 16 WIBOEL Monal aao000 282 2~ ERd -~  npexm 17092008
Evd 7 1218%0-2 7 VIBO0EL Marmal 120000 282 - EKd - 2100.2009 17.09.2009
= 7 121880-14 73 VIBOEL Mernal 1420000 282 = EKd = 23090009 17.09.2009
k] 7 o1iBi4 10 VIBOEL Normal Le000)  IS2 = B4 = 0309.2009 17092009
an 7 12ma2.3 W VEIEL HEH 1120000 252 - EK4 - ez 18.09.2008
41 7 128n-2 20 Vel HEH 250000 IS2 - ERA - 03092000 18.09.2000
42 7 171581124 0 VIBOEL HaH AE0000 82 - EKA - Ape20m 18.09.2009
43 7 1271591-126 40 WISOEL HSH L0 ZM - B - 2309.2009 13.09. 20049
L 7 111591125 40 WIGOEL H5H 0000 I8 - EKA -~ 2062009 18.09.2009
i B 1228582 28 VISARST Naemal 240000 252 -EM - 21092000 22092009
'3 B 128851 42| VISARS? HEH 260000 22 - B - 07102009 22052009
o 0 123761 7 ZUBDELAL Matmal 20000 28 - Bl - 28092000 22092000
% 9 122962-1 2 ZuelElal HEH 27400 52 = B - 20002000 22.09.2009
a5 9 123051-2 18 ZUGDELAL HaH Idddp)  IS1 - B - 15102000 22108,2009
50 9 123051-1 3 ZUE0E1AL HEH 2uddd00 IS - EK4 - 17002009 22.09,2009
51 9 undsfa 19 FUBDELAL Motmal 1120000 252 =~ EKA = pops000 220092009

Abb. 2.4: Nebenbedingung beziiglich der Einschrankung auf Grund der Giiteklassen

In jeder Kampagne konnen sich Lose mit bis zu 4 unterschiedlichen Qualitatsgiiteklassen (die Schienen-
hérte betreffend) befinden. Die Reihenfolge der Harte der Giiteklassen, aufsteigend sortiert, betrégt:

Normal — HSH — Bainit — Chrom

In dieser Reihenfolge wird eine Kampagne tiblicherweise abgearbeitet um so den Walzenverschleif3
minimieren zu konnen.

HSH steht in diesem Zusammenhang als Abkiirzung fiir “Head Special Hardened”.

3. Nebenbedingung: Lange Schienen vor kurzen Schienen: FEine weitere in das System zu integrie-
rende Nebenbedingung besteht darin, lange Schienen vor kurzen Schienen zu produzieren, da diese
Vorgabe das tatsiachliche Planungsverhalten besser nachbildet und die Zahl moglicher Permutationen
reduziert [27]. Zu jedem Los gibt es ein Schnittmuster, nach welchem die Blécke in einem Los bear-
beitet werden miissen. Aus diesem Schnittmuster erhilt man Informationen iiber die Lange der zu
schneidenden Schienen. Die Nebenbedingung lange Schienen vor kurzen Schienen wird in der Regel
verwendet, um im Falle langer Ausschussschienen diese noch zu kiirzeren Schienen schneiden zu koénnen.
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2 Problemcharakterisierung

Somit kann man diese Schienen in der laufenden Produktion direkt weiterverwenden. Die Frage, die
sich in diesem Zusammenhang stellt, ist, ob sich diese Nebenbedingung nicht aufweichen lasst, wenn
man unter Vernachlédssigung dieser Nebenbedinung ein wesentlich gréfieres Optimierungspotenzial
erhélt. Die Aufweichung dieser Nebenbedingung wird durch vom Benutzer einstellbare Toleranzgrenzen
erreicht. 10% Toleranz bedeuten dabei, dass z.B. ein Los mit 28 Meter Schienen auch vor einem Los
mit 30 Meter Schienen gewalzt werden kann. Durch diese Toleranzen bleibt die grobe Struktur (Lose
mit 120 Meter Schienen vor Losen mit 60 Meter Schienen vor Losen mit 45 Meter Schienen) weiterhin
erhalten, sofern die Toleranzgrenzen < 25% bleiben. Fiir die Simulation wird deshalb die ’lang vor
kurz’ Regel scharf (0% Toleranz) sowie aufgeweicht mit 20% Toleranz angewendet, siche dazu auch
die Simulationsergebnisse in Abschnitt 7.10. Der Grund dieser Aufweichung der Nebenbedingung liegt
einerseits an der besseren Nachbildung des realen Planungsverhaltens, weil der Kunde in bestimmten
Toleranzbereichen selbst seine Nebenbedingung verletzt. Die Verletzung betrifft v.a. kiirzere Schienen
und die Toleranz tibertrifft in den seltensten Féllen 25%. Durch die Aufweichung dieser Nebenbedingung
wird auch der Suchraum etwas vergroflert, wodurch potenziell bessere Ergebnisse moglich sind.

In den Abb. 2.3 und 2.4 kann man an der Ausgangssequenz erkennen, dass innerhalb derselben
Giiteklasse die Bedingung lange Schienen vor kurzen Schienen i.d.R. zur Anwendung kommt.

2.3.3 Auswirkungen auf die Simulation sowie auf die Ergebnisse dieser Arbeit auf Grund
der gegebenen Nebenbedingungen

Die Nebenbedingung, welche ein Tauschverbot fiir ZSG Lose bedeutet, hat zur Folge, dass eine bzw.
mehrere Kampagnen auf einem einzelnen Datensatz unterschiedlich stark davon betroffen sind. Wahrend
in Abb. 2.3 16 der 23 Lose der zweiten Kampagne davon betroffen sind, bevor die 2. Nebenbedingung
bzw. 3 Nebenbedingung abgepriift wird, sind die meisten Kampagnen von dieser Nebenbedingung nicht
betroffen bzw. gibt es ein Tauschverbot fiir m Lose mit den verbleibenden n — m Losen innerhalb einer
Kampagne, welche aus n Losen besteht. (i.d.R.: m << n)

Durch die Zuordnung der jeweils anderen Sdgebohrlinie zu einem ZSG Los ist insgesamt eine Verschie-
bung der Kapazitéiten auf die einzelnen Sdgebohrlinien méglich. Wéhrend in der Ausgangsreihenfolge
ein ZSG Los gleichméflig im Verhéltnis 50 : 50 auf die beiden Sédgebohrlinien aufgeteilt ist, kann
z.B. im Rahmen einer optimierten Kampagne ein Verhéltnis von 70 : 30 entstehen, was sich tiber die
unterschiedlich starke Auslastung der Sdgebohrlinien begriinden lasst.

Die zweite Nebenbedingung betrifft fast jede Kampagne auf einem Datensatz. Sie beschrinkt die
Anzahl der zuldssigen Losungen und somit das Potenzial fiir die Optimierung relativ stark.

Die dritte Nebenbedingung schrinkt den Suchraum noch weiter ein, sodass die Anzahl der zuldssigen
Losungen unter Einhaltung aller drei Nebenbedingungen in vielen Kampagnen relativ klein, aber in
der Regel nicht deterministisch l6sbar, wird. Durch die Aufweichung dieser Nebenbedingung lasst sich
der Suchraum wieder deutlich vergrofiern.

Im Rahmen der Ergebnisse dieser Masterarbeit wird v.a. das Optimierungspotenzial der implementierten
Algorithmen unter Einhaltung der ersten beiden weichen Nebenbedingungen sowie allen drei weichen
Nebenbedingungen beleuchtet. Die harte Nebenbedingung muss immer eingehalten werden.

2.4 GroBe des Suchraums und Komplexitat

Den Optimierungsalgorithmen stehen unter bestimmten Bedingungen 2 Freiheitsgrade zur Verfiigung;:
Einerseits der freie Austausch der Lose innerhalb einer Walzkampagne, andererseits die Zuordnung von
Schienen zu Ségebohrlinien. Wahrend der erste Freiheitsgrad fiir alle Lose prinzipiell anwendbar ist,
steht der zweite Freiheitsgrad nur ZSG Losen zur Verfiigung. Das heifit, es wird jeweils eine Kampagne
fiir sich optimiert und danach werden die Auswirkungen dieses lokalen Optimums auf die anderen
Kampagnen im System betrachtet und der dazugehorige globale Fitnesswert berechnet. Die optimierte
Kampagne wird anschliefend fiir die néchste zu optimierende Kampagne als Rahmen verwendet.
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2 Problemcharakterisierung

Generell werden die jeweils nachfolgenden nicht optimierten Kampagnen sowie die vorangegangenen
optimierten Kampagnen zur aktuell optimierten Kampagne in Beziehung gesetzt.

Es kann wahrend der Simulation die Anzahl der zu simulierenden Kampagnen eingestellt werden, was
den Planungshorizont und die Grofle des Suchraums fiir Testzwecke reduziert.

Ohne Beriicksichtigung der Umsortierméglichkeiten innerhalb der Produktionsstrafle lasst sich die

Problemgrofie geméf [19] ungeféhr wie folgt beschreiben:
(Zizfnzahl (Kampagnen)

GroBe (Kampagne;)!) - 24Anzahl(Blocke)

Bei gleichzeitiger Optimierung der Kampagnen kénnte man das Summenzeichen mit einem Produktzei-
chen vertauschen, wodurch das Problem weiter wachsen wiirde. Bei einem Planungshorizont von einem
Monat mit ca. 50 Kampagnen und einer durchschnittlichen Kampagnengrofle von 200 Blocken ergibt

3
sich als untere Schranke eine Suchraumgréfie von ca. 1019 bzw. als obere Schranke eine Groe von ca.
1010" [19).
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Kapitel 3

Vorstellung vielversprechender
Metaheuristiken fiir
Auftragsreihenfolgeprobleme

3.1 Metaheuristiken im Vergleich mit exakten Losungsalgorithmen

Metaheuristiken liefern nicht zwingend das Optimum, aber in relativ kurzer Zeit - verglichen mit
deterministischen Losungen - gute Naherungslosungen [3]. Sie werden v.a. dort eingesetzt, wo der kom-
plette Suchraum auf Grund der Komplexitat nicht deterministisch abgesucht werden kann. Prinzipiell
unterscheidet man zwischen Konstruktionsheuristiken, welche in jedem Schritt eine Losungskompo-
nente hinzufiigen, und Verbesserungsheuristiken, welche Losungen durch Anderungen schrittweise zu
verbessern versuchen. Im Rahmen des sogenannten “Greedy Prinzips” wird von den schrittweise jeweils
bewerteten Losungskomponenten immer die beste ausgewéhlt. Fiir ein TSP wird dies z.B. im Rahmen
der Nearest Neighbor Heuristik sichergestellt, da als ndchstes immer der Knoten mit der kiirzesten
Entfernung zum aktuellen Knoten gesucht und die dazugehorige Kante eingefiigt wird [34].

Weiters existiert die Unterscheidung zwischen Verfahren, die nur bessere Losungen akzeptieren und
solchen, die zwischendurch auch schlechtere Losungen akzeptieren.

I.d.R. handelt es sich dabei um kombinatorische Optimierungsprobleme. Diese sind durch eine Menge von
Instanzen charakterisiert, welche ein Paar(S, f) darstellt, wobei S eine endliche Menge aller zuléssigen
Losungen ist und f die konkrete Zielfunktion darstellt. Typische kombinatorische Optimierungsprobleme
stellen beispielsweise Scheduling, Routen- und Rundreiseprobleme, Pack- und Verschnittprobleme bzw.
Auftragsreihenfolgeprobleme dar. Einige typische NP- harte Probleme werden in Abschnitt 3.2 néher
beschrieben.

Die iiblichen Losungsverfahren stellen diverse Konstruktionsheuristiken, lokale Suchverfahren, Variable
Neighbourhood Search Verfahren, Simulated Annealing, Ameisenalgorithmen und genetische bzw.
evolutionare Algorithmen dar. In der Praxis werden die verschiedensten Heuristiken miteinander
kombiniert um bei relativ geringer zusétzlicher Laufzeit noch bessere Losungen zu erhalten, die ndher
am Optimum liegen.

3.1.1 Definition Metaheuristik

1. Definition Metaheuristik: “A metaheuristic is an iterative master process that guides
and modifies the operations of subordinate heuristics to efficiently produce high- quality
solutions. It may manipulate a complete (or incomplete) single solution or a collection of
solutions at each iteration. The subordinate heuristics may be high (or low) level procedures,
or a simple local search, or a construction method.” (Quelle: [3])

2. Definition Metaheuristik: “Eine Metaheuristik ist in der Mathematik ein Algorithmus
zur naherungsweisen Losung eines kombinatorischen Optimierungsproblems. Im Gegensatz
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3 Vorstellung vielversprechender Metaheuristiken fiir Auftragsreihenfolgeprobleme

zu, problemspezifischen Heuristiken, die nur auf ein bestimmtes Optimierungsproblem ange-
wendet werden kinnen, definieren Metaheuristiken eine abstrakte Folge von Schritten, die
(theoretisch) auf beliebige Problemstellungen angewandt werden konnen. ... “ (Quelle: [25])

Metaheuristiken sind also dadurch gekennzeichnet, dass sie universell fir verschiedene Problemstellungen
anwendbar sind, ohne das Problem néher kennen zu miissen. Diese Vielseitigkeit bereitet einerseits
Vorteile, andererseits miissen die Verfahren, wenn sie sehr gute Ergebnisse liefern sollen, trotzdem mit
den fiir das konkrete Problem geeigneten Operatoren ausgestattet werden. Metaheuristiken werden
v.a. dort eingesetzt, wo es keinen bestimmten effizienten Losungsalgorithmus gibt, also z.B. bei nicht
ndher bestimmten kombinatorischen Optimierungsproblemen. Als Metaheuristiken bezeichnet man
insbesondere Verfahren, welche in akzeptabler Rechenzeit (auch: “laufzeiteffizient”) sukzessive bessere
Losungen durch die iterative Anwendung bestimmter (Such-) Operatoren generieren [29)].

Ein wichtiges Qualitdtsmerkmal stellt dabei die Robustheit der Verfahren dar. Robustheit impliziert,
dass in Abhéngigkeit definierter Rechenzeiten sich die daraus resultierenden Losungsqualititen un-
wesentlich von der problembezogenen Aufgabenstellung unterscheiden. In diesem Zusammenhang ist
die Erwéhnung des “No Free Lunch (NFL)”- Theorems wichtig, da dieses theoretisch betrachtet die
generelle Uberlegenheit eines bestimmten Verfahrens gegeniiber anderen ausschlieit [3, 28].

Metaheuristiken sind insbesondere dadurch gekennzeichnet, dass sie unterschiedliche Suchstrategien
kombinieren, z.B. globale und lokale Suche vereinen, wobei ein Meta- Algorithmus den eingebetteten
Algorithmus steuert. Durch die Kapselung problemspezifischer Komponenten ist eine relativ leichte
Ubertragbarkeit auf neue bzw. andere Probleme prinzipiell gewihrleistet [34].

3.2 Typische Anwendungsgebiete von Metaheuristiken

Wie bereits erwdhnt, werden Metaheuristiken v.a. fiir kombinatorische Optimierungsprobleme an-
gewendet, fiir die im Rahmen der NP-Vollstédndigkeit kein effizienter (polynomieller) Algorithmus
existiert [10]. NP steht dabei fiir die Menge aller Aufgabenstellungen, die mittels nichtdeterministischen
Algorithmen in polynomieller Zeit gelost werden konnen. Nichtdeterminismus bedeutet dabei, dass sich
bei der Wahl unterschiedlichster Varianten das Verfahren fiir die richtige Variante entscheidet.

P bezeichnet alle Problemstellungen, die mittels deterministischen Verfahren polynomiell gelést werden
konnen. Polynomiale Algorithmen zeichnen sich dabei durch ihre beschrinkte Laufzeit O(n’) aus,
wobei K eine Konstante darstellt [10].

NP- vollstandige Probleme (NP-complete, NPC) sind definiert als solche Probleme, die (a) aus NP
sind und (b) in die sich alle anderen Probleme aus NP in polynomieller Zeit transformieren lassen
([10]). Als “NP-schwierig” bzw. “NP-hart” definiert man Probleme, auf die sich sdmtliche NP Probleme
polynomiell reduzieren lassen, wobei deren Zugehéorigkeit zu NP nicht bewiesen werden kann [10]. D.h.,
dass fiir diese Aufgabenstellungen keine Polynomialzeit-Algorithmen bekannt sind.

In den folgenden Unterabschnitten werden einige wichtige NP- schwierige Probleme vorgestellt und mit
dem Logistik Kontext in Zusammenhang gebracht.

3.2.1 Travelling Salesman Problem (TSP)

Das TSP ist das bekannteste Beispiel fiir ein NP- hartes Problem. Die Aufgabe besteht darin, dass
alle Stédte genau jeweils einmal wihrend einer Rundreise besucht werden, wobei die Stddte allesamt
durch Kanten, deren Gewichtung sich iiber die Distanzen der einzelnen Stadte voneinander berechnen,
verbunden sind und die Gesamtdistanz der Rundreise zu minimieren ist. Aufferdem muss die Rundreise
in der Stadt enden, in der sie begonnen hat. Dabei werden die Stadte als Knotenpunkte (V') und die
verbindenden Straflen als Kanten (£) betrachtet, wobei jede Strafie eine positive Gewichtung (d;; > 0)
hat [28].
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Formaler wird das Problem durch einen vollstindigen Graphen G beschrieben. G = (V, E) mit
Kantengewichten d;; > 0 V(i,j) e E, i # j (Quelle: [3])

Gesucht wird ein sogenannter Hamilton “scher Kreis mit geringstem Kanten(summen)gewicht ([3]).

Auf Grund der Tatsache, dass jeder Knoten exakt einmal besucht werden darf, werden die Losungen
eines TSP auch als “Permutationen” bezeichnet [14].

Hierarchische Unterklassen stellen Fuklidische Distanzen sowie das symmetrische TSP und das asym-
metrische TSP dar. Wéhrend fiir das symmetrische TSP fiir alle Verbindungen gilt, dass d;; = d;; gibt
es beim asymmetrischen TSP mindestens eine Verbindung, fiir die dieses Kriterium nicht zutrifft [3].

Die Ahnlichkeit des TSP zu dem PFSP im konkreten Produktionsproblem ist insofern gegeben, als
ein PFSP auf Grund seiner Charakteristik auch eine Permutation von N Auftragen (bzw. konkreter:
Losen) darstellt mit dem Unterschied zum TSP, dass der letzte Auftrag nicht dem ersten Auftrag
entspicht, wohingegen bei einem TSP der letzte Knotenpunkt dem ersten Knotenpunkt in der Rundreise
entspricht.

3.2.2 Quadratic Assignment Problem (QAP)

Im Rahmen eines quadratischen Zuordnungsproblems sind zwei n x n Matrizen A und B gegeben, wobei
hier die Doppelsumme 371" 1 37 a; b, (i) o(j) 0 minimieren ist und ¢ eine Permutation darstellt [15].
Gesucht ist eine Permutation ¢, im Rahmen dieser die Doppelsumme minimal wird. Ohne néhere
Informationen ist dieses Problem schwer in akzeptabler Zeit zu 16sen. Anwendungsbeispiele liegen v.a. im
Bereich der Fabrikplanung bzw. Logistiksystemgestaltung. So kann Matrix A das Verkehrsaufkommen
zwischen einzelnen Gebauden bzw. Fabriken enthalten, wihrend in Matrix B die Distanzen zwischen
den Fabriken gespeichert sind [15].

Ein weiteres Anwendungsbeispiel im Bereich Fabrikplanung definiert in der Matrix A die zu trans-
portierenden Mengen zwischen den einzelnen n Maschinen in einer Fabrikshalle, wihrend die Matrix
B die Entfernungen zwischen den n zur Aufstellung der Maschinen in Frage kommenden Standorten
beinhaltet. Wenn die Maschinenfolge keine Rolle spielt, liegt ein klassisches QAP vor [15].

In einem weiteren Beispiel miissen n Fabriken zu n Standorten zugeordnet werden, wobei in einer
Matrix die auszutauschenden Materialmengen gespeichert werden und in der anderen die Distanzen
zwischen den Orten. Im Rahmen der optimalen Zuordnung aller Fabriken zu jeweils einem Standort ist
so zu minimieren, dass die benétigte Zeit (ausgedriickt durch die Distanz) pro Material minimal ist [28].
Dieses Problem kann auch anhand eines Graphen in Abb. 3.1 (Quelle: [28]) veranschaulicht werden.
Wichtig ist in diesem Zusammenhang, dass jeweils alle Fabriken einem Standort bereits zugeordnet
sein miissen, bevor man die Zielfunktion vollstandig berechnen kann, da man vorher nur Teilkosten
berechnen kann.
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Abb. 3.1: Darstellung eines QAP als Graph

Das QAP stellt eines der héartesten praktischen kombinatorischen Optimierungsprobleme dar, neben
Tabu Suche hat sich hier v.a. das Max-Min Ant System (MMAS) erfolgreich bewahrt [3].

3.2.3 Vehicle Routing Problem (VRP)

Das VRP stellt eine Vereinigung der Problemtypen eines TSP und eines Bin Packing dar [30]. Bei Bin
Packing sind n gewichtete Items gegeben, sowie beliebig viele Bins mit Kapazitat W, gesucht ist dabei
eine Packung in moglichst wenige Bins [3].

Der bekannteste Vertreter eines VRP ist das sogenannte “Capacitated Vehicle Routing Problem” (CVRP)
Dieses ist durch eine Fahrzeugflotte mit einheitlicher Kapazitit sowie ein gemeinsames Warenlager
und eine bestimmte Anzahl an Kundenauftrigen mit Bedarfen an Waren charakterisiert. Gesucht ist
die Routenzusammenstellung mit den geringsten Kosten, welche die gegebenen Nebenbedingungen
einhélt. Die Funktion muss entsprechend der Anzahl an Fahrzeugen sowie Lange und Dauer der Routen
gewichtet werden [31]. Dieses NP- schwierige Problem ist nicht nur theoretisch, sondern v.a. auch
auf Grund der Vielzahl an Anwendungen im Bereich der operativen Transportplanung, besonders
interessant. Neben der Planung der Routen miissen den einzelnen Routen Fahrzeuge zugewiesen werden
und ggf. weitere Nebenbedingungen eingehalten werden wie z.B. die Kapazitdt, Beladung, Zeitfenster
und Arbeitszeiten.

Formal wird das (Asymetric) Capacitated Vehicle Routing durch einen vollstéandigen Graphen G = (V, A)
mit Knoten V' = {0,...,n} und Kanten A beschrieben. Die Knoten {1,...n} stellen die Kunden dar,
wahrend Knoten 0 das Depot ist. Die Kosten c;; bezeichnen die Reisekosten, welche sich aus der Distanz
oder/und der Leichtgéingigkeit des Weges ergeben. Jeder Knoten ¢ > 1 hat einen bestimmten Bedarf d;
(d; > 0) an Waren. Ausgangspunkt stellen K identische Fahrzeuge mit Kapacitiat C' im Depot dar [31].

Im Rahmen der K gesuchten Routen mit minimalen Kosten muss sichergestellt werden, dass jede Route
das Depot besucht, jeder Knoten der Route exakt einmal besucht wird, sowie die Summe des Bedarfs
der besuchten Knoten nicht die Fahrzeugkapazitat C tibersteigt [31].

Falls zum CVRP zusétzlich auch Zeitfenster hart oder weich beriicksichtigt werden miissen, wird
jeder Knoten mit einer bestimmten Servicezeit betrachtet. Im Rahmen dessen miissen zusétzlich auf
jeder Kante zu den bestehenden Reisekosten c;; die Fahrtzeiten ¢;; beriicksichtigt werden. Aulerdem
miissen bei den Knotenpunkten zusétzlich die Servicezeiten s; gespeichert werden. Jedem Knoten wird
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ein Zeitfenster bestehend aus frithestem Abfahrtszeitpunkt und spéatester Ankunftszeit zugeordnet,
innerhalb dessen operiert werden kann.

Neben den bekannten evolutiondren oder ameisenbasierten Losungsstrategien kommen beim CVRP auch
spezielle Konstruktionsheuristiken zum Einsatz. Der Savings- Algorithmus beruht auf dem Savings Kri-
terium, anhand dessen tiberpriift wird, ob zwei Routen unter Einhaltung der Kapazititsnebenbedingung
zusammengefligt werden kénnen, um eine Einsparung zu erzielen.

Zwei-Phasen Heuristiken stellen z.B. der Sweep Algorithmus sowie der Fisher und Jaikumar Algorithmus
dar, welche die Klasse der Cluster-first, Route-second Heuristiken vertreten. Der Algorithmus von
Beasley entspricht der Klasse Route-first, Cluster-second.

Neben den fiir das TSP klassischen Verbesserungsheuristiken kommen auch spezielle routeniibergreifende
Verbesserungsverfahren zum Einsatz, wobei man drei Kategorien unterscheidet: Wahrend bei String
Cross zwei Routen durchgetrennt und anschliefend gekreuzt werden, tauscht man bei String Exchange
zwei Knotenketten zwischen zwei Routen aus, wahrend String Relocation darauf beruht, dass eine
Knotenkette von einer Route in eine andere Route verschoben wird [31].

3.3 Losungsraumanalyse

Bei der Verwendung von Metaheuristiken empfiehlt es sich generell, die Losung zuerst in einen oder
mehrere vielversprechende(n) Bereich(e) zu lenken und diesen bzw. diese anschliefend gezielter zu
untersuchen [9]. Wahrend die Identifikation dieses vielversprechenden Bereichs durch eine Metaheuristik
wie z.B. einem genetischen Algorithmus (GA) oder mittels Ant Colony Optimization (ACO) bzw.
mittels Simulated Annealing (SA) erreicht wird, werden diese Losungen danach mittels eines lokalen
Suchverfahrens optimiert. Derartige Ansétze werden in der Literatur auch als “hybride Ansditze’
bezeichnet. Im Rahmen der eingesetzten Metaheuristik sollte dabei eine frithzeitige Konvergenz des
Verfahrens auf ein lokales Optimum hin vermieden werden, da man aus dieser gefundenen Lésung oft
nur mehr schwer herauskommt, v.a. wenn man SA bzw. einen GA mit hohem Selektionsdruck verwendet.
Es stellt sich dabei die Frage, ob ein globales Optimum in unmittelbarer Nahe eines lokalen Optimums
liegt oder nicht. Jedenfalls wurde in Experimenten im Rahmen des TSP die haufige “Ezistenz des
grofien Tals” festgestellt. Dieses beschreibt die Moglichkeit, innerhalb weniger Ziige mit einem lokalen
Suchverfahren von einem lokalen Optimum in ein anderes zu gelangen. Es liegt also vor, wenn die
lokalen Optima in einem (meist vielversprechenden) Suchbereich nahe zusammenliegen. Zu beachten
ist dabei, dass dieses grofie Tal nicht grundsétzlich vorliegen muss [9].

2

3.3.1 Analyse der Fitnesslandschaft eines Optimierungsproblems

Grundsétzlich spannt der Definitions- und Wertebereich einer Zielfunktion einen n + 1—dimensionalen
Suchraum auf (n entspricht der Anzahl an Variablen, von denen die Fitnessfunktion abhéngt), den
man sich als Fitnesslandschaft bzw. auch als Gebirge vorstellen kann. Dabei entspricht der Fitnesswert
der jeweiligen Hohe einer Losung, siehe auch Abb. 3.2 dazu. Wahrend im Rahmen der Minimierung
das tiefste Tal zu finden ist, sucht man bei Maximierungsproblemen nach dem héchsten Berg. Im
Gegensatz zu Abb. 3.2 ist das Fitnessgebirge im konkreten Produktionsproblem einerseits diskret,
auflerdem koénnen die Nebenbedingungen den Losungsraum so weit einschréanken, dass der néchste
diskrete Punkt in der Fitnesslandschaft sehr weit vom letzten Punkt entfernt sein kann. In Abb 3.2
(Quelle: [40]) ist auBerdem ersichtlich, dass der Weg des steilsten Gradienten vom Ausgangspunkt A
in Richtung B nicht das globale Optimum findet, sondern lediglich ein lokales Optimum. Erst der
deutlich lingere Weg von A nach C findet das globale Optimum. Dieser Punkt C ist jedoch nur durch
das Uberwinden eines Tals (bzw. je nach Fitnesslandschaft auch mehrerer Téler) erreichbar. Daher
empfiehlt es sich in diesem Zusammenhang eine Optimierungsstrategie zu verwenden, welche in der
Lage ist, diverse Téler iiberwinden zu konnen. Eine Fitnessfunktion mit mehreren lokalen Optima wird
als “multimodal” bezeichnet [40].
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Abb. 3.2: Optimierung in einer Fitnesslandschaft

3.4 Metaheuristiken abseits von genetischen und evolutiondren
Algorithmen

3.4.1 Eine Heuristik zur Gesamtdurchlaufzeitminimierung eines PFSP

Die folgende Heuristik von Laha und Sarin ([12]) basiert auf der konstruktiven Heuristik von Framinan
und Leisten ([11]), wobei in Schritt 4 eine Modifikation getétigt wurde. Beide Heuristiken haben eine
Gesamtlaufzeit von O(N*- M). Auf Grund dieser vergleichsweise langen Laufzeit ist diese Heuristik fiir
das in dieser Arbeit betrachtete Auftragsreihenfolgeproblem ungeeignet. Dennoch wird dieses Verfahren
auf Grund der Losungsqualitdt erwidhnt, eine genaue Beschreibung dazu findet sich in Alg. 3.1.

In Schritt 4 wird eine Art “iteratives Insertion Verfahren” verwendet, was eine effizientere Nachbarschaft
generiert als der paarweise Tausch in Step 4 bei der Heuristik von Framinan und Leisten. Die von
Laha und Sarin vorgestellte Heuristik leistet statistisch bessere Ergebnisse als jene von Framinan und
Leisten.

Algorithmus 3.1 Heuristik von Laha und Sarin

Step 1: for each job 7, find the total processing time T; which is given by

T;=>"7"4Tij for all i =1,2,...,n.

Step 2: sort the jobs in increasing order with respect to the sum of their processing times on all

machines T; .

Step 3: set k = 2. Select the first two jobs from the sorted list and select the better between the two
possible sequences. After this selection set k = 3.

Step 4: for £ = 3 to n do the following procedures:

Insert the k™ job on the sorted list into k possible positions of the (k — 1)-job current sequences, and
select from these a k-job partial sequence with the best total flow time value. Designate this as a k—job
current sequence. Place each job (except for the k" job of the sorted list) of this sequence into its
(k — 1) positions and select the best k—job sequence having the least total flow time value from among
those generated. This becomes the next k—job current sequence.

Step 5: if k = n, then STOP
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3.4.2 Lokale Suche (LS)

Definition: Ein lokales Minimum (bzw. Maximum) z in Bezug auf eine Nachbarschaftsstruktur N(z)
ist eine Losung x fiir die gilt: f(z) < f(2')Va'eN(x) [3]

Unabhéngig von genetischen Algorithmen kann man auch lokale Suchalgorithmen zur Lésung eines
PFSSP verwenden. Es besteht auch die Moglichkeit, die Losung von genetischen Algorithmen als
Ausgangslosung fiir die lokale Suche zu verwenden. Der mogliche Qualitétsvorteil bedingt eine héhere
Gesamtlaufzeit des Programms. In der Praxis bedient man sich dabei zumeist der lokalen Nachbar-
schaftssuche. Diese besteht im Wesentlichen aus einer Zielfunktion f(z), einer Ausgangslosung, einer
Nachbarschaftsstruktur, einer Schrittfunktion und einer Abbruchbedingung [3]. Im konkreten Problem
stellt die Ausgangslosung die initiale Reihenfolge des Kunden dar. Die Zielfunktion bleibt dabei die
unverdnderte Fitnessfunktion. Das Basisschema einer lokalen Suche ist in Alg. 3.2. abgebildet (Quelle:

31)

Algorithmus 3.2 Lokale Suche

1: choose an initial tour f (initial solution);

2: while there exists g € Ni(f) with w(g) < w(f) do
3:  choose g € Ni(f) with w(g) < w(f);

4 =g

3.4.2.1 K-opt lokale Suche

Ausgehend von einer Losung eines TSP kann man k Kanten (e, ej,...) kurzfristig aus der Rundreise
entfernen und diese danach wieder an einer anderen Position einfiigen. Die dazugehorige Nachbarschaft
Nx(f) wird “k—change neighbourhood” genannt. Eine Rundreise mit minimal bewerteten Kanten ist
“k—optimal” [3].

Generell unterscheidet man 2 Strategien in Bezug auf die Schrittfunktion, entweder die néchste bessere
Losung zu wahlen (“first improvement” bzw. “next improvement”) oder eine Rundreise mit minimaler
Gewichtung (“steepest descent” bzw. “best improvement”). Die Wahl kann dabei einen starken Einfluss
auf die Performance (trade-off zwischen Losungsqualitdt und Laufzeit) haben [3]. Ein groferer Wert
von k ergibt i.A. eine bessere Losung, die Laufzeitkomplexitit steigt mit zunehmendem k und betragt
allgemein 2 oder 3 [3]. Lin schlégt fiir & den Wert 3 vor, angewandt auf das konkrete Produktionsproblem
eignet sich ein Wert von 2 eher zu Gunsten der geringeren Laufzeit. Das Mafl zur Verbesserung wird
als 6(g) bezeichnet. 6(g)= w(f)- w(g)= w(ei) +w(ej) — w(er) — w(eyp)

Man setze 0 := maz{d(g) : geN2(f)}. Fur jedes § > 0 wird die jeweils aktuelle Rundreise f durch die
verbesserte Tour g ersetzt. Der Pseudo Code des 2— Opt Algorithmus von Croes (1958) ist in Alg. 3.3.
(Quelle: [14]) ersichtlich.

Algorithmus 3.3 2-Opt Algorithmus
repeat

: 6(_079 — fa

: for h € Na(f) do

if 6(h) > 0 then g—h; 6 — o(h) fi
: od.

[ =g

cuntil 6 =0

Der 2 Opt Algorithmus findet eine 2- optimale Rundreise g als finale Losung des TSP. Die erhaltene
Losung muss nicht optimal sein, es ist v.a. moglich, dass der Algorithmus in einer schlechten Nach-
barschaft stecken bleibt. Die erhaltene k-optimale Losung garantiert, dass durch das Ersetzen von k
Kanten keine andere kiirzere Tour mehr gefunden werden kann. Derselbe Algorithmus kann auch auf
das konkrete PFSP angewendet werden.
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Wird der 2-Opt Algorithmus fiir das konkrete Produktionsproblem fiir die besten m Individuen des GA
angewandt, entspricht dies einer “multi-start” lokalen Suche, was einer Laufzeit von m - n* entspricht,
wobei m vom Endbenutzer einstellbar ist und k& = 2 gesetzt wird.

Beim 2.5-opt-Austauschschritt werden 3 Kanten entfernt, wobei auch die Stadt, die von den 2 zu
entfernenden Kanten umgeben ist, entfernt und an einer anderen Stelle wieder eingefiigt wird. Die neue
Rundreise wird durch die Einfiigung zweier neuer Kanten zur verschobenen Stadt sowie einer Kante
zwischen den beiden Teilen der Rundreise gebildet [33]. Der 2.5-opt Tausch ist in Abb. 3.3 (Quelle:
[33]) dargestellt.

Abb. 3.3: 2.5-opt Austauschschritt

Im Zuge der verschiedensten k— opt Algorithmen kénnen auch bestimmte Beschleunigungstechniken
verwendet werden. Don “t Look Bits (DLB) beschrinkt die Suche auf vielversprechende Austauschope-
rationen. Dazu wird in jeder Stadt ein Don “t Look Bit mitgefiihrt, der kennzeichnet, ob der Knoten fiir
eine Austauschoperation geeignet ist oder nicht. Fiir jede Stadt, fiir die nach einem lokalen Suchschritt
keine Verbesserung erreicht werden konnte, wird ein Don “t Look Bit gesetzt, wodurch sie bis zur
Riicksetzung des DLB nicht mehr in Betracht genommen wird. Fiir den Fall einer verbesserten Losung
werden die DLB aller beteiligten Stédte zuriickgesetzt [33, 34].

Die fized-radius Methode schrankt die Suche dadurch ein, dass nur Stadte innerhalb eines bestimmten
Radius rund um die auszutauschende Stadt betrachtet werden. Der Radius richtet sich nach der Distanz
zwischen der auszutauschenden Stadt und ihre aktuellen Nachbarstadt in der Rundreise. Es werden
nur die Nachbarschaftsstédte beriicksichtigt, welche innerhalb des betrachteten Radius liegen[33]. Diese
Methode ist mit dem a—Wert bei Insertion Search vergleichbar, der die Austauschreichweite steuert.

Das Hauptproblem der lokalen Suche besteht darin, dass in der Regel lokale Optima gefunden
werden. Es besteht die Moglichkeit, die Nachbarschaft zu vergréflern bzw. eine multi-start lokale Suche
durchzufiithren . Jede Erweiterung des Suchraums bedingt prinzipiell eine Laufzeiterh6hung [3].

3.4.2.2 Insertion Search (IS)

Im Rahmen der Vorstellung eines genetischen hybriden lokalen Suchalgorithmus wird das Insertion
Search Verfahren naher erldutert.

Nach einigen Versuchen sind die Autoren von [17] der Meinung, dass sich Insertion Search fiir GA
besser eignet als pairwise exchange. Als Analogie dazu wurde bereits in 3.2.1 bei der Heuristik von
Laha und Sarin festgestellt, dass Insertion Search fiir ein PFSP in Bezug auf eine Nachbarschaft
bessere Ergebnisse bringt als pairwise exchange. Im Folgenden wir dieses lokale Suchverfahren, dessen
Pseudocode in Alg. 3.4. ([17]) ersichtlich ist, néher beschrieben.

Fiir ein Chromosom, welches aus n jobs besteht, existieren prinzipiell nxn — 1 Moglichkeiten im
Rahmen der Anwendung des Insertion Operators. Der Parameter o definiert die Reichweite, in welche
ein aus einer Auftragsreihenfolge entnommener Job wieder eingefiigt werden kann. Wahrend II das
Chromosom (die Basislosung) représentiert, stellt II(7) den Job an der i—ten Position im Chromosom
dar. Zuerst wird eine Suchliste mit der Chromosomenlidnge n erzeugt, wobei in dieser Liste die Indizes
{1,2,...n} eingetragen sind (Zeile 1). Aus dieser Suchliste wird zuféllig der Index p entnommen. (Zeile
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2) Ausgehend von dieser Position p wird der Job an pta Stellen wieder im Chromosom eingefiigt (Zeile
5). Jede dieser p 4 a Stellen stellt eine neue Losung dar. Nachdem alle 2 - o Losungen fiir diese Position
p generiert worden sind, wird erneut ein Index p aus der Suchliste entnommen, solange diese noch
nicht leer ist. (Zeile 2). Insgesamt kénnen somit 2 - n - o Losungen erzeugt werden, da die Suchliste aus
insgesamt n zu entnehmenden Positionen entsteht. C steht fiir die zu optimierende Eigenschaft bzw.
Funktion, im Artikel also die Gesamtdurchlaufzeit bzw. im Rahmen eines GA generell die Fitness. Fiir
jede bessere gefundene Losung wird eine neue Suchliste initialisiert und das Verfahren wiederholt sich
(Zeile 8). Dies ist allerdings eine Moglichkeit, die nicht notwendigerweise umgesetzt werden muss. Man
konnte stattdessen auch die bestehende Suchliste abarbeiten und danach abbrechen bzw. im Falle einer
gefundenen besseren Losung fiir diese nachfolgend nocheinmal das Verfahren anwenden. Die konkrete
Umsetzung héngt damit auch vom Ausmafl der gewiinschten Intensitét der lokalen Suche vom Benutzer
ab. Im Folgenden wird die Insertion Search Prozedur am Beispiel des Kriteriums der Minimierung der
Gesamtdurchlaufzeit (total flowtime minimization) néher beschrieben ([17]).

Algorithmus 3.4 Insertion Search (II, C, «)
1: set the search list SL «{1,2,...,n};

2: if (SL ! = empty)

3 randomly choose p from SL and remove p from SL;
3: else
4
5

stop and return Il and C;
: execute insertion operators Ins(p, k) on Il for k =p — 1, p — 2,....max(p — a, 1)
and p+ 1, p+ 2,...,min(p + a,n);
6: calculate the total flowtime after each insertion operator has been applied and choose the best one;
7: if ((total flowtime of the best solution) < C'")
8:  let II be the best solution and C be the total flowtime of the best solution;
9:  reset the search list SL in row 1 and continue from here;
10: else (go to step 2;)

Es ist leicht zu erkennen, dass dieses Verfahren generell eine relativ kleine Nachbarschaft durchsucht
und in einem lokalen Optimum héngen bleiben kann [17]. Dafiir muss - in Bezug auf einen GA -
2 -n -« Mal die Fitness neu berechnet werden, was bei einem im Vergleich mit n relativ kleinem «
einer Laufzeit von C' - n entspricht. Sofern « eine Grofie von n/2 erreicht, vergrolert sich die Laufzeit
zu C'-n? . Der Aufwand dieses Verfahren ist damit, sofern « klein genug gewéhlt wird, relativ gering
verglichen mit z.B. dem 2 Opt Algorithmus.

Im Rahmen eines genetischen TSP hat sich Insertion Search als laufzeiteffizientes lokales Suchverfahren
herausgestellt, v.a. in Kombination mit geringeren Populationen und geringeren Generationenanzahlen.
Bei Insertion Search bleibt auch die Struktur des Chromosoms besser erhalten als z.B. beim 2 Opt
Algorithmus.

3.4.2.3 Iterated Local Search (ILS)

Iterated Local Search (dt.: Iterierte lokale Suche) stellt die einfachste Strategie dar lokal optimalen
Losungen zu entkommen. ILS verwendet Mutationen &hnlich dem Diversifikationsmechanismus in Tabu
Search [34]. ILS stellt einen Algorithmus mit Populationsgrofie 1 dar und arbeitet ausschlielich mit
Mutationen. Der Pseudo Code fiir das Verfahren ist in Alg. 3.5 ([33]) beschrieben.
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Algorithmus 3.5 Iterated Local Search
1: s = GeneratelnitialSolution() ;

2: sx = LocalSearch(s); // sx is the best solution after the local search has been applied for s
3: while (! terminated) {

s’ = Perturbation (sx);  // s is the perturbated solution received from sx
s =LocalSearch (s');  // s” is the best solution after the local search has been applied for s
if (accept(s”, sx, history)); /] if s” is better than sx — s” is accepted (otherwise not)

s« =4¢"; // update

Auf die initialisierte (z.B.) Rundreise s (Zeile 1) wird lokale Suche angewendet und dadurch die lokal
optimale Losung sx erzeugt (Zeile 2). Innerhalb der while Schleife wird eine perturbierte Losung s’
(Zeile 4) ausgehend von der lokal optimalen Losung erzeugt (Zeile 3). Diese Losung s, welche sich nicht
im Attraktionsbasin von sx befinden sollte, wird mittels lokaler Suche wieder in eine lokal optimale
Losung s” iiberfithrt (Zeile 5). Das Akzeptanzkriterium, welches auf verschiedenste Art und Weise
implementiert werden kann, entscheidet tiber Annahme oder Ablehnung von s” [33] (Zeile 6). Das
Akzeptanzkriterium kann beispielsweise als better Akzeptanzkriterium bzw. wie bei SA als Metropolis
Kriterium ausgefithrt sein oder auch mit einem Gedéchtnis arbeiten. Das better Akzeptanzkriterium
fithrt zur Bezeichnung “lokaler Meta Suche”, wahrend ILS basierend auf dem Metropolis Kriterium als
“Simulated Annealing Meta Suche” bekannt ist. “Random Walks” akzeptieren immer die neue Losung
s und sind unter “zufalliger Meta Suche” bekannt [34].

Die Abbruchbedingung der while Schleife kann auf verschiedenste Art und Weise realisiert werden.
Wiéhrend es iiblich ist, die Suche abzubrechen, wenn sich nach vielen Perturbationsziigen und deren
lokal optimierten Nachbarschaften nur mehr wenig an der Fitness dndert, wird ILS in Bezug auf das
konkrete Produktionsproblem dhnlich dem Simulated Annealing im Rahmen der Erstarrungstemperatur
abgebrochen. Dabei muss auflerdem erwéhnt werden, dass (in den meisten Féllen) nicht die komplette
Nachbarschaft untersucht werden kann, sondern lediglich die vom Benutzer eingestellte Anzahl an
Bewertungen je Nachbarschaft durchgefiihrt wird. Ndhere Informationen zum Ablauf des Algorithmus
befinden sich in 6.3.6.

Die Randomisierung der Perturbation fiihrt zu einer zufélligen Suche. Eine Verbesserung stellt die
gefiihrte adaptive iterierte lokale Suche dar (GAILS), im Rahmen derer ein “Lokaler Suche Agent”
(LSA) die Suche ausfiihrt, welcher Informationen iiber die Umwelt erhdlt und Aktionen ausfithren kann
um die Umwelt zu verdndern. Dem LSA koénnen beispielsweise Informationen tiber die Losungsgiite
bzw. statistische Informationen zur Verfiigung stehen [33]. Konkretere Erlduterungen beziiglich der
GAILS Methode wiirden den Umfang dieser Arbeit bzw. dieses Unterabschnitts sprengen und sind
daher in [33] zu finden.

In vielen ILS Implementationen wird als Perturbation der sogenannte “Double-Bridge-Zug” angewendet,
der einen Austauschschritt in einer 4-opt-Nachbarschaft darstellt [33]. Dabei werden 4 Kanten aus
der Rundreise entfernt. Die 4 daraus entstehenden Teilstiicke werden anschlielend wieder zu einer
vollstéandigen Rundreise zusammengefiigt, welche dann in der Orientierung ABDC durchlaufen wird,
siche dazu auch Abb. 3.4 (Quelle: [33]).

27



3 Vorstellung vielversprechender Metaheuristiken fiir Auftragsreihenfolgeprobleme

Abb. 3.4: Double-Bridge Zug

3.4.2.4 Weitere Nachbarschaftsoperatoren fiir lokale Suche

Als Nachbarschaft werden alle Auftragsreihenfolgen bezeichnet, welche durch die Anwendung eines
lokalen Nachbarschaftsoperators generiert werden kénnen [9].

Exchange (EX): Der exchange Nachbarschaftsoperator vertauscht einen Auftrag bzw. allgemeiner ein
Element in z.B. einer Permutation mit einem anderen Element. Dadurch ist die Zulassigkeit der Losung
in jedem Fall gegeben, sofern keine speziellen harten Nebenbedingungen verletzt werden. Konkret wird
dabei jeder Auftrag mit jedem anderen Auftrag ausgetauscht. Die Gesamtgrofie der Nachbarschaft ergibt
sich damit zu |EX (70)| = W ([9]). Der EX Operator kommt bei k—optimalen Nachbarschaften

zur Anwendung,.

Adjacent Pairwise Interchange (API): API vertauscht jeden Auftrag mit seinem direkt benachbarten
Auftrag. Die Nachbarschaft stellt eine Teilmenge der EX- Nachbarschaft dar und besitzt folgende
Grofe: |[API(70)| = N —1 ([9])

Forward Shift (FSH) / Backward Shift (BSH): Wihrend FSH einen Auftrag von seiner aktuellen
Positon auf jede grofiere mogliche Position verschiebt, gilt dasselbe analog fiir BSH. Die Grofle dieser
Nachbarschaften ergibt sich jeweils zu N - (N —1)/2 [9].

Double Shift (DSH): DSH verschiebt ein Element an eine beliebig wéhlbare andere Position. Die DSH
Nachbarschaft ergibt sich durch das aufeinanderfolgende Generieren der FSH und BSH Nachbarschaft
und verfiigt iiber eine Grofe von N - (N — 1) Auftragsreihenfolgen [9)].

Inversion (INV): Innerhalb der Ausgangsreihenfolge wird eine Teilreihenfolge bestimmter Lénge
invertiert. Dabei wird eine Teilauftragsreihenfolge selektiert, invertiert und anschliefend wieder in
die Gesamtreihenfolge eingefiigt. Die INV Nachbarschaft entsteht durch die Inversion aller moéglichen
Teilreihenfolgen in der Permutation. Die Nachbarschaft verfiigt dabei iiber eine Gréfie von N - (N —1)/2
Auftragsreihenfolgen [9].

Der Insertion Operator wurde bereits in 3.3.2.2 angesprochen.

3.4.3 Variable Neighborhood Search (VNS)

Das von Hansen und Madlenovic vorgeschlagene Verfahren beruht auf mehreren Nachbarschaftsstruk-
turen, wobei ein lokales Optimum einer Struktur nicht das globale Optimum darstellen muss. Das
globale Optimum ist das lokale Optimum beziiglich aller anderen Nachbarschaftsstrukturen, wobei
fur viele Probleme lokale Optima relativ nahe beieinander liegen [3, 20]. Die Nachbarschaftstrukturen
werden systematisch und deterministisch ausgewechselt, siehe auch Alg. 3.6 (Quelle: [20]).
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Algorithmus 3.6 Variable Neighbourhood Descent (VND)

1: create initial solution T

2:1=1;

3: while 7 < k do

find best neighbouring solution T' '€ N;(T);

if T’ better than best solution found so far then
save T’ as new best solution T7;
1 =1;

else i =1+ 1;

Dabei miissen zuerst die Nachbarschaftstrukturen N; defininiert und initialisiert werden. Als Schritt-
funktion wird best oder next improvement gewéhlt. Die gefundene Losung ist fiir alle Nachbarschaft-
strukturen lokal optimal.

Reduced Variable Neighbourhood Search: Mittels Reduced Variable Neighbourhood Search (RVNS)
kann man lokalen Optima besser entkommen. Die Idee basiert auf einer zufilligen Auswahl von
Nachbarlosungen unter Berticksichtigung, dass die Nachbarschaften immer gréfler werden. Diese zuféllige
Auswahl ist auch als “shaking” bekannt [3, 20]. Dieses “shaking” macht es unmoglich zu garantieren, dass
die bisher gefundene Losung das (lokale) Minimum in Bezug auf alle anderen Nachbarschaftsstrukturen
darstellt [20]. Sehr grofie Nachbarschaftsstrukturen kénnen i.d.R. nicht vollsténdig durchsucht werden,
die Strukturen sind generell nach Grole bzw. Entfernung ihrer Losungen von der Basislosung sortiert
[3]. Das Verfahren ist in Alg. 3.7 abgebildet (Quelle: [20]).

Algorithmus 3.7 Reduced Variable Neighbourhood Search (RVNS)
1: create initial solution T
2: while termination condition not met do
3: 1 =1;
while i < k£ do
randomly select a solution 7"’ € N;(T);
if T’ better than best solution found so far then
save T’ as new best solution T7;
1 =1;
elsei=1+1;

RVNS wird v.a. dann angewendet, wenn die Durchsuchung der kompletten Nachbarschaft zu (laufzeit-)

aufwendig ist, also im Falle einer grofien Nachbarschaft mit z.B. einer exponentiellen Anzahl an
Nachbarn [20].

Basic Variable Neighbourhood Search (BVNS): Das BVNS Konzept verbindet eine stochastische
mit einer deterministischen Komponente, indem RVNS um eine einfache lokale Suche erweitert wird.
Wenn dabei innerhalb der lokalen Suche eine bessere Losung gefunden wird, iteriert man darauffolgend
wieder von k = 1 weg und initiiert ein “shaking”. Der Nachteil auf Grund von shaking, dass eine lokal

optimale Losung nicht garantiert werden kann, bleibt auch bei BVNS weiter erhalten. Die Prozedur ist
in Alg. 3.8 abbgebildet (Quelle: [20]).
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Algorithmus 3.8 Basic Variable Neighbourhood Search (BVNS)
1: create initial solution T;

2: while termination condition not met do
3: 1 =1

4: while i < k do

5: randomly select a solution T’ € N;(T);

6: try to improve T’ by using local search methods;
7 if T’ better than best solution found so far then
8: save T’ as new best solution T;

9: 1 =1;

10: else i =1+ 1;

3.4.4 Very Large Neighbourhood Search (VLNS)

Die Idee dieses Verfahrens beruht darauf eine sehr grofie Nachbarschaft N(x) zu erzeugen, in welcher
die beste Losung effizient bestimmbar ist [3]. Effiziente Methoden zur Nachbarschaftsdurchsuchung
sind z.B. das Finden von Zyklen mit minimalen Kosten in einem improvement Graphen, das Losen
von Minimum Cost Assignment oder Matching Problemen bzw. effiziente Verfahren zur Losung von
Spezialfillen des Problems. Im folgenden Abschnitt wird die Nachbarschaftsdurchsuchung mittels
Assignment beschrieben.

Das Prinzip von Assignment besteht darin, k& Stddte aus der aktuellen Rundreise zu entfernen und ihre
inzidenten Kanten durch direkte Verbindungen der jeweiligen Nachbarknoten zu ersetzen. Dadurch
erhdlt man eine um k Stédte reduzierte Rundreise 7' . Die darauf generierte Nachbarschaft N (z) enthélt
alle aus der reduzierten Tour entstandenen Rundreisen, indem die entfernten Knoten wieder eingefiigt
werden. Dabei diirfen keine zwei zuvor entfernten Kanten in der vollstdndigen Tour unmittelbar
nebeneinander liegen [3], siehe auch Abb. 3.5 (Quelle: [3]).
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Abb. 3.5: Assignment Nachbarschaftsdurchsuchung

Das Finden der besten Nachbarschaftslosung N (z) erfolgt im Rahmen der Konstruktion eines vollstan-
digen bipartiten Improvement Graphen:

Zuerst teilt man die Knoten in zwei Knotenmengen ein, Vg reprasentiert die Menge aller entfernten
Knoten, wahrend Vi die Menge aller Knoten in der reduzierten Rundreise darstellt. Entsprechend
erhélt man auch die Kanten (i, (u,v)) zwischen allen Stadt-Knoten i € Vz und Kanten-Knoten (u, v)
€V . Die Kantenkosten entsprechen einer Anderung der Tourlinge, wenn i zwischen « und v eingefiigt
wird:

c(i, (u,v)) = d(u, i) + d(i,v) — d(u,v) ([3])

Ubergeordnetes Ziel ist es, ein Matching mit geringsten Kosten zu finden, der Zeitaufwand dafiir
betrigt O(n?), wobei n die Anzahl der Knoten repriisentiert.

Fiir Partitionierungsprobleme, wo die Elemente einer Menge S in disjunkte Teilmengen S5; aufgeteilt
werden, wie z.B. das Vehicle Routing Problem (VRP) oder das Capacitated Minimum Spanning Tree
Problem, in welchem die Anzahl der in jedem Teilbaum enthaltenen Knoten beschrankt ist, wird cyclic
exchange angewendet [3].

Wihrend einfache Nachbarschaften ein Element in eine andere Menge verschieben oder zwei Elemente
unterschiedlicher Mengen austauschen, entsteht eine Cyclic Exchange Nachbarschaft durch einen
zyklischen Austausch jeweils eines Elements iiber beliebig viele Teilmengen hinweg, siehe auch Abb.
3.6 (Quelle: [3]) dazu. Die Nachbarschaftsgrofie N(x) betréagt damit O(n"™), wobei m die Anzahl der
disjunkten Teilmengen bezeichnet.
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Abb. 3.6: Cyclic exchange

Der Losungsansatz besteht in der Erstellung eines gerichteten Improvement Graphen.

Der Graph besteht aus Knoten fiir alle Elemente in S sowie Kanten fiir alle Elementpaare (a,b) €
S?la € Si b€ Sj,i# 5 ([3])

Kante (a,b) bedeutet dabei, dass Element a von S; nach S; verschoben und Element b von S;entfernt
wird. Die Kantenkosten entsprechen einer Kostendnderung in S;:

c(a,b) = f(S; U{a} \ {b}) = F(5;) ([3])

Das Ziel besteht darin einen Kreis mit negativen Kosten zu finden, bei dem alle Knoten in unterschiedli-
chen Teilmengen liegen. Dieser Kreis stellt einen zyklischen Austausch dar, welcher die aktuelle Losung
verbessert. Das Finden eines derartigen Kreises ist wiederum ein NP- schwieriges Problem, welches in
der Praxis v.a. mit guten Heuristiken gelost wird.

Zusammenfassend stellt VLNS eine sehr problemspezifische Metaheuristik dar, welche algorithmisch
anspruchsvoller als andere Metaheuristiken ist. Im Rahmen dieser Arbeit wird VLNS jedoch nicht
angewandt. Obwohl die Erzeugung zweier Knotenmengen Vr und Vp» prinzipiell moglich ist, ist die
Ahnlichkeit im Vergleich zu einem genetischen Algorithmus sehr grof8, wenn nur wenige (z.B. maximal
3) Kanten entfernt werden. Das Entfernen bzw. nachherige Einfiigen von mehr als 3 Kanten macht
in einem Schritt meiner Meinung nach wenig Sinn, weil die Ausgangslésung schon relativ gut ist und
derart viele remove und insert Operatoren zu sehr einer zufélligen Suche dhneln, v.a. bei Kampagnen
mit vergleichsweise wenig Losen.

3.4.5 Ant Colony Optimization (ACO)

Ameisenalgorithmen stellen eine weitere Moglichkeit dar, kombinatorische Probleme wie z.B. das TSP,
effizient zu 16sen. ACO verwendet den zugrundeliegenden Ameisenalgorithmus (AS) als Basis, erweitert
und verbessert diesen, sodass ACO mit anderen Verfahren wie SA bzw. GA konkurrenzfihig wird. Das
Funktionsprinzip dieser Art von Algorithmen ist angelehnt an die Prinzipien einer Ameisenkolonie,
welches wiederum auf dem Phénomen der sogenannten “Schwarmintelligenz” beruht. ACO ist v.a. durch
die Selbstorganisation von Ameisen bei der Futtersuche inspiriert [9]. Wie Termiten sowie einige Arten
der Bienen und Wespen gehoren Ameisen zur Gruppe der “sozialen Insekten”. Dass Ameisen in der
Lage sind, den schnellsten Weg zu ihrer Futterquelle zu finden, wurde u.a. im Doppelbriickenexperiment
untersucht und bestatigt.

Diese Ergebnisse waren der Anstof§ fiir die Entwicklung von Ameisenalgorithmen 1990 durch Dorigo
[9]. Die kiinstlichen Ameisen erzeugen und verdndern eine Losung auf Grund globaler Informationen
in der Pheromonmatrix sowie lokaler Informationen insofern, als die Ameise unmittelbare Nachbar-
schaften erkennt. Der Schliissel sind dabei die Pheromone, welche sie auf ihrem Pfad hinterlassen. Das
Ameisensystem besteht zusammenfassend aus kiinstlichen Ameisen, diskreten Zeitschritten sowie einer
globalen Pheromonmatrix und einer lokalen Informationsmatrix [3].

Der Ameisenalgorithmus lauft dabei grundlegend wie folgt ab:
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1. Jede Ameise generiert eine Losung in Abhéngigkeit von lokalen Informationen und den global in der
Pheromonmatrix gespeicherten Pheromonwerten.

2. Im Rahmen des Pheromon Updates werden die neu aufgetragenen Pheromone der Ameise in der
Pheromonmatrix berticksichtigt, wihrend vorhandene Pheromone verdunsten.

3. Darauf basierend gibt es diverse Verbesserungen bzw. problemspezifische Charakeristika, die nicht
von einzelnen Ameisen ausgfeiihrt werden kénnen, aber die Losungsmenge in eine bestimmte Richtung
forcieren.

Die Basisstruktur eines ACO ist in Alg. 3.9 angegeben (Quelle:[9]). In Zeile 4 werden die Menge
der zulassigen Elemente der Losung (konkret fiir ein PFSP: N Auftrdge) initialisiert. Nach der
Initialisierung einer leeren Teillosung in Zeile 5 wird in den darauffolgenden 4 Zeilen iterativ eine
vollstiandige Losung (7) konstruiert. Im Vergleich mit anderen Metaheuristiken wie z.B. SA oder
GA stellt ACO eine konstruktive Metaheuristik dar, d.h. konkret, dass sich jede Ameise ihre Losung
(Rundreise, Auftragsreihenfolge) basierend auf dem vorhandenen Wissen von lokalen und globalen
Informationen komplett neu zusammenstellt. Das Einfiigen von Auftragen bzw. Stadten bzw. allgemeiner
das Einfligen von einzelnen Teilen der Losung zu einer Gesamtlosung ist ein Kernelement des ACO, im
Rahmen der Beschreibung der Ubergangsregel wird niher auf dieses Kernelement eingegangen.

Algorithmus 3.9 Basisstruktur: Ant Colony Optimization
1: Initialisiere Pheromonmatrix T
2: do {
3:  for (ant=1; ant<Ants; ant=ant+1) {
Intialisiere Menge der nicht ausgewahlten Elemente: U=1,2, ..., N;
Initialisiere aktuelle Teillosung: 7" = 0;
while (U #0) {
Wahle ein Element n aus U aus;
Fiige n in 7’ ein;
U=U\n;
10: } // end while
11: Fiihre lokale Suche aus // optional
12:  } // end for
13:  Aktualisiere Pheromonmatrix T
14: } while (!Abbruchbedingung )

Doppelbriickenexperiment ([9, 26]): Das Prinzip hinter diesem Experiment beruht auf einem au-
tokatalytischen Prozess, im Rahmen dessen der kiirzere Weg (mit zunehmender Zeit) systematisch
verstarkt (von den Ameisen) ausgewéahlt wird, was seine Ursache darin hat, dass immer mehr Phero-
mone auf diesem Weg liegen, welches die Ameisen auf diesem Weg abgelegt haben. Wahrend Ameisen
ihre Entscheidung in Abwesenheit von Pheromonen zuféllig treffen, beeinflusst sie die Anwesenheit
ebendieser Substanz bei ihrer Entscheidung in Bezug auf den ausgewahlten Weg.

Zu beachten ist dabei, dass auf dem Hinweg zur Futterquelle keiner der beiden Wege bevorzugt werden
kann. Dadurch, dass die Ameisen, die auf dem Hinweg den kiirzeren Weg gewéhlt haben, denselben
kiirzeren Weg wieder zuriickwéhlen, beeinflussen sie durch ihren frither angetretenen Riickweg auch die
anderen Ameisen, die den ldngeren Hinweg genommen haben, auf Grund ihres Pheromons. Mit hoher
Wahrscheinlichkeit werden nun sehr viele Ameisen im Rahmen ihres Riickweges auch den kiirzeren Weg
wahlen, weil hier schon eine deutlich ausgepriagte Pheromonspur der Ameisen vorliegt, die allesamt den
kiirzeren Weg gewéahlt haben. Dieser Effekt verstarkt sich mit zunehmender Zeit.

In Bezug auf Abb. 3.7 (Quelle: [9]) starten zum Zeitpunkt ¢t = 0 hundert Ameisen, wobei sich auf Grund
fehlender Pheromoninformationen jeweils 50% fiir den Weg iiber Punkt B und 50% fiir den Weg tiber
Punkt C entscheiden. Der Zeitpunkt ¢ = 1 bildet ab, dass die 50 Ameisen, die Weg C genommen haben,
bereits Punkt D erreicht haben und dementsprechend Pheromone entlang dieser Wege abgelegt haben.
Die Ameisen, welche den lingeren Weg genommen haben, haben in der Zwischenzeit lediglich Punkt B
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=0 t=1 =2

Annahmen:
> Zu jedem Zeitpunkt t starten 100 Ameisen vom Nest zur Futtersuche.
> Die Ameisen kionnen in einer Zeiteinheit eine Distanz d von 1 zuriicklegen.

pJede Ameise legt eine Pheromonmenge von 1 auf dem zuriickgelegten Weg ab.
- Die Verdunstung der Pheromone wird nicht berticksichtigt.

Abb. 3.7: Indirekter Kommunikationsmechanismus der Ameisen

erreicht. Da nun bereits eine Pheromonspur zuriick nach A iiber den Weg mit dem Punkt C existiert,
aber noch keine iiber den Punkt B, wird sich der grofiere Teil der 50 Ameisen fiir den Weg iiber Punkt
C entscheiden. Gleichzeitig starten 100 neue Ameisen vom Nest aus in Richtung Futterplatz, wobei
sich wiederum 50 fiir jeden der beiden Wege entscheiden, da auf beiden Wegen dieselbe Anzahl an
Pheromonen abgelegt worden ist. Zum Zeitpunkt ¢ = 3 erreichen die ersten 38 Ameisen das Nest, dies
ergibt mit den 50 Ameisen, die zum Zeitpunkt ¢ = 1 vom Nest aus in Richtung Futterplatz gegangen
sind, einen Gesamtpheromonwert von 138. Die 50 Ameisen, die iiber Punkt B gegangen sind, erreichen
nun erst den Futterplatz. Bedingt durch eine deutlich gréflere Anzahl abgelegter Pheromone iiber
Punkt C wird der Grofteil von ihnen auch iiber den kiirzeren Weg die Heimreise zum Nest antreten.
Mit zunehmender Zeit werden immer mehr Ameisen jeweils den kiirzeren Weg benutzen und dort ihre
Pheromone abgeben. Dieses Verhalten der Ameisen beeinflusst auch ihre Entscheidung bei Punkt A.

Im Rahmen eines weiteren Briickenexperiments wurde auch festgestellt, dass, wenn nach einiger Zeit
ein neuer (z.B. kiinstlich geschaffener) kiirzerer Weg geschaffen wird, dieser Weg von den Ameisen
kaum ausgewéhlt wird, weil dort kein Pheromon liegt [26].

Im Rahmen eines Experiments von Doneuburg wurde festgestellt, dass bei 2 gleich langen Wege nicht
beide in gleichem Mafle genutzt werden, sondern dass sich einer der beiden Wege pheromonbedingt
durchsetzt [28].

Die 4 Prinzipien der Selbstorganisation und weitere Charakteristika des ACO

Definition: “Self-organization is a process in which a pattern at the global level of a system
emerges solely from numerous interactions among lower-level components of the system.
Moreover, the rules specifying interactions among the system’s components are executed
using only local information, without reference to the global pattern.” Camazine et al., S.8

(Quelle: [3])

Die 4 von Bonabeau angefiithrten Prinzipien der Selbstorganisation lassen sich im ACO Ansatz
wiederfinden ([9]):

1. Positives Feedback: Durch das haufige Benutzen kurzer Wege liegt auf diesen Wegen eine stérkere
Pheromonspur, welche (mit hoher Wahrscheinlichkeit) mehr Ameisen dazu verleitet, diesen Weg zu
nehmen. Dieser selbstverstidrkende Prozess wird auch als Autokatalyse bezeichnet.

2. Negatives Feedback: Dem Ablegen von Pheromonen wirkt das Verdampfen der Pheromone entgegen.

3. Der stochastische Charakter jeder Ameise bedeutet, dass jede Ameise fiir sich zufillig den Weg
auswahlt, da die Pheromonwerte die Entscheidung nicht determinieren, sondern lediglich statistisch
beeinflussen.
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4. Als viertes Merkmal wird multiple Interaktion angefiihrt. Diese Art der Kommunikation kann direkt
bzw. auch indirekt iiber die Verdnderung der Umwelt erfolgen. Im Falle der Ameisenkolonie erfolgt die
Kommunikation durch das Ablegen der Pheromone, wobei die Pheromonkonzentration
von den anderen Ameisen wahrgenommen wird und ihr Verhalten beeinflusst.

Dabei spielen die Mechanismen Riickkopplung und Stigmergie, der Informationsaustausch in einem
dezentralen System durch die Verdnderung der (ndheren) Umgebung, eine besondere Rolle [3].

Zusétzlich zu diesen Merkmalen besitzt jede Ameise eine Art Gedéchtnis, in der die bisher konstruierten
Losungen bewertet sowie auf ihre Zulassigkeit iiberpriift werden kénnen.Zu beachten ist, dass kiinstliche
Ameisen im Gegensatz zu realen Ameisen iiber 2 Varianten des Pheromon Updates verfiigen [9].

1. Online Step-by-Step Pheromon Update: Hier findet das Ablegen der Pheromone wéahrend der
Erstellung einer neuen Losung statt.

2. Online Delayed Pheromon Update: Das Pheromon Update findet statt, nachdem die vollstdndige
Losung von der Ameise generiert worden ist.

Das Verdunsten der Pheromone wird dabei als eine von den Ameisen unabhingige Funktion behan-
delt. Neben den diversen Gemeinsamkeiten zwischen realen und kiinstlichen Ameisen gibt es auch
Unterschiede. Kiinstliche Ameisen verfiigen iiber ein Losungsgedéchtnis und wie schon erwéhnt, die
Auswahl zweier Moglichkeiten des Pheromon Updates, wiahrend reale Ameisen ihre Pheromone nur
wéahrend der Konstruktion der Losung ablegen kénnen. Bei kiinstlichen Ameisen kann man auch die
Pheromonkonzentration anhand der Qualitdt der gefundenen Losung steueren, wahrend realen Ameisen
diese Option nicht zur Verfiigung steht. Auflerdem konnen im Algorithmus heuristische zusétzliche
Informationen verwendet werden, welche im realen System einer einzelnen Ameise nicht zur Verfiigung
stehen.

Ausgestaltungsmaoglichkeiten der Pheromonmatrix 7 fiir ein PFSP Das sogenannte “Langzeitge-
déchtnis” speichert die von den Ameisen generierte Pheromonspur und stellt die Basis jeder neuen
Losungskonstruktion dar [9]. Prinzipiell bestehen fiir die Reprasentation im Rahmen eines PFSP
mehrere Moglichkeiten, wobei hier 2 Ansétze beschrieben werden, siche Tabelle 3.1 (Quelle: [9]).

G (1] [ IN] (A1 [ ][V]
1 1
N A

Tab. 3.1: Gestaltungsmoglichkeiten der Pheromonmatrix 7

Die linke Gestaltungsmoglichkeit entspricht der Realisierung in einem TSP. Wéhrend die Spalten
und Zeilen die N Auftrdge beinhalten, gibt der Pheromonwert 7;; im Schnittpunkt an, wie sinnvoll
es ist, Auftrag j nach Auftrag i zu fertigen. Fir das PFSP verwendet man jedoch i.d.R. die rechte
Gestaltungsmoglichkeit. Dabei ist in der Pheromonmatrix die Vorteilhaftigkeit 7,5, kodiert, wenn man
Auftrag n an die Position h der Auftragsreihenfolge platziert [9].

3.4.5.1 ACO: Unterschiede zwischen AS und ACS

Das Ant Colony System (ACS) verwendet im Gegensatz zum Ant System (AS) eine andere Ubergangs-
regel, auflerdem wird die Pheromon Update Regel pro Iteration nur von der besten Ameise durchgefiihrt.
Die Pheromonspur wird dagegen jedesmal verringert. Abschlieflend werden die beiden Verfahren algo-
rithmisch gegeniibergestellt. Die Ubergangsregel wird in den folgenden beiden Paragraphen fiir das AS
und ACS am Beispiel des TSP sowie fiir das ACS am Beispiel des PFSP beschrieben.
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Ubergangsregel: Der Ubergang in den nichsten Knoten hingt nach [28] zuniichst von 3 Faktoren ab:

1. Der Knoten j darf in derselben Tour noch nicht besucht worden sein. Daher existiert fiir jede Ameise
k und jeden Knoten i eine Liste J f“ Diese Liste enthélt dabei fiir jede Ameise die Menge der noch nicht
besuchten Knoten in der aktuellen Iteration. Die Liste wird daher nach jedem Ubergang aktualisiert.

2. In jedem Knoten i, in dem sich die Ameise befindet, hat sie auch lokale Informationen zur Verfiigung,
wobei diese Informationen als jeweils reziproke Distanz 1/dj zu allen Nachbarknoten in einer Matrix
gespeichert sind.

3. Auf die Ameise wirken v.a. auch globale Informationen in Form von Pheromonen ein. Die Phero-
monkonzentration dndert sich dabei von Iteration zu Iteration und reprasentiert die bisher erworbenen
Erfahrungen der Ameisen.

Ubergangsregel fiir AS: Die Ubergangsregel beschreibt die Wahrscheinlichkeit pfj, mit der die k—te
Ameise in ihrer t—ten Tour von Knoten i zu Knoten j wechselt.
ko (i) [1i5]° .

Pij = S urrate ) (Quetten: [5, 28, 9))

Die Parameter o und 3 sind fiir das Verhéltnis zwischen Pheromonen (in 7 gespeichert) und lokalen
Informationen (in 7 gespeichert) zusténdig. Fiir o = 0 realisiert man den klassischen greedy Ansatz,
wobei lokale Informationen nicht verwendet werden, wéhrend 8 = 0 eine rasche Konvergenz zu
einem Pfad liefert, da hier sémtliche bisher gesammelten Informationen auf Grund der Pheromonspur

wegfallen. Der Ansatz o = 0 endet mit der Auswahl des am héufigsten benutzen Weges als Losung.
Die Nachbarschaftsliste N¥ steht im Falle des TSP fiir die Liste unbesuchter Stidte [3].

Weiters wird durch die Wahrscheinlichkeitsverteilung nicht automatisch der insgesamt, also lokal und
global, beste Knoten ausgewéahlt, sondern es kann auch passieren, dass ein relativ schlechter Knoten
ausgewahlt wird, wodurch neue Losungen erzeugt werden.

Ubergangsregel fiir ACS: Wihrend beim AS immer die Wahrscheinlichkeitsverteilung als Basis fiir
die Erstellung einer Rundreise herangezogen wird, wird stattdessen beim ACS zwischen 2 Moglichkeiten
gewahlt.

Die erste Moglichkeit (Fall 1) besteht darin, den Knoten zu wéhlen, der insgesamt, also lokal und
global, am meisten Nutzen bringt, wodurch jedoch die Entdeckung neuer Losungen verhindert wird,
sondern die Ausnutzung des vorhandenen Wissens forciert wird. Die zweite Moglichkeit (Fall 2) ist der
Auswahlwahrscheinlichkeit beim AS sehr &hnlich, da auch hier die Auswahl des néchsten Knotens j
proportional zum Nutzen der lokalen und globalen Information ist. Der Parameter ¢y steuert dadurch
die Diversifizierung bzw. die Intensivierung der Suche [3]. In welchem Verhéltnis die beiden Methoden
verwendet werden, kann mittels go im Intervall [0, 1] parametrisiert werden. Die Ubergangsregel in den
néichsten Knoten j besteht somit aus 2 Féllen:

(Quelle: [28])

j= arg mat,e sk {[Tzu(t)] : [niu]ﬁ} wenn q < qqo
v wenn q > qo

Legende: ¢ ist eine Zufallszahl, qp ist ein fixer Parameter im Intervall [0, 1]. Wahrend ¢ nach jedem
Ubergang neu bestimmt wird, wird gy am Anfang des Algorithmus festgelegt.

Hinter dem Ausdruck [7,,(t)] ist kein a— Wert im Exponent explizit angegeben, weil dieser tiberlicher-
weise auf 1 gesetzt wird .

. IniwlB
U bezeichnet einen Knoten, der mit der Wahrscheinlichkeit pfq, (t) -5 [Tzi((?]l E?;ﬁ%n,l]ﬁ (Quelle:
leJrh K2 (2

[28]) selektiert wird.

Diese Vorgangsweise, mit Wahrscheinlichkeit ¢y den maximalen Pheromonwert auszuwéhlen, wahrend
im anderen Fall auf Basis einer Wahrscheinlichkeitsverteilung selektiert wird, ist im Ant Colony System
auch als pseudorandom proportional rule bzw. pseudozufillige Proportionalitatsregel bekannt [9, 41].
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Pheromon Update Regel fiir AS: Jede Ameise k, die eine Tour nach einer bestimmten Zeit bzw.
im Rahmen einer Iteration t vollendet hat, verstirkt die von ihr benutzten Kanten (7,j) um eine
bestimmte Pheromonmenge ATig“ (t), wobei diese Menge von der Losungsqualitét abhéngt [28].

AT{;(t) = Q/L*(t) (Quelle: [28])

LF® entspricht der Lange der Tour und Q liegt moglichst nahe an der optimalen Tourlinge und
wird daher vorab heuristisch errechnet [28]. Um die Erforschung neuer Wege zu erleichtern und eine
Stagnation in der aktuellen Lésung zu verhindern, wird im Rahmen der Pheromon Update Regel auch
die Verdunstungsrate p verwendet. Diese Rate steht fiir den Anteil der Pheromone, die nach einer
Iteration in der Pheromonmatrix verdampft.

Die Verstarkung der benutzten Wege ergibt nach [3] 7(t) = 7 (¢)+Am;(¢) .
Die gesamte Pheromondifferenz ergibt sich nach [3, 28] zu Ar(t) = > 5L, ATig? (t),
wobei die Pheromondifferenz jeder Ameise & vom Knoten i zum Knoten j nach [3]

1/length (T*(t)), wenn (i,5) € T*(t)

betrégt.
0 sonst

Arig?(t) = {

TF représentiert dabei die von der k—ten Ameise konstruierte Tour.

Die Beriicksichtigung der Pheromon Verdampfung ergibt nach [28, 3] 7;;(t + 1) = (1 — p) - 13(t) , wobei
der Pheromonwert mit 79 > 0 initialisiert wird und 0 < p < 1 gesetzt wird.

Pheromon Update Regel fiir ACS: Im Gegensatz zu AS legt im ACS nur jene Ameise eine Phero-
monspur, welche die bisher beste Losung gefunden hat. Dadurch legt in jeder Iteration genau eine
Ameise eine Pheromonspur, wodurch die Ameisen v.a. in der Umgebung der besten gefundenen Losung
weitersuchen [28]. Die Pheromon Update Regel lautet: 7(t) «— (1 — p) - 73j(t) + p - Am;j(t), wobei (4, j)
zur besten Tour T gehort, p wiederum die Pheromonverdunstungsrate darstellt und Az (t) = 1/(L%)
,wobei Lt die Lénge der Tour T représentiert [28].

Zusétzlich zur globalen Pheromon Update Regel kommt auch eine lokale Update Regel zur Anwendung,
welche die Pheromonmenge beim Ubergang der Ameise vom Knoten i zum Knoten j um den folgenden
Betrag verringert:

7ii(t) < (1= p) - 74(t) + p - 70 (Quelle: [28])

Fiir den Parameter p (0 < p < 1) hat sich experimentell ein Wert von 0,1 als giinstig herausgestellt.
Fiir 79 wird prinzipiell derselbe Wert genommen, den man fiir die Initialisierung der Kanten mit
Pheromonen herangezogen hat [41].

Dadurch, dass die eben besuchte Kante einer Ameise fiir die nachfolgenden Ameisen pheromonbedingt
an Attraktivitdt verliert, steigt die Wahrscheinlichkeit, dass die nachfolgenden Ameisen einen anderen
Weg nehmen. Ohne diese Verfeinerung wiirden die nachfolgenden Ameisen oft nur lokal weitersuchen
und die Losung kénnte (zu) leicht in einem lokalen Optimum stagnieren [28].

AS und ACS Algorithmus Die Auflistung des AS und ACS Algorithmus verdeutlicht die Gemein-
samheiten und Unterschiede der beiden Vertreter der Klasse von Ameisenalgorithmen. Zunéchst wird
der AS Algorithmus beschrieben (Quelle: [28]).
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Algorithmus 3.10 Ant System Algorithmus
: /* Initialisierung */
: for each Kante (i, j)

Tij = T0;
end for
: LT = —1 // es gibt noch keine minimale Tourlénge
: /* Hauptschleife */
s for t =1 to tmax
Fiille die Liste JF fiir alle Ameisen k und alle Knoten i
mit dem jeweils néichsten Knoten j gemiB der Ubergangsregel
10:  /* Hauptschleife: Fiir jede Ameise eine Tour finden */

11:  fork=1tom
12: Knoten i =Anfangsknoten
13: T* besteht aus dem Anfangsknoten
14: while Knoten ¢ not = Endknoten
15: Wéhle den néchsteﬁn Knoten j mit der Wahrscheinlichkeit
i) (15 .
1 P = lel\f[i’“ et /1 9 €t
17: Aktualisiere die Liste J¥
18: Fiige den Knoten j zu T* hinzu
19: Knoten ¢ = Knoten j
20: end while
21:  end for
22:
23:  /* Tourenlénge berechnen und kiirzeste Tour bzw. deren Linge auf T und LT speichern */
24: fork=1tom
25: Berechne die Tourlinge L* der Tour T% der Ameise k
26: if L*< LT oder LT = —1 then
27: Aktualisiere T und LT
28: end If
29:  end for
30:
31:  /* Pheromonspur aktualisieren */
32:  for each Kante (i,7)
33: Berechne die neue Menge an Pheromonen laut der Pheromon Update Regel:
34: Tij %(1*p)'7'ij+A7‘ij,WObei
35: Ay = >0 ATig?
36: und A7} = Q/LF,
37 wenn die Kante (4,) in der Tour 7% enthalten ist, andernfalls ist AT{; = 0.

38: end for
39: end for
40: print die kiirzeste Tour T mit ihrer Linge L™

Das Kernelement des AS Algorithmus stellt die Hauptschleife (Zeile 11 - 21) dar, in der jede Ameise
mittels der Ubergangsregel ihre Rundreise zusammenstellt und in T* speichert. AnschlieBend werden
die Langen aller Touren berechnet (bzw. allgemeiner der Fitnesswert der erhaltenen Lésung) und im
Falle einer besseren Losung als der bisher besten die kiirzeste Route aktualisiert. Danach wird die
Pheromon Update Regel auf jede Kante angewandt und der Algorithmus wird neu gestartet [28].
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Algorithmus 3.11 Ant Colony System Algorithmus

1: /* Initialisierung */

2: for each Kante (i, )

3 Tij = 70

4: end For

5: LT =—1  // es gibt noch keine minimale Tourldnge

6: Fiille die Kandidatenlisten mit ¢/ Knoten fiir alle Knoten
7
8

: /* Hauptschleife */
9: for t =1 to tae

10: Fiille die Liste Jik fiir alle Ameisen k£ und alle Knoten i (mit dem jeweils nichsten Knoten j
gemifl der Ubergangsregel)
11:

12:  /* Fiir jede Ameise eine Tour T* finden */
13: fork=1tom

14: Knoten i= Anfangsknoten
15: T* besteht nur aus dem Anfangsknoten
16:
17: while (Knoten 7 ! = Endknoten
18: if wenigstens ein Knoten j in der Kandidatenliste von i enthalten ist,
19: der noch nicht besucht wurde then
20:
21: Errechne eine Zufallszahl ¢
22: Waéhle den néchsten Knoten j aus den Knoten der Kandidatenliste mittels der Formel:
93. = {arg MaL, e sk {[Tiu] : [niu]ﬂ} wenn q < qo
v wenn q > qo
24: wobei U € Jik und mittels der Wahrscheinlichkeit
25: Pk, = Zl[;i]('[%][iz] _ gewahlt wird.
26: else '
27: Waéhle den néchstgelegenen Knoten aus als Knoten j
28: end if
29: Berechne die neue Menge an Pheromonen laut der lokalen Pheromon-Update-Regel:
30: Tij<—(1—p)~7'ij+p'7'0
31: Aktualisiere die Liste JF
32: Aktualisiere die Kandidatenliste von Knoten i
33: Fiige den Knoten j in 7% hinzu
34: T* hinzu Knoten i = Knoten j
35: end while
36: end for
37:
38:  /* Tourlidnge berechnen und kiirzeste Tour bzw. deren Linge auf 7" und L™ speichern */
39: Fork=1tom
40: Berechne die Tourléinge L* der Tour T% der Ameise k
41: If LF < Lt oder LT = —1 then
42: Aktualisiere T+ und L+
43: End If
44:  End For
45:

46:  /* Pheromonspur updaten */
47:  For each Kante (i,j) € T"

48: Berechne die neue Menge an Pheromonen laut der Pheromon- Update-Regel:
49: Tj — (1 —p) -7+ p- Amy,

50: wobei ATij = 1/LJr

51: End For

52: End For

53: Print die kiirzeste Tour 7" mit ihrer Linge B9
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Vergleichend zum AS Algorithmus wird der ACS Algorithmus in Alg. 3.11 beschrieben (Quelle: [28]).
Bei ACS kénnen zusétzlich noch sogenannte Kandidatenlisten initialisiert werden, in der die jeweils cl
nichstgelegensten Knoten (nach einem heuristischen Kriterium) abgespeichert sind. Die Beniitzung
derartiger Listen eignet sich v.a. fiir komplexe Probleme und fiithrt dort zu besseren Rundreisen bzw.
rascherer Konvergenz zu guten Losungen [41, 28]. Dabei muss der Parameter ¢/ anfinglich festgelegt
werden und ist fiir jeden Knoten gleich grof. Bei der Verwendung von Kandidatenlisten werden also
fiir eine Ameise k fiir den Ubergang zum Knoten j nur die in der Kandidatenliste enthaltenen Knoten
beriicksichtigt. Sofern in dieser Liste nur mehr bereits besuchte Knoten existieren, wird der néchste
Knoten geméafl der geringsten Distanz zum Knoten ¢ ausgewéhlt.

Es wird in der Hauptschleife fiir jede Ameise k eine Rundreise konstruiert, wobei bei jedem Ubergang
die lokale Pheromon Update Regel zur Anwendung kommt. Nach der Erstellung aller Touren wird fiir
jede Tour ihre Lange berechnet und, sofern notwendig, die beste Tour aktualisiert. Die Kanten der
besten Tour werden abschlieBend mit Pheromonen (geméfl der Pheromon Update Regel) verstérkt,
bevor die Hauptschleife neu gestartet wird [28].

3.4.5.2 ACO Varianten

Zu ACO gibt es zahlreiche Varianten. Der elitdre Ameisenalgorithmus (EAS) basiert z.B. auf der Idee,
dass die Ameise mit dem bisher kiirzesten gefundenen Weg mehr Pheromone auftrigt. Die Skalierung
ist hierbei entscheidend um frithzeitige Stagnation zu vermeiden. I.d.R. werden dabei - wie bei einem
elitdren GA, der das beste Individuum immer in die ndchste Generation mitnimmt - schnell kiirzere
Wege gefunden bzw. weniger Iterationen benétigt [3]. Der Grundgedanke hinter dieser Idee besteht
darin, dass mehr Ameisen in der Néhe der bisher besten Losung(en) weitersuchen sollen.

Ant System mit elitist strategy: Im Rahmen der “elitist strategy” werden in jeder Iteration e elitist
ants zu den Ameisen hinzugefiigt, wodurch die beste Tour insgesamt zusitzlich um den Faktor e-Q/L™
verstirkt wird [28]. Die Pheromon Update Regel wird dabei um den Anteil der “elitist ants” erweitert:
Tij(t) — (1 — p) - 7 (t) + ATi5(t) + e - ATfj(t) ([28]), wobei

e- Atfi(t) = Q/LT, wenn Kante (i,7) € T%, sonst 0. Generell sollte (in Abhingigkeit von der
Gesamtanzahl an Ameisen) eine verhaltnisméfig geringe Anzahl an “elitist ants” gewéhlt werden, da
sonst die Losung ein (nicht optimales) frithzeitig lokales Optimum darstellt.

Elitist Ant System (EAS) und rank-based AS (AS,ank): Im Rahmen von EAS trégt die beste Ameise
mehr Pheromone auf, was prinzipiell kiirzere Touren begiinstigt und weniger Iterationen notwendig
macht.

Ahnlich wie EAS tragen beim rankingbasierten Ameisenalgorithmus Ameisen mit hoherem Rang
mehr Pheromone auf. Bei dieser Variante tragen die besten Ameisen (inklusive der Ameise mit
der besten Rundreise) zum Pheromon Update bei, durch die Skalierung kann der rankingbasierte
Ameisenalgorithmus insgesamt bessere Ergebnisse erzielen als das einseitig in der Nahe der besten
Ameise weitersuchende EAS Verfahren.

Max-Min Ant System (MMAS): Das Max-Min Ameisensystem (MMAS) beruht darauf, dass das
Pheromon Update nur von der besten Ameise durchgefiihrt wird, aulerdem existieren minimale und
maximale Schranken fiir die Pheromon Werte um vorzeitige Stagnation zu vermeiden [3]|. Die untere
Schranke sorgt dafiir, dass auch Kanten mit geringen Pheromonspuren nicht zur Génze vernachlissigt
werden (in Abhéngigkeit von der konkreten Wahl des Wertes fiir die Schranke), wiahrend die obere
Schranke sicherstellt, dass nicht iiberproportional viel Pheromon auf diese Kanten gelegt werden kann.

In diesem Zusammenhang wird auf eine Gemeinsamkeit zwischen MMAS und ACS hingewiesen.
Wiahrend beim MMAS explizite Schranken existieren, fallt bei ACS die untere Grenze niemals unter 7
, dariiber hinaus kann gezeigt werden, dass es eine obere Grenze fiir den Pheromongehalt gibt. Somit
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sind also eine obere bzw. eine untere Schranke im Rahmen der verfahrensbedingten Verinderungsregeln
gegeben [41].

Fir den Fall, dass Stagnation eintritt, kann “trail-smoothing” zur Anwendung kommen. Das Verfahren
beruht darauf, dass alle Kanten proportional um die (Pheromon-) Differenz zwischen 7,4, und
der aktuellen Pheromonmenge erhoht werden, was zu einer geringeren Verstarkung von stéarker mit
Pheromon belegten Wegen fiihrt. Als weiteres Unterscheidungsmerkmal eines Max-Min AS werden
anfinglich alle Kanten mit 7,4, initialisiert, wobei dieser Wert durch das Verdampfen der Pheromone
allméhlich verringert wird. Dadurch erhélt der Algorithmus anfinglich einen sehr explorativen Charakter.
Zusammenfassend ist MMAS eines der am erfolgreichsten angewandten ACO Verfahren [28, 3].

Hybrid Ant System (HAS): Der Grundgedanke bei HAS besteht darin, einen ACO mit einem lokalen
Suchalgorithmus zu kombinieren. Je nach Problem eignen sich verschiedenste lokale Suchalgorithmen,
auflerdem gibt es auch verschiedenste Moglichkeiten, diese in den ACO einzubauen. Die am héufigsten
verwendete Moglichkeit besteht darin, den lokalen Suchalgorithmus auf jede abgeschlossene Tour
anzuwenden [28]. Da dies im konkreten PFSP zu viel Performance kostet, wird eine lokale Suche, wie
beim HGA, fiir die besten m Ameisen am Ende einer durch den Ameisenalgorithmus optimierten
Kampagne angewendet.

In Bezug auf lokale Verbesserungsheuristiken werden v.a. 2- exchange Nachbarschaften bzw. k- exchange
Nacharschaften (2.5- Opt bzw. 3- Opt) verwendet [3].

Die ACO Metaheuristik wird im Gebiet kombinatorischer Optimierungsprobleme fiir TSP, Touren-
planungsprobleme und auch fiir Reihenfolgeprobleme verwendet, z.B. fiir ein PFSP mit mehrfacher
Zielsetzung. Siehe dazu auch die Dissertation von Christian Petri ([9]). Ameisenalgorithmen kénnen
fiir verschiedenste Routing, Assignment und Scheduling Probleme zum Einsatz kommen, sie eignen
sich v.a. fiir das QAP bzw. Bin Packing [3].

Im Rahmen dieser Masterarbeit sowie in Bezug auf das konkrete PFSP kommt ein hybrider ACS zur
Anwendung, wobei der Endbenutzer die diversen Parameter (Anzahl Ameisen, Anzahl Iterationen,
Anzahl elitist ants, Anzahl Ameisen fiir das Pheromon Update) einstellen kann. Der Endbenutzer
kann auch die Gewichtung der lokalen Informationen bzw. der Pheromone iiber o bzw. § einstellen,
auBlerdem kann er die Anzahl an Ameisen einstellen, fiir die ein globales Pheromon Update am Ende
jeder Iteration durchgefithrt werden soll. Im Rahmen diverser Testlaufe wird ein a Wert in der Hohe
von ca. 0.9, ein §— Wert von ca. 0.1 empfohlen. Die lokale Informationsmatrix wird fiir jede Ameise
vor jedem Ubergang aktualisiert. Es empfiehlt sich allgemein, die besten ca. 20 % der Ameisen das
Pheromon Update durchfiithren zu lassen.

3.4.6 Particle Swarm Optimization (PSO)

Die Partikelschwarmoptimierung ist eine von Kennedy und Eberhart im Jahre 1995 entwickelte
populationsbasierte stochastische Optimierung, welche durch das (Bewegungs-) Verhalten von in
Schwéirmen lebenden Tieren wie Vogeln bzw. Fischen inspiriert ist [1, 26]. Die Individuen orientieren
sich neben ihrem eigenen kognitiven Anteil, dargestellt durch ihr Gedéchtnis, auch an der Position
bzw. dem Verhalten des besten Individuums im Schwarm und adaptieren ihre eigene Position sowie
ihre Geschwindigkeit anhand dieser beiden Gesichtspunkte. Voraussetzung fiir die Anwendung von
PSO ist ein reelwertiger Suchraum, d.h.: SC R", die zu optimierende Funktion sei f : R™ — R ([26])

Im Rahmen dieser Vorgehensweise wird jedes Individuum im Schwarm als “Teilchen” definiert, welches
iiber einen Positionsvektor #; sowie {iber einen Geschwindigkeitsvektor v; verfiigt. Die Teilchenschwar-
moptimierung vereinigt damit Ansétze der bahnorientierten Suche und populationsbasierter Suche.
Jedes Teilchen verfiigt iiber sein eigenes Wissen pbest, z.B. die eigene beste Position, sowie iiber ein
soziales Wissen der Nachbarteilchen gbest , z.B. pbest des besten Nachbarn. Man kann pbest auch als
“lokales Geddichtnis” v.a. in Bezug auf den besten durch das Teilchen besuchten Ort im Suchraum
bezeichnen, wéhrend gbest das “globale Geddchtnis” in Bezug auf den besten besuchten Ort, den ein
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Individuum des Schwarms besucht hat, darstellt [26]. Das Geschwindigkeitsupdate ergibt sich wie folgt
(Quelle: [1]):

Ui(t+ 1) = o - U + ¢1 X rand x (pbest)(t) — xi(t)) + c2 X rand x (gbest(t) — z;(t)] (1)

Der sogenannte Tragheitsparameter « steuert das Verhéltnis zwischen lokaler und globaler Suche im
PSO, wéhrend c¢; den kognitiven und co den sozialen Anteil als Beschleunigungskonstanten darstellen,
welche die Geschwindigkeit des Partikels in Bezug auf pbest bzw. gbest modifizieren. Bessere Ergebnisse
erzielt man, wenn « linear abnimmt. Der Trigheitsterm besitzt eine gewisse Ahnlichkeit mit dem
Momentum-Term im Rahmen des Backpropagation Verfahrens, sodass fiir Werte mit av < 1 konvergentes
Verhalten bzw. fiir Werte mit o > 1 divergentes bzw. exploaratives Verhalten erreicht wird [32]. rand
bezeichnet eine Zufallszahl im Intervall [0,1], ¢; bzw. co wird i.d.R. auf 2 gesetzt.

Eine weitere Notation fiir das Geschwindigkeitsupdate lautet (Quellen: [26, 1]):
Gi(t+1) = a- 0j(t) + B - (&0 (1) = & (2) + By - (@D () —wit)  (2)

(1 und Py werden in jedem Schritt zufillig gewédhlt, wihrend « mit der Zeit abnimmt.

Das lokale Gediichtnis: /% (t) = &(argmaxt _, f(£;(u)) (3)
Das globale Gedichtnis: 2990 (t) = #3'*!(t), wobei j = argmazi2, f (/% (t)) (4)
Das Positions Update lautet: z;(t + 1) = z;(t) + 0;(t + 1) (5)

Der Pseudo Code eines PSO wird in Alg. 3.12 beschrieben (Quelle: [1]).

Algorithmus 3.12 Pseudo Code eines PSO
1: for each particle
initialize particle;
end
do
for each particle
calculate fitness value;
if the fitness value is better than the best fitness value
(pbest) in history set current value as the new pbest;
end
10:  choose the particle with the best fitness value of all the articles as the gbest;
11: for each particle

N

12: calculate particle velocity according to the velocity update (2);
13: update particle position according to the position update (5);
14:  end

15: while maximum iterations or minimum error criteria is not attained

Nach der Parameterinitialisierung (Zeile 2) wird innerhalb einer for Schleife fiir jedes Teilchen seine
Fitness berechnet (Zeile 6) und, sofern notwendig, pbest aktualisiert (Zeile 8). Nachdem alle Partikel
bewertet worden sind, wird gbest aktualisiert (Zeile 10). Schliefllich wird fiir jeden Partikel sein
Geschwindigkeitsvektor (Zeile 12) bzw. sein Positionsvektor (Zeile 13) im Rahmen einer weiteren for
Schleife aktualisiert. Beide for Schleifen werden solange fiir jeweils alle Partikel durchlaufen, bis die im
Rahmen der do-while Schleife konkret definierte Abbruchbedingung erreicht ist (Zeile 15).

In Bezug auf den Geschwindigkeitsvektor wird in jeder Dimension eine Limitierung mittels Viqx
vorgenommen [1]. Spezifische Erweiterungen v.a. in Bezug auf die NachbarschaftsgroBe beeinflussen die
Qualitat des PSO. Dazu werden auch spezielle sternen- oder pyramidenférmige Topologien eingesetzt
[32].

Vergleich PSO - GA - ACO: Ahnlichkeiten zwischen PSO, GA und ACO liegen im Bereich der
populationsbasierten Losungssuche. Wahrend beim GA Lésungen mehr oder weniger zufallsgesteuert
im Rahmen der Rekombination und Mutation verdndert werden, passiert dies beim PSO mittels
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der Adaption des Positions- und Geschwindigkeitsvektors. ACO verdndert hingegen nicht bestehende
Losungen, sondern jede Ameise konstruiert auf der Basis lokaler und globaler Informationen eigenstandig
eine Losung. Wihrend bei GA der Informationsaustausch auf der Basis der chromosomalen Struktur
der Individuen vorgenommen wird, gibt beim PSO das beste Individuum seine Informationen an
die anderen weiter. Kiinstliche Ameisen kommunizieren widerum indirekt auf Basis der abgelegten
Pheromonmenge jeder Ameise.

Wahrend kiinstliche Ameisen wie Partikelteilchen iiber ein eigenes “lokales Gedéchtnis” verfiigen und
eine neue Losung mit einer alten vergleichen kénnen, besitzen die Individuen im GA kein derartiges
lokales Gedéchtnis.

Die Gemeinsamkeiten all dieser Verfahren bestehen auflerdem darin, dass mehr oder weniger gute
Ergebnisse mittels einer zufallsgesteuerten Initialisierung, einer Fitnessbewertung fiir jedes Individuum
sowie einem abschliefenden Update der Population erreicht werden [1].

3.4.7 Simulated Annealing (SA)

Simulated Annealing ist auch als Monte Carlo Annealing, statistische Abkiihlung, probabilistisches
hill-climbing bzw. stochastische Relaxation bekannt. Die Analogien zwischen dem physikalischen System
und dem Optimierungsproblem sind in Tabelle 3.1 ersichtlich (Quelle: [23]).

Das Prinzip dieses Verfahrens beruht auf dem Annealing von Kristallen bzw. dem Abkiihlungsprozess
beim Glihen in der Werkstoffkunde. Diese Idee stammt aus der Metallurgie [3, 24]. Dabei wird
ein Gleichgewichtszustand einer Menge von Atomen bei einer gegebenen Temperatur ¢ simuliert
[15]. Die Grundidee basiert darauf, dass auch gefundene schlechtere Losungen mit einer bestimmten
Wahrscheinlichkeit akzeptiert werden. Ausgangspunkt ist ein Bewegungszustand, dem bei konstanter
Temperatur t eine bestimmte Energie E entspricht. Es wird der Zustand minimaler Energie gesucht.
Eine zufillig gewdhlte Losung wird einer zufélligen Auslenkung du unterworfen, wobei diese Auslenkung
der Energieinderung dF des Systems entspricht. Im Falle einer negativen Energieinderung wird der
Zustand sofort akzeptiert, im anderen Fall wird zunéchst die Wahrscheinlichkeit des Auftretens dieser
Energiednderung berechnet. Diese Berechnung beruht auf dem Boltzmann Gesetz, die Boltzmann
Konstante k spielt in der Optimierung keine Rolle und wird daher i.A. weggelassen, sie kann allerdings
auch durch eine problemspezifisch angepasste Konstante ersetzt werden [3, 15].

P(dE) = e~4E/(k1)

Diese Wahrscheinlichkeit wird nun mit einer Zufallszahl = verglichen und, sofern = < P(dFE), wird die
gefundene Losung als besser akzeptiert. Bei mehrmaliger Wiederholung entwickelt sich das System in
den nach dem Boltzmanngesetz wahrscheinlichsten Zustand.

Nach einer definierten Anzahl an Wiederholungen wird die Temperatur ¢ im Rahmen eines Abkiih-
lungsplans vermindert, wobei ¢t « a -t und 0 < a < 1. Falls im Zuge mehrerer Wiederholungen keine
Zustandsdnderung auftritt, ist das System eingeforen und es wurde zumindest ein lokales Minimum
gefunden. Das SA Verfahren ist in Alg. 3.13 beschrieben: (Quelle: [3])
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Algorithmus 3.13 Simulated Annealing Prozedur

1: begin

2: t «— 0

3: T« Tinit;

4:  x «— Ausgangsldsung;

o: repeat:

6: repeat:

7 wiahle ein 2’ € N(z) zufillig;

8: if 2’ ist besser als x then

9: x 1

10: else

11: if Z < e @) =f@I/T then

12: x—

13: t—1+1;

14: until Temperatur Upgrade- Kriterium erfiillt;
15: T—a-T,;

16:  until Abbruchkriterium erfiillt; // z.B. T < Tpin
17: end

Legende:

7 < e W@ —=f@UT Metropolis Kriterium

Z ot Zufallszahle [0, 1]
Ui Konstante, wobei 0 < o < 1

Der Abkiihlungsplan kann auf problemspezifisch geeigneten Schranken basieren und wird so gewéhlt,
dass ca. 3% der Ziige anfangs abgelehnt werden. Die Anzahl der Iterationen auf jedem Temperaturniveau
kann z.B. ein Vielfaches der Nachbarschaftsgréfie sein. Das Abbruchkriterium kann das Erreichen
einer bestimmten Temperatur darstellen bzw. wenn {iber mehrere Temperaturniveaus hinweg keine
Verbesserung erreicht wurde oder wenn eine bestimmte Anzahl an Iterationen erreicht wurde [3].

Die Funktionsweise des simulierten Ausglithens kann man anhand einer Suchlandschaft verdeutlichen.
Im Gegensatz zum Verhalten einer Kugel, welche zum néchsten Minimum rollt und dort bleibt, wird
dieser Kugel bei SA immer wieder ein Stof} versetzt, welcher stark genug ist, um die Kugel aus einem
lokalen Minimum zu stoflen, aber nicht ausreicht, um die Kugel aus einem globalen Minimum zu
mandvrieren, siehe auch Abb. 3.8 (Quelle: [21]) dazu.

’ Physical System ‘ Optimization Problem

state feasible solution
energy evaluation function
ground state optimal solution
rapid quenching local search
temperature control parameter T
careful annealing | simulated annealing

Tab. 3.2: Analogien zwischen dem physikalischen System und dem Optimierungsproblem

Unter bestimmten Bedingungen wird das globale Minimum mit Wahrscheinlichkeit 1 erreicht ([21]):
1. Das globale Minimum muss sich deutlich von den lokalen Minima unterscheiden.

2. Die zugefiihrte Energie muss geringer sein als zur Flucht aus dem globalen Minimum nétig aber
héher als nétig um aus den lokalen Minima zu fliehen.

3. Die Suche darf erst abgebrochen werden, wenn ein Minimum gefunden wurde, das nicht mehr
verlassen werden kann.
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Die folgende Abbildung verdeutlicht Bedingung 2 anhand einer typischen Suchlandschaft ([21, 42]):

Abb. 3.8: Suchlandschaft mit lokalen Minima und globalem Minimum

Fiir ein TSP kann eine Implementierung z.B. eine zuféllige Ausgangsrundreise mit einer 2- exchange
Nachbarschaft beinhalten. Bei einer geometrischen Abkiihlungsrate (o = 0.95)sowie n-n — 1 Iterationen
pro Temperatur und z.B. als Abbruchskriterium 5 Temperaturen ohne Verbesserung wéhlt, erreicht
man nur relativ schlechte Ergebnisse - verglichen mit fiihrenden Verfahren fiir das TSP. Verbesserun-
gen erreicht man durch eine gute Initialisierung bzw. eine auf vielversprechende Ziige beschrankte
Nachbarschaft.

Ingo Wegener zeigt, dass der SA Ansatz dem Metropolis Algorithmus fiir ein minimum spanning tree
Problem {iberlegen ist [22].

Andere Verbesserungen stellen nichtmonotone Abkiihlungspline (“reheating”) dar, sowie die Uberle-
gung zwischen dynamischen und statischen Abkiihlungspléanen sowie die Kombination mit anderen
Suchverfahren, z.B. lokaler Suche.

Zusammenfassend lésst sich sagen, dass SA ein sehr einfach zu implementierendes Verfahren darstellt
und fiir viele Probleme zu guten Ergebnissen fithrt, aber i.d.R. keine Spitzenergebnisse erzielt. Durch
einen langsamen Abkiihlungsprozess gepaart mit vielen Iterationen auf derselben Temperatur entsteht
dabei oft eine relativ lange Laufzeit [3].

Sintflutalgorithmus

Fin SA Derivat ist der Sintflutalgorithmus, welcher auch als Great Deluge Algorithmus bekannt ist
[24]. Die Idee basiert darauf, eine zuféllige Suche im Suchraum durch einen steigenden Wasserspiegel
kontinuierlich einzuschrénken. Eine schlechtere Losung wird hierbei nur dann akzeptiert, wenn die neue
Losung einen vorgegebenen Zielfunktionswert nicht unterschreitet (bzw. tiberschreitet bei Minimie-
rungsproblemen) Diese Zielfunktionswertschwelle entspricht einer Sintflut, die allmahlich ansteigt. Es
werden also nur Losungen “oberhalb des Wasserspiegels” angenommen. Dadurch kénnen v.a. anfangs
lokale Optima tiberwunden werden.

Im Vergleich zu SA wird die Akzeptanz Regel, welche im SA durch das Metropolis Kriterium dargestellt
ist, im Sintflutalgorithmus modifiziert: Bessere Losungen werden sofort akzeptiert, schlechtere Losungen
nur dann, wenn sie unter dem Sintflutwert liegen. Dieser Wert muss im Laufe der Iterationen angepasst
werden.

Threshold Accepting (TA)

TA wurde basierend auf SA 1990 eingefiihrt [24]. TA funktioniert wie SA mit dem Unterschied, dass
schlechtere Losungen bei TA immer dann akzeptiert werden, wenn die funktionsbezogen negative
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Differenz einen gewissen Schwellenwert T; (threshold) nicht tibersteigt. Entsprechend der Temperatu-
ranpassung im SA ist bei TA eine iterative Anpassung des Schwellwertes notwendig.

Wiéhrend TA und Sintflutalgorithmus bei Optimierungsproblemen hiufig in einem sogenannten
“Golfloch- Optimum” (=ein lokales Optimum, dessen Funktionswert stark von den benachbarten
Losungen abweicht (Quelle: [24])) steckenbleiben, besteht bei SA auf Grund der Wahrscheinlichkeits-
entscheidung die Méglichkeit, diese Losung wieder zu verlassen.

3.4.8 Tabu Search (TS)

Tabu Search basiert auf der Ausnutzung eines Gedéchtnisses des bisherigen Suchprozesses. Die Ziele
liegen in der effizienten Vermeidung lokaler Optima sowie in der Ausnutzung des vorhandenen Ge-
déchtnisses, welches den Losungsverlauf speichert [34]. Dieses Gedéchtnis iibernimmt die strategische
Leitung im Suchprozess. Wahrend das Kurzzeitgedéchtnis Schleifen vermeiden soll, wird im Rahmen des
mittelfristigen Gedéchtnisses die Suche intensiviert, das Langzeitgedachtnis soll die Suche diversifizieren.

In der jeweils aktuellen Nachbarschaft wird in jedem Schritt die beste benachbarte (auch schlechtere)
Losung akzeptiert. Dadurch entstehende Zyklen sollen durch das Verbot des wiederholten Besuchens
von Losungen vermieden werden, dieser Prozess soll durch das Gedéchtnis sichergestellt werden.

Ein einfacher TS Algorithmus verwendet z.B. nur ein Kurzzeitgedachtnis, durch welches die zuldssige
Nachbarschaft eingeschrankt wird. Besuchte Losungen werden dabei in einer Tabu Liste gespeichert.
Dieses Vorgehen ist speicherintensiv und mit einer zeitaufwendigen Uberpriifung verbunden. Die Wahl
der richtigen Tabu-Listenldnge ist im TS eine sehr wesentliche und kritische Einstellung, wihrend zu
kurze Tabu Listen zu Zyklen fithren, schrianken zu lange Tabu-Listen die Suche dementsprechend stark
ein [34, 3].

Verschiedene “Aspirationskriterien” machen die Ausfithrung eines tabuisierten Zuges dennoch méglich
indem sie den Tabustatus interessanter Losungen iiberschreiben, dadurch kann im Falle eines betroffenen
Attributs der Tabu Status dieses Attributs inaktiv gesetzt werden [3, 34]. Mégliche Aspirationskriterien
bestehen im Uberschreiben des Tabu Status interessanter (lokal sehr guter) Lésungen bzw. darin, dass
die verbotene Losung besser als die beste bisher gefundene Losung ist [35].

Der Pseudo Code eines TS ist in Alg. 3.14 (Quelle: [39]) beschrieben.

Algorithmus 3.14 Tabu Search

1: Zpest = ¢ =Ausgangslosung;

2: TL = {«z}; // Tabu Liste TL

3: wiederhole

4: X' =Teilmenge von N(z) unter Beriicksichtigung von TL;
5 x' =beste Losung von X';

6 fiige 2/ zu TL hinzu;

7:  losche Elemente aus TL welche &lter als ¢ty Iterationen;

8

9

x=a';
: falls z besser als xp.s; dann {
10: Thest = T3
11: }

12: bis Abbruchkriterium erfullt

In der Tabu Liste TL werden Informationen zu den bereits generierten Losungen gespeichert. Die
Nachbarschaft N(z) wird derart eingeschrankt (Zeile 4), sodass besuchte Losungen nicht unmittelbar
wieder ausgewahlt werden. Die Auswahl der konkreten Nachfolgel6sung erfolgt bei T'S generell deter-
ministisch, d.h. im Sinne der Strategie best improvement. Diese wird anschliefend immer als néchste
aktuelle Losung x akzeptiert, auch im Falle einer schlechteren Nachfolgelosung. Die insgesamt beste
ermittelte Losung wird mittels xpes; gespeichert und zuriickgegeben [39].
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Robust Tabu Search (RoTs)

Diese speziell fiir das QAP (siehe 3.2.2) entwickelte TS Strategie bestimmt die Tabu- Listenlénge ¢;
zuféllig aus dem Intervall [t in, timaz]. In definierten Absténden (z.B. alle 2 - ¢} 4, Iterationen) wird
t; neu bestimmt, wodurch das Problem der optimalen Tabu-Listenlinge umgangen wird [34]. Zusétzlich
kann eine Losung angenommen werden, wenn das Losungsattribut seit mindestens m (hoher Wert fiir
m) Iterationen nicht mehr gedndert worden ist, wodurch Diversifikation moglich ist.

Reactive Tabu Search (ReTs)

Die ReTs Strategie wurde fiir das QAP und Knapsack Problem entwickelt. Basierend auf einer
durchschnittlichen Zyklenlinge m wird diese Variable bei der Erkennung eines Zyklus um einen
konstanten Faktor erh6ht, wahrend es um denselben konstanten Faktor m erniedrigt wird, wenn die letzte
Erh6éhung mehr als m Iterationen zuriickliegt [34]. ReTs verfiigt tiber einen Diversifikationsmechanismus,
welcher ausgefiihrt wird, wenn die Anzahl der Losungen, die 6fter als vordefiniert wiederholt besucht
wurden, einen Grenzwert iiberschreitet [3, 34].

Statistisch betrachtet wird mit diesen beiden TS Strategien eine héhere Losungsgiite als mit SA erreicht.
Zusammenfassend lassen sich viele unterschiedliche Varianten und Strategien in Bezug auf Gedéchtnis,
Diversifizierung und Intensivierung implementieren. Weiters ist TS ein Verfahren, das in relativ kurzer
Zeit sehr gute Ergebnisse erreicht.

3.5 Vergleich von Metaheuristiken

I.d.R. wird die Laufzeitkomplexitéit anhand der erforderlichen Laufzeit des Verfahrens, die Speicher-
komplexitdt anhand des notigen Speicherbedarfs sowie die Losungsgiite verglichen. Weiters ist die
Robustheit des Verfahrens interessant [3]. Die Losungsgiite wird dabei durch die Abweichung der durch
die Metaheuristik erreichte Losung vom Optimum dargestellt [34]. (“percentage excess”) Konkret wird
die Losungsgiite ¢(z) folgendermaflen ermittelt:

g(z) = (e — 1) - 100% (Quelle: [34))

L Zopt

Ein ¢(z) Wert von 100% entspricht damit der doppelten Tourldnge im Vergleich zur optimalen Rundreise,
wéhrend ¢(z) = 0% die optimale Tourlénge darstellt. Dieser Wert kann nur ermittelt werden, wenn
die optimale Losung auch bekannt ist. Im konkreten Produktionsproblem ist die optimale Losung
einer Kampagne i.d.R. nicht bekannt, sodass die Losungsgiite der Algorithmen nur {iber den direkten
Vergleich der Losungen der Algorithmen selbst ermittelt werden kann.

3.6 Vorgehensweise im Rahmen simulationsgestiitzter Optimierung

3.6.1 Definitionen

Simulation: “Simulation ist das Nachbilden eines Systems mit seinen dynamischen Prozessen
in einem experimentierfihigem Modell, um zu Erkenntnissen zu gelangen, die auf die Wirk-
lichkeit iibertragbar sind. Im weiteren Sinne versteht man unter Simulation das Vorbereiten,
Durchfiithren und Auswerten gezielter Experimente mit einem Simulationsmodell.” (Quelle:
[36])

Modell: “Ein Modell ist eine vereinfachte Nachbildung eines geplanten oder real existierenden
Systems mit seinen Prozessen in einem anderen System. Es unterscheidet sich hinsicht-
lich der untersuchungsrelevanten Eigenschaften nur innerhalb eines vom Ziel abhédngigen
Toleranzrahmens vom Original.” (Quelle: [36])
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3.6.2 Ablauf und Durchfiihrung einer Simulationsstudie

Nach VDI 3633 ([36]) empfiehlt sich i.A. folgende Vorgehensweise:
1. Problemformulierung

2. Priifung der Simulationswiirdigkeit

3. Zielformulierung

4. Datenbeschaffung und -analyse

5. Modellierung

6. Durchfithrung von n Simulationslaufen

7. Ergebnisanalyse und -interpretation

8. Dokumentation

Die Problemformulierung erfolgt i.d.R. mit dem Auftraggeber, mit welchem gemeinsam die Anforde-
rungen an die Simulation definiert werden. Das Ergebnis stellt das Pflichtenheft dar [36].

Zur Einschitzung der Simulationswiirdigkeit wird neben der (wiederholten) Verwendung des Simulations-
modells die Komplexitéat, die zu beriicksichtigenden Einfllisse, das Fehlen analytischer mathematischer
Modelle sowie die Datenunsicherheit (auch beziiglich der Informationen seitens des Auftraggebers)
betrachtet.

Héufig zu optimierende Zielgrofien stellen im Rahmen der Simulation von Fertigungssystemen Durchlauf-
zeitminimierung, Auslastungsmaximierung, Bestandsminimierung sowie die Erhéhung der Termintreue
dar.

Im Rahmen der Datenbeschaffung muss auf die Besonderheiten des spezifischen Problems Riicksicht
genommen werden. Die Daten lassen sich allgemein in Systemlastdaten, Organisationsdaten sowie
technische Daten gliedern.

Die Modellierungsphase beschaftigt sich mit der Erstellung des Simulationsmodells. Dabei wird i.d.R.
zuerst ein gedankliches Modell in ein symbolisches Modell umgewandelt, welches anschliefend in
ein Softwaremodell umgesetzt wird. Die erste Modellierungsstufe besteht v.a. aus der Analyse und
Abstraktion. Im Rahmen der Systemanalyse wird die Komplexitéit des Gesamtsystems in seine Einzelteile
aufgegliedert. Abstraktion reduziert die systemspezifischen Systemkennzeichen, sodass ein auf die
wesentlichen Systemelemente beschranktes Abbild des Originalsystems entsteht. Im Rahmen der
Systemreduktion wird auf nichtrelevante Einzelheiten verzichtet, wihrend die Idealisierung auf die
Vereinfachung unverzichtbarer Einzelheiten abzielt [36]. Die zweite Modellierungsstufe enthélt den
Aufbau und Test sowie die Dokumentation des Simulationsmodells. Fiir die Dokumentation empfiehlt
es sich generell, die Dokumentation wihrend der Programmierung des Quellcodes zu erstellen.

Im Rahmen eines Versuchsplans sind anschliefend Experimente durchzufithren und die Ergebnisse
festzuhalten, welche sich auf spezifische Ausgangsdaten(-sitze) sowie Optimierungsparameter beziehen.

Die Ergebnisanalyse soll nach der richtigen Interpretation der Simulationsergebnisse Mafinahmen
ableiten, die das modellierte System positiv verdndern werden.

In der letzten Phase sollte ein Projektbericht erstellt werden, der Aufschluss iiber den zeitlichen
Uberblick sowie Verlauf der Simulationsstudie gibt.

3.6.3 Simulationsgestiitze Optimierung

Im Rahmen simulationsgestiitzter Optimierung kann das Simulationsmodell als System verstanden
werden, auf das eingangsseitig bestimmte Einflussgrofien wirken und welches ausgangsseitig mit den zu
optimierenden Zielwerten reagiert. Falls die manuelle (try and error basierende) Parametrisierung der
Eingangsgrofien durch einen geeigneten Suchalgorithmus ersetzt wird, erhélt man als Ergebnis einen
geschlossenen, eigenstindig handelnden Optimierungszyklus, siehe auch Abb. 3.5 (Quelle: [37]).
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Abb. 3.9: Prinzip simulationsgestiitzter Optimierung
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Kapitel 4

Genetische Algorithmen

4.1 Charakteristika von genetischen Algorithmen

Die Idee der genetischen Algorithmen (GA) wurde 1975 von Holland in seinem Buch vorgestellt und
seither stetig weiterentwickelt, u.a. von Goldberg [5] und Michalewicz [4]. Die heuristische Idee hinter
GA basiert auf dem natiirlichen aus der Biologie stammenden “survival of the fittest” (Zitat: Charles
Darwin, Darwin “sche Evolutionstheorie) Prinzip.

Nach den Prinzipien der Natur werden dabei die unterschiedlichsten Losungen anhand ihrer sogenannten
“Fitness” bewertet. Diese Bewertungsfunktion représentiert dabei die Charakteristika des speziellen
Problems. Im Rahmen der Selektion werden die Individuen, die sich paaren sollen, ausgewéahlt und
anschliefend gekreuzt. Wie bei der natiirlichen Vererbung werden dabei die Eigenschaften der aktuellen
Losungen (Eltern) an ihre Nachkommen (Kinder) weitergegeben.

Genetische Algorithmen unterscheiden sich grundlegend von anderen Heuristiken in Bezug auf ihre
Konzeption, weil sie nicht - wie lokale Suchverfahren - einzelne Punkte im Suchraum durchforsten,
sondern auf Grund ihrer Population, bestehend aus einzelnen Losungen, eine multidirektionale Suche
durchfithren[18].

Genetische Algorithmen sind fiir die unterschiedlichsten kombinatorischen Optimierungsprobleme
geeignet (TSP, Scheduling, Reihenfolgeplanung,...) und unterscheiden sich von anderen Optimierungs-
algorithmen durch folgende Kriterien[1],[10]:

Vorteile genetischer Algorithmen:

1. Gute Eignung fiir Probleme mit grolen Suchraumen, iiber die wenig (besondere) Informationen
bekannt sind.

Kaum Einschrankungen in Bezug auf die zu optimierende Funktion (Stetigkeit, Ableitbarkeit,...).
Leichte Anwendbarkeit fiir verschiedenste Probleme nach nur geringen Modifikationen.
Komplexe Fitnesslandschaft, die einen grofien Losungsraum abdecken kann.

Storfunktionen kénnen relativ gut beriicksichtigt werden.

AN ol

Durch ihre globale Sichtweise kann relativ oft das globale Optimum gefunden werden und nicht
(nur) das néchste lokale Optimum.

7. Der populationsbasierende Charakter des GA verleiht der Metaheuristik eine bessere Resistenz
gegeniiber lokalen Minima.

Nachteile genetischer Algorithmen:

1. Manchmal ist es schwierig, eine moglichst problem-getreue Fitness Funktion zu identifizieren und
realisieren.

2. Hohe Anzahl an Fitness Bewertungen notwendig.
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3. Frithzeitige Konvergenz zu einem lokalen Minimum moglich.
4. Die Wahl der richtigen Parametrisierung.

5. Keine natiirliche Abbruchbedingung vorhanden.

4.1.1 Kodierung und Aufbau

Die 2 Schliisselelemente in einem genetischen Algorithmus représentieren seine Population P(t), welche
eine definierte Anzahl an Individuen enthélt. Jedes Individuum stellt dabei eine giiltige Losung dar.
Dabei unterscheidete man die kodierte Form eines Individuums, das sogenannte “Chromosom” oder
den “Genotyp”, und die dekodierte Form, den “Phdnotyp” [3],[1]. Ein Chromosom besteht wiederum
aus “Genen”, welche konkrete Werte, sogenannte “Allele”, bezeichnen [15]. Die Chromosomenlénge
ist i.A. fiir alle Individuen gleich. Bei einer Auftragsreihenfolge eines PFSP stellen beispielsweise die
Auftragsnummern die Gene dar.

Algorithmus 4.1 zeigt den grundsétzlichen Aufbau eines GA [3, 10]. Nach der Generierung einer
Ausgangspopulation wird diese bewertet. Solange die Abbruchbedingung nicht eintritt, wird iterativ eine
neue Population mittels Selektion geziichtet und den Crossover (Kreuzung) und Mutations Operatoren
unterzogen. Die neue Population wird danach bewertet und der ganze Zyklus wiederholt sich von
vorne. Die Abbruchbedingung tritt i.d.R. nach einer bestimmten Anzahl an Generationen, nach
einer bestimmten definierten Laufzeit oder dann ein, wenn sich innerhalb einer definierten Anzahl
an Generationen nichts mehr an der besten Fitness dndert. Weitere mogliche Abbruchbedingungen
beziehen sich auf die Konvergenz in Bezug das beste/schlechteste Individuum einer Population bzw.
die aufsummierte Fitness oder die Median Fitness [1].

Algorithmus 4.1 Standard Genetischer Algorithmus (SGA)

1:t < 0;

2: initialize (P(t));

3: evaluate (P(t));

4: while (not termination-condition) do

t«—t+1; //increase iteration

Qs(t) « select(P(t—1));  // select individuums from the population of the last iteration
Q:(t) < recombine(Qs(t)); // the selected individuums get recombined with a specific probability
P(t) < mutate(Q.(t)); // the (recombined) individuums get mutated with a specific probability
evaluate(P(t));  //evaluate the altered population

10: end while

4.1.2 Holland s Schema Theorem und die Building Block Hypothese

Ein Schema ist eine Art Muster, welches eine Teilmenge aller Individuen mit gleichen Werten an
bestimmten Positionen definiert [3]. Die Ordnung o(H) eines Schemas H wird durch die Anzahl der
fixen Gene im Chromosom bestimmt. Die definierende Léange 6(H) beschreibt den Abstand zwischen
dem ersten und letzten festgelegten Zeichen eines Schemas H. Nach einigen weiteren Uberlegungen
beziiglich der durchschnittlichen Fitness eines Schemas und deren Vermehrungsraten bei Kreuzung und
Mutation gelangt man zum fundamentalen Schema Theorem der genetischen Algorithmen. Fiir die
genaue Herleitung vergleiche man [15] bzw. [3] bzw. [4]. Das Schema Theorem besagt, dass sich
Schemata mit hoher Fitness, kleiner definierender Linge und niedriger Ordnung in der
Population mit exponentieller Geschwindigkeit vermehren. Diese Schemata werden auch
building blocks genannt. Ein genetischer Algorithmus fithrt durch das Zusammenfiigen
derartiger Schemata eine effiziente Suche nach dem Optimum durch [3, 15, 4].

Neben der Kodierung des Problems spielt daher die Anordnung der Gene im Chromosom eine besondere

Rolle.
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4.2 Initialisierung

Abgesehen von einer rein zufalligen Initialisierung besteht generell die Moglichkeit eine Ausgangspopu-
lation durch eine Heuristik zu erzeugen oder man erhélt bereits eine Ausgangspopulation aus einem
Testdatensatz. Da dies im konkreten Produktionsproblem der Fall ist, besteht die Ausgangspopulation
aus mutierten Individuen aus der Ausgangssequenz. Prinzipiell muss auf die Giiltigkeit der Ausgangslo-
sung geachtet werden. Auflerdem sollte auch bei der Initialisierung fiir eine moéglichst grofle Vielfalt
unterschiedlichster Losungen gesorgt sein [3].

Generell empfiehlt es sich, eines bzw. mehrere relativ fitte Individuen anhand einer geeigneten Heuristik
zu erzeugen [13].

4.3 Primdre Operatoren

4.3.1 Selektion

Im Rahmen der Selektion gelangen neue und mit grofler Wahrscheinlichkeit bessere Individuen, welche
als Elternteile fiir die anschliefende Kreuzung fungieren, entsprechend der “natiirlichen Auslese” in den
sogenannten “Paarungspool”. Die im Paarungspool befindlichen Individuen werden fiir die anschlielende
Rekombination bzw. Mutation zur Erstellung der neuen Population verwendet. Die Selektion treibt
damit im GA die Gesamtpopulation in die Richtung besserer Lésungen bzw. der optimalen Lésung [3].

4.3.1.1 Selektionsdruck

Im Rahmen der Selektion ist es wichtig, den Selektionsdruck richtig einzustellen. Der Selektionsdruck
definiert in welchem Ausmafl bessere (= fittere) Losungen in den Paarungspool kommen im Gegensatz
zu schlechteren Individuen. Wahrend man in den Anfangsstadien eine moglichst vielfaltige Population
haben mochte, die nicht frithzeitig konvergiert, méchte man am Ende des GA doch eine moglichst
optimale Losung finden [3].

Den Selektionsdruck kann man z.B. durch das Verhaltnis der Fitness des besten Individuums zur
durchschnittlichen Fitness der Individuen in der Population bestimmen, d.h.: S = fiax/ fav

Wenn der Selektionsdruck zu niedrig eingestellt ist, wird das Streben nach einer guten Losung gering
sein und der GA schleppt lange Zeit schlechte Individuen von einer Population in die néchste mit,
wahrend sich gute Individuen kaum vermehren, und das Verfahren degeneriert zur Zufallssuche [10, 1, 3].

Bei einem zu hoch eingestellten Selektionsdruck vermehren sich gute Individuen sehr rasch, wahrend
die Individuenvielfalt im selben Ausmafl abnimmt. Der GA lauft Gefahr, frithzeitig gegen ein lokales
Minimum zu konvergieren. Im Rahmen der Selektion werden folgende Mechanismen unterschieden,
welche sich in der Selektionswahrscheinlichkeit der einzelnen Individuen unterscheiden.

4.3.1.2 Fitnessproportionale Selektion (roulette wheel selection)

Im Rahmen dieser traditionellen Methode werden die Individuen fir den Paarungspool proportional
geméf ihrere Fitness f (S;) zuféllig ausgewéhlt, sieche auch Abb. 4.1 (Quelle: [3]) dazu.

ps(Si>:f(Si)%
j=1

52



4 Genetische Algorithmen

Abb. 4.1: Fitness proportionale Selektion

ps(S;) ist dabei die Wahrscheinlichkeit mit der ein Individuum S; bei der Selektion ausgewahlt wird,
n ist die Populationsgrofie. Dieses Verfahren ist auch unter dem Namen “Roulette- Wheel Selektion”
bekannt. Es gilt: 3;_; ps(S;) = 1. Die Kugel steht fiir eine zuféllige Zahl im Intervall [0,1] Es ist
auflerdem zu beachten, dass die Population nicht nach ihrer Fitness geordnet ist. Individuen mit
einem hohen Anteil an der Gesamtfitness werden dementsprechend oft ausgewahlt, wihrend weniger
fitte Individuen mit sehr geringer Wahrscheinlichkeit in den Paarungspool kommen. Wenn sich die
Gesamtfitness aus wenigen Individuen mit hoher Fitness zusammensetzt und viele andere Individuen
im Vergleich zu diesen “Superindividuen” eine relativ geringe Fitness aufweisen, ist dieses Verfahren
nicht fiir die Selektion geeignet.

Es besteht auflerdem auch die Moglichkeit sogenannte Skalierungsfunktionen einzusetzen. Man unter-
scheidet dabei zwischen direkter, linearer und geometrischer Skalierung [10].

Bei direkter Skalierung (f(.S;) = ¢(Si)) wird keine Trennung zwischen der Bewertungsfunktion g(.S;)
sowie der Fitnessfunktion f(S;) durchgefithrt. Lineare Skalierung (f(S; = a - g(S;) + b) [3, 4]) steuert
mit den beiden Konstanten a,b das Verhéltnis zwischen maximaler und durchschnittlicher Fitness. Fiir
ein ¢ > lwird die Fitness hoherbewerteter Individuen weiter angehoben, wéihrend sie fiir ein a < 1
herabgesetzt wird.

Bei geometrischer Skalierung (f(S; = ¢(Si)P) werden die Fitnesswerte in Abhéngigkeit von p skaliert.

Wihrend Holland vorschlug, ein Individuum fitnessproportional auszuwéhlen und ein zweites Individu-
um, welches fiir den crossover bendtigt wird, zufillig auszuwéhlen, schlug Schaffer vor, beide Individuen
fitnessproportional auszuwéhlen. Trotz des relativ geringen Selektionsdrucks der ersten Variante sind
die Ergebnisse qualitativ relativ dhnlich [8].

4.3.1.3 Rangbasierte Selektion (rank selection)

Bei diesem Ansatz werden die Individuen gemé&f} ihrer Fitness so angeordnet, dass das beste Individuum
Fitness N hat, wiahrend das schlechteste Individuum Fitness 1 hat [1]. Damit wird das Problem der
einseitigen Fitnessverteilung, dass z.B. auf ein Individuum 90% der Gesamtfitness entfallen und die
restlichen Individuen sich die verbleibenden 10% teilen, eingeschrankt, sodass diese Individuen eine
héhere Chance haben, auch in den Paarungspool zu kommen.

Man unterscheidet generell zwischen der linearen rankingbasierten Selektion und einer nichtlinearen
rankingbasierten Selektion.

Lineares Ranking

Bei linearem Ranking erhélt das Individuum mit der besten Fitness einen s Skalierungsfaktor zwischen
1 und 2, z.B. 2. Das Individuum mit der schlechtesten Fitness erhélt einen Wert von 2 — s [8]. Die
dazwischenliegenden Fitnesswerte werden mittels Interpolation errechnet, wobei der Skalierungsfaktor
nach [8] fur jedes Individuum
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fli)=s— % betragt.

Fir s = 2 wird die Fitness des besten Individuums mit 2 multipliziert, wiahrend das schlechteste
Individuum (s = 0) nicht ausgewéhlt wird. Prinzipiell kann man den Wert s auch héher als 2 einstellen,
um einen hoéheren Selektionsdruck zu gewéhrleisten, allerdings erhédlt man in diesem Fall fiir die
schlechtesten Individuen negative s Werte. Diese kann man auf 0 setzen, dabei miisste man jedoch
auch die iibrigen Fitnesswerte neu skalieren. Daher ist es einfacher, sofern ein héherer Selektionsdruck
gewiinscht ist, diesen iiber nichlineares Ranking zu erreichen [8].

Exponentielles Ranking

Das Individuum mit der besten Fitness erhiilt den Wert 1 (entspricht s°) , das Individuum mit der
zweitbesten Fitness den Wert s (entspricht s') | welcher z.B. 0.99 betrigt. Das Individuum mit der
drittbesten Fitness erhiilt den Wert s usw. Das Individuum mit der schlechtesten Fitness erhilt den
Wert s(N=1[g].

Der Selektionsdruck ist proportional zu 1—s. Das bedeutet, dass s = 0.994 rein mathematisch betrachtet
eine doppelt so schnelle Konvergenz zu einer guten Losung ergibt wie s = 0.998.

4.3.1.4 Tournament Selektion

Basierend auf der rangbasierten Selektion stellt die Tournament Selektion eine effiziente und relativ
schnell zu implementierende Selektionsmethode dar. Hierbei werden k Individuen zufillig aus der
Population ausgewdhlt, anhand deren bereits bewerteten Fitness verglichen, und anschliefend wird das
bestbewertete Individuum unter den %k Individuen ausgewéhlt. Dieses Individuum gelangt somit in den
Paarungspool. Der Parameter k dient zum Einstellen des Selektionsdrucks. Bei steigendem k steigt
auch der Selektionsdruck.

Mittels Tournament Selektion (k = 2) kann auch lineares Ranking mit s < 2 emuliert werden. Eine
Wabhrscheinlichkeit von 0.8, dass das bessere Individuum im Rahmen der Tournament selektiert wird,
entspricht dabei einem Wert fiir s = 2 - 0.8 = 1.6. Dieser Wert entspricht dann dem Skalierungsfaktor
im linearen Ranking [8]. Goldberg und Deb zeigen, dass das erwartete Resultat einer Tournament mit
n = 2 exakt dasselbe Resultat darstellt wie lineares Ranking mit einem Wert fiir s = 2.

Der Vergleich einer Tournament Selektion (k = 4) mit exponentiellem Ranking (s = 0.96) ergibt, dass
das beste Individuum unter 100 Individuen jeweils ca. 4 Mal selektiert wird. Der Unterschied besteht
v.a. darin, dass beim exponentiellem Ranking etwas weniger durchschnittliche Individuen selektiert
werden zu Gunsten der schlechter bewerteten Individuen, welche etwas hédufiger selektiert werden als bei
Tournament Selektion [8]. Als weitere Konsequenz lisst sich dadurch feststellen, dass die Tournament
Selektion in dieser Konfiguration (k = 4) etwas mehr Selektionsdruck verursacht als die verglichene
Konfiguration des exponentiellen Rankings.

Die Vorteile der Tournament Selektion liegen dort, wo ein einzelnes Individuum unabhéngig von
anderen nicht bzw. kaum bewertet werden kann. Tournament Selektion bietet sich auch dort an, wo die
Fitness relativ, also in Bezug auf andere Individuen, relativ gering abweicht. Daher wird Tournament
Selektion im Rahmen der Implementierung eines hybriden genetischen Algorithmus in dieser Arbeit
verwendet.

Fir die Selektionswahrscheinlichkeit eines einzelnen Individuums ¢ gilt bei einem beliebigen Wert fiir
den Parameter k nach [3]: ps(i) = (1 — (1 — 1)) . (1 — L)k-1

n n

Der (Laufzeit-) Aufwand fiir die Tournament Selektion betragt O(k), fir k = 2 z.B. O(2) und ist damit
konstant.
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4.3.1.5 Weighted Tournament Selektion

Um den Selektionsdruck feiner einzustellen, nimmt man von den k ausgewédhlten Individuen nicht
automatisch das beste, anstelle dessen wird das beste mit einer Wahrscheinlichkeit p; selektiert, das
zweitbeste mit einer Wahrscheinlichkeit ps usw., wobei py < p1[3].

Dabei gilt: SF  py =1

4.3.1.6 Boltzmann Selektion

Die Boltzmann Selektion greift auf das Prinzip von Simulated Annealing (3.2.5) zuriick. Dabei steuert
die sich kontinuierlich verdndernde Temperatur den Selektionsdruck im GA [1]. Die Temperatur hat
anfangs einen hohen Wert, wodurch ein geringer Selektionsdruck und eine grofle Variation sichergestellt
ist. Die Temperatur wird anschliefend schrittweise verringert, wobei sich der Selektionsdruck erhoht.
Ausgehend vom aktuell fittesten Individuum wird jedes bessere in jedem Fall selektiert, wahrend
schlechter bewertete Individuen mit der Boltzmann Wahrscheinlichkeit selektiert werden.

Diese betragt p = exp[(fmin — [(Xi))/T]

Dabei sind T = Tp - (1 — a)* und k = (1 + 100 - g/G), wobei g die aktuelle Generation darstellt und
G die Gesamtanzahl an Generationen reprasentiert. Der konkrete Wert im Exponent ist immer im
negativen Wertebereich. Die Abkiihlungsrate « ist prinzipiell zwischen [0,1] wahlbar. T} ist generell
zwischen [5,100] wahlbar. Typische Werte sind z.B. o = 0.95 und 7, =10 bzw. 15.

4.3.1.7 Elitare Selektionsmethode

Waéhrend die Elitismus Option auch in anderen Selektionsvarianten vorkommen kann in der Form,
dass sichergestellt wird, dass das beste Individuum in jedem Fall mit in die néchste Generation
genommen wird, versteht man unter elitdrer Selektion, dass ausschliellich die besten Individuen
selektiert werden. Diese Variante bedeutet FEinschriankung an Individuenvielfalt und empfiehlt sich
daher v.a. im Endstadium des GA.

Im Rahmen der von Amous, Loukil, Elaoud und Dhaenens vorgestellten elitdren Selektionsmethode
werden die n besten (verschiedenen) Individuen aus der Population ausgewéhlt, welche jeweils mehrfach
in den Paarungspool gelangen um sich dort im Rahmen der Rekombination bzw. Mutation zu vermehren
[18]. Aus der Gesamtpopulation bestehend aus N Individuen vermehren sich n Individuen, n = E(v/N),
wobei E als ganzzahliger Vermehrungsfaktor den durch den Wurzelausdruck erhaltenen Wert abrundet.

Um die Populationsgrofie exakt unveréndert grof3 bleiben zu lassen, konnen die restlichen fiir die
Selektion verbleibenden Individuen n’ zuféllig oder anhand einer anderen Selektionsmethode gewihlt
werden. Der Grund dafiir ist, dass F den grofiten ganzzahligen Faktor-Wert représentiert, welcher aber
i.d.R. nicht ganzzahlig ist. Die verbleibende Differenz entspricht aufsummiert der Anzahl an Individuen,
die zufillig oder anders selektiert werden. Dabei entspricht ' = N — C - n? ([18]).

4.3.1.8 Zusammenfassung und Reflexion der Selektionsstrategien

Auf Grund der Vorstellung der Selektionsmethoden ist ersichtlich, dass es relativ wenige signifikante
Unterschiede zwischen den verschiedensten Selektionsmethoden gibt. Die Entscheidungen fiir bzw.
gegen einen bestimmten Selektionsoperator sollten daher folgende Punkte beinhalten:

1. Eine Entscheidung fiir rangbasierte Selektionsmethoden (Rankingbasierte Selektion, Tournament
Selektion) beinhaltet eine bessere, weil gezielter mogliche, Steuerung des Selektionsdrucks, wobei
dabei die Verkniipfung zum konkreten dahinterstehenden Fitnesswert sowie zum Reproduktions-
erfolg im Vergleich mit direkten Fitness Selektionsmafinahmen (Fitnessproportionale Selektion,...)
verloren geht.
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2. Von zentraler Bedeutung im Rahmen der Selektion ist die Steuerung des Selektionsdrucks.
Den Selektionsdruck kann man im Rahmen der jeweiligen Selektionsmethode parameterbedingt
erhohen bzw. senken (groBere Tournament im Rahmen der Tournament Selektion, exponentielles
Ranking: Selektionsdruck ~1 — s ,...). Andererseits kann man auch unabhéngig von der jeweiligen
Methode den Ersetzungsmechanismus prinzipiell verandern bzw. abéndern, siche dazu auch
Abschnitt 4.5.

3. Weiters steht man vor der Entscheidung, ob man eine absichtliche Nichtlinearitat zwischen Fitness
und zugehorigem Nachkommen wiinscht oder dies ablehnt. Im ersten Fall bedient man sich eher
einer Variante der Tournament Selektion. Exponentielles Ranking selektiert neben vielen sehr
gut bewerteten Individuen auch noch relativ viele schlecht bewertete Individuen, dafiir weniger
durchschnittliche Individuen [8]. Es kann auch zielfithrend sein, die Selektionsmethode wahrend
des Algorithmus tiberhaupt zu d&ndern, abgesehen von einer iterativ angepassten verfeinerten
Parametrisierung der jeweiligen Methode.

4. Es empfiehlt sich generell, eine Variante von Elitismus (siehe Unterabschnitt 4.7.3) im Rahmen der
jeweiligen Selektionsmethode zu implementieren, weil dadurch oft ein verbessertes Suchverhalten
gewéhrleistet wird [8].

5. Im Rahmen der Selektion hat man sich grundsétzlich auch fiir einen generationéiren Ansatz oder
einen inkrementellen Ansatz zu entscheiden, ndhere Erklarungen dazu folgen in Abschnitt 4.5.

4.3.2 Crossover (Recombination)

Crossover (dt.: Kreuzung) ist der Prozess, bei dem 2 Individuen, die Elternteile, gekreuzt werden
um ein neues Individuum (—“Nachkommen”, “offspring” ) zu erzeugen. Ein offspring soll dabei
v.a. aus Attributen aufgebaut werden, die auch in der Elterngeneration vorhanden sind.(Prinzip der
Genvererbung) Allgemein werden 2 Individuen zufillig als Elternteile zum Kreuzen ausgewéahlt. Danach
wird ein bestimmter crossover Operator angewandt, der neben der Anzahl und Art der Kreuzungsstellen
die Anzahl der Gene (Bereich) definiert, die getauscht werden sollen.

Die Rekombination wird i.A. fiir alle selektierten Individuen oder einen sehr grofien Teil der im
Paarungspool befindlichen Individuen der Population durchgefiihrt.

4.3.2.1 1-,2-,N-Point Crossover

Beim sogenannten “single point crossover” wird eine Kreuzungsstelle zuféllig ausgewéhlt und danach
das Genmaterial eines Elternteils bis zu dieser Stelle genommen, wiahrend der 2. Teil des Genmaterials
nach der Kreuzungsstelle aus dem anderen Elternteil entnommen wird, sieche auch Abb. 4.2. (Quelle:

31)

o[ o] oololofolo]  [ala[afi[a]1]1]1]
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1-point crossover

Abb. 4.2: 1 Point Crossover

Beim 2 point crossover geht man analog vor, es ist generell zu beriicksichtigen, dass man 2 Kreuzungs-
punkte pro Individuum definiert und jedes Individuum in 3 Teile teilt. Dabei stammt der 1. und 3. Teil
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des ersten offsprings vom 1. Elternteil, wahrend der 2. Teil vom 2. Elternteil stammt. Analoges gilt fir
offspring 2.

Generell beintrachtigen mehrere Kreuzungsstellen beim 2 point bzw. N-point crossover die Performance
des GA insofern, als bei mehreren Kreuzungsstellen die building blocks eher zerstért werden und die
Schemata weniger gut erhalten bleiben als bei einem 1-point crossover. Der Suchraum kann dafir
griindlicher durchsucht werden bzw. werden die Schemata besser gemischt. 2 Kreuzungsstellen vereinen
widerum den Vorteil, dass der “head” und “tail” des Elternteil Chromosoms jeweils in die néchste
Generation mit iibernommen wird [1].

Generell lasst sich zum N Point crossover sagen, dass dessen Effizienz entscheidend von der Position
der Gene innerhalb des Chromosoms abhéngt.

4.3.2.2 Uniform Crossover

Beim uniform crossover wird fiir jedes Gen entschieden, von welchem Elternteil es entnommen wird.
Dabei wird ein Vektor erstellt, der fiir jedes Gen des Chromosoms die Zufallszahl 0 oder 1 bereitstellt,
wobei 1 fiir den Austausch der Gene steht, wahrend 0 keinen Austausch zur Folge hat, siehe Abb 4.3
(Quelle: [3]) Prinzipiell vererben beide Elternteile jeweils ca. die Halfte ihrer Gene an den Nachkommen
weiter [7].

(olalolalo[o[oo] [TaaaTalaTel
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Uniform Crossover

Abb. 4.3: Uniform Crossover

4.3.2.3 Crossover Operatoren fiir Permutationen

Fiir viele klassische kombinatorische Optimierungsprobleme wie das TSP oder auch das PFSP eignen
sich auch spezielle crossover Operatoren, die Permutationen als Ergebnis des Crossovers hervorbringen.
Dadurch spart man sich die anschlieBende Giiltigkeitsiiberpriifung, die z.B. bei der Anwendung von
1-point crossover fiir das TSP anfallen wiirde.

Generell gibt es die Moglichkeit des reciprocal change, wobei 2 Gene vertauscht werden. Bei Insertion
wird ein Gen ausgewahlt, an einen anderen Platz verschoben, wahrend der Bereich dazwischen verscho-
ben wird. Im Rahmen von Inversion wird ein zuféllig gewéhlter Bereich gespiegelt, bei Displacement
hingegen ein Teilstring ausgewéhlt und an einer anderen Position wieder eingefiigt [3].

4.3.2.4 Partially Matched Crossover (PMX)

Zuerst wird der crossover Bereich durch Zufallsauswahl zweier Genpositionen bestimmt. Die Gene im
crossover Bereich kommen vom Elternteil B zum offspring A’, Analoges gilt fiir A und B’. Die Gene,
die dadurch in A’ in Bezug auf A “iiberschrieben” werden, werden so verschoben, dass die nun doppelt
vorhandenen Allele im Chromosom {iberschrieben werden, siehe auch Abb. 4.4. (Quelle: [3]) dazu.
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Partially Matched Crossover

Abb. 4.4: Partially Matched Crossover (PMX)

4.3.2.5 Order Crossover (OX)

Order Crossover wird anhand eines Beispiels aus [3] erklért:
1. Zuerst wird der crossover Bereich zufillig bestimmt.
A=984|567[1320

B=871]230|9546

2. Dann werden die Gene in diesem Bereich von A in B geléscht und vice versa. Dadurch werden
doppelte Allele in Genen vermieden.

A=984[567|1_
B'=8_ 1[230]|9_ 4

3. Die Gene werden so umgeordnet, dass im ersten Chromosomenteil die Gene des eigenen crossover
Bereichs (vorverschoben) stehen, wihrend die nun freien Pléitze fiir die Gene aus dem anderen crossover
Bereich reserviert sind. Alle anderen Gene werden hinter dem crossover Bereich angesiedelt [3, 1].

AV=567|___ 11984

B =230]__ 19481

4. Die freien Pldtze werden mit Genen aus dem crossover Bereich des Partners aufgefiillt.
A=567|230]1984

B=230[567]9481

Wiéhrend die relative Ordnung der Gene weitgehend verebt wird, bleiben absolute Genpositionen
kaum erhalten. Die Schemata werden damit stark durchgemischt. Fiir das TSP liefert dieser crossover
Operator i.A. gute Ergebnisse ([3]). Dies wird auch von Anwendern bestétigt, die diesen Operator
getestet und erweitert haben[18].

4.3.2.6 Cycle Crossover (CX)

Unter Beibehaltung der aktuellen Genposition wird (ausgehend vom 1. Gen) ein ganzer Genzyklus vom
Elternteil A tibernommen, wahrend alle frei bleibenden Pliatze vom B Elternteil besetzt werden. Im
Rahmen dieses A- Zyklus wird von Gen zu Gen darauf geachtet, dass das jeweils nédchste Gen von A
kommt, das in B an derselben Position in Bezug auf die vorherige Genposition ein doppeltes Allel in A’
verursachen wiirde. Fiir ein TSP liefert diese crossover Methode i.d.R. eher weniger gute Ergebnisse [3].

58



4 Genetische Algorithmen

4.3.2.7 Edge Recombination Crossover (ERX)

ERX ist v.a. fiir TSP sehr gut geeignet, da die Verwendung von Kantenlisten forciert wird. Diese
Listen werden zuerst fiir alle Stddte aus den Eltern erzeugt. Dabei wird zu jeder Stadt eine Liste der
jeweils von ihr weggehenden Kanten zu den jeweils benachbarten Stéddten erstellt. Nach der Wahl einer
Ausgangsstadt ¢ wird diese aus allen Kantenlisten entfernt und die Stadt mit der kleinsten Kantenliste
aus der Kantenliste von ¢ gewéhlt. Die ausgewéahlte Stadt wird zu ¢ und die Prozedur wird wiederholt,
bis die Rundreise komplett ist [3].

Eine mogliche Verbesserung besteht darin, Kanten, die in beiden Elternteilen vorkommen, zu markieren
und vorzuziehen.

Das Verfahren nach Grefenstette ([3]) liefert durch die Ausnutzung eines heuristischen Ansatzes noch
bessere Ergebnisse.

4.3.2.8 Constraints in Bezug auf das konkrete Produktionsproblem

Abgesehen davon, dass wie bei einem TSP, bei dem keine Stadt i.d.R. doppelt in der Rundreise vor-
kommen darf, diirfen bei einem PFSP keine jobs doppelt vorkommen. Die weiteren Nebenbedingungen,
siehe auch Abschnitt 2.3 dazu, schrédnken den giiltigen Losungsraum sehr stark ein.

Daher lésst sich allgemein festhalten, dass der crossover Operator fiir dieses PFSP nicht traditionell
eingesetzt wird, da davon ausgegangen wird, dass ein sehr grofy gewéhlter crossover Bereich die bisherige
Losung zu sehr zerstort. Stattdessen wird im Rahmen einer iterierten Mutation das Verhalten eines
Crossovers insofern emuliert, als sich die Chromosomenstruktur des Individuums dabei relativ stark
dndert, verglichen mit einer einfachen Mutation.

4.4 Sekunddrer Operator: Mutation

Mutation dient v.a. dem Einbringen von neuem bzw. evtl. verlorengegangenem Genmaterial in die
Population. Jedes Gen erhélt mit einer relativ geringen Wahrscheinlichkeit (i.d.R. £ 5%) einen
neuen zufilligen Wert. Diese geringen Anderungen sind entfernt mit einer Variante der lokalen Suche
vergleichbar [3]. Geringe Mutationsraten sind allgemein angeraten, sonst kann der GA schnell zu einer
Zufallssuche degenerieren.

Swap Mutation (Exchange-Based Mutation): Hier wird der Inhalt der durch Zufall bestimmten
Gene vertauscht, siehe auch Alg. 4.2 nach [10]. Es gilt:

Nt entspricht der Anzahl an durchzufithrenden Mutationen.
S[j] stellt die Maschine ¢ dar, die der Aufgabe j in der Reihenfolge S zugeordnet ist.

m entspricht der Anzahl Maschinen und n entspricht der Anzahl an Auftriagen.

Algorithmus 4.2 Swap Mutation

1: for k =1 to nyu do

2: S[Random(1,n)] = S[Random(1,n)}; // swap mutation
3: end for

Flip Mutation: Die Auswahl des zu mutierenden Gens erfolgt zufallsgesteuert, daher wird diese
Mutation auch Mutation durch Zufallsbelegung genannt. Dabei wird bei einem Bitstring das ausgewahlte
Gen negiert. Beim Vergleich zwischen Alg. 4.2 und Alg. 4.3 [10] f&llt sofort der Unterschied in Zeile 2
auf.

Anmerkung: Auf Grund des “Tauschprinzips” bei der Swapmutation kann die erhaltene Losung
prinzipiell nicht ungiiltig werden, bei der Flipmutation kann die Losung, wenn man z.B. einen TSP oder
ein PFSP betrachtet, leicht ungiiltig werden. Daher wird fiir den GA im konkreten Produktionsproblem
ausschliefllich Swap Mutation verwendet.
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Algorithmus 4.3 Flip Mutation

1: for &k = 1 to ny do

2: S[Random(1,n)] < Random(1, m); // flip mutation
3: end for

4.5 Ersetzungsstrategien

4.5.1 Generationdrer genetischer Algorithmus

Im Rahmen dieses klassischen Ansatzes wird innerhalb jeder Generation die gesamte Population durch
eine neu selektierte, gekreuzte und mutierte Population komplett ersetzt. Dabei verlauft die Fitness
des jeweils besten Individuums nicht monoton [10].

Goldberg und Deb zeigen, dass im Rahmen dieses Modells ein relativ hoher Selektionsdruck entsteht,
der v.a. darauf zuriickzufiihren ist, dass die schlechtesten Individuen der jeweiligen Population durch
bessere Individuen ersetzt werden.

4.5.2 Steady state genetischer Algorithmus

Im Rahmen des steady state GA Ansatzes wird in jeder Generation ein Individuum aus der aktuellen
Population ersetzt. Haufig wird dabei das schlechteste Individuum der aktuellen Population ersetzt
oder ein zufilliges Individuum, wobei sichergestellt wird, dass das neue Individuum eine bessere
Fitness als das zu ersetzende Individuum bekommt. Dadurch wird ein relativ hoher Selektionsdruck
erreicht, den man ggf. wieder reduzieren kann. Anstelle z.B. gezielt jeweils das schlechteste bzw. die
schlechtesten Individuen zu entfernen und durch neue (bessere) Individuen zu ersetzen bietet es sich
auch an, die dltesten Individuen, welche i.d.R. gut erforscht sind, zu ersetzen. Interessant bleibt in
diesem Zusammenhang, dass der Unterschied zwischen der “kill worst” zur “kill oldest” Strategie
relativ gering ausféllt, dennoch wird dadurch der Selektionsdruck etwas reduziert [8]. Eine weitere
Alternative besteht darin, schlechte Individuen aus der Population vorzugsweise zu eliminieren, z.B.
mittels inverse ranking.

Ein wichtiger Unterschied in der Beschaffenheit eines steady state Algorithmus besteht darin, dass ein
neues Individuum (h&ufig) nur dann in die Population eingefiigt werden darf, wenn es sich von allen
anderen Individuen unterscheidet. Dadurch sollen Duplikate in der Population eliminiert werden. Dies
hat Auswirkungen auf das Verhalten des Algorithmus, welche von Lance Chambers im Rahmen seiner
Simulationsldufe nicht beleuchtet und damit nicht geklért worden sind [8].

Durch steady state wird wenig Speicherplatz verbraucht. Die Laufzeit ist verglichen mit dem tra-
ditionellen Ansatz kiirzer, weil in jeder Generation, in der nur ein Individuum durch ein besseres
ersetzt wird, Selektion, Crossover und Mutation und anschlieBende Bewertung bzw. Vergleich nur auf 1
Individuum angewandt werden und die durchschnittliche Fitness der Gesamtpopulation damit in jeder
Generation zunimmt. Dies lasst den Schluss zu, dass der steady state GA dazu tendiert, relativ rasch
zu konvergieren.

Dadurch, dass die besseren Individuen durch die gewéahlte Ersetzungsstrategie geschiitzt werden, kénnen
héhere Crossover und v.a. Mutations Raten gewahlt werden, welche dem GA einen vielféltigeren, den
Suchraum erforschenden Charakter verleihen kénnen [10]. Gleichzeitig stellt sich die Frage nach der
Moglichkeit der Ausprigung des Charakters des Algorithmus auf diese Art und Weise, wenn nur einige
wenige Individuen in einer Population im Rahmen einer Generation veréndert werden.
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4.6 Variationen genetischer Algorithmen

4.6.1 Hybrider genetischer Algorithmus (HGA)

Bei Vorhandensein von problemspezifischem Wissen empfielt sich oft die Verwendung sogenannter
hybrider genetischer Algorithmen, wobei der GA auf Grund seiner globalen Sichtweise die “hills” findet,
wéahrend der lokale Suchalgorithmus die “tops of the hills” findet. HGA werden auch als memetische
Algorithmen bezeichnet.

Eine Moglichkeit besteht nun darin, eine Variante eines GA mit 2- Opt zu verkniipfen, wobei fiir die &k
besten Individuen eine lokale Suche durchgefithrt wird. Der Parameter k kann dabei beispielsweise
vom Algorithmus selbst gesteuert werden (z.B. in Abhéngigkeit bestimmter Schranken), aber auch dem
Benutzer iiberlassen werden. Im Rahmen des in dieser Arbeit implementierten hybriden genetischen
Algorithmus wird dem Endbenutzer die Wahl tiberlassen, wie viele Individuen fiir die lokale Suche
verwendet werden bzw. wie grof die lokale Suche fiir ein einzelnes Individuum sein soll (a« Wert bei
Insertion Search, siehe auch Unterunterabschnit 3.4.2.2.) .

Eine andere Moglichkeit besteht darin, lokale Suche in die Operatoren eines GA zu integrieren. Die
lokale Suche wird dann in jeder Generation fiir jeden offspring durchgefiihrt. Diese Moglichkeit wird
in dieser Arbeit nicht getestet, weil dies fiir grole Kampagnen den Laufzeitaufwand massiv erhéhen
wiirde. Aulerdem bin ich der Meinung, dass der genetische Algorithmus eher global suchen sollte und
daher die lokale Suche erst nach Beendigung des genetischen Algorithmus stattfinden sollte.

4.6.1.1 Ein hybrider genetischer Algorithmus von Zhang, Li und Wang

Der HGA von Zhang, Li und Wang beruht einerseits auf einer weighted simple mining gene structure
(WSMGS), sowie weiters auf einer lokalen Suche, die nach der Erzeugung der offsprings diese lokal
verbessert [13]. Der Algorithmus zielt auf die Minimierung der Gesamtdurchlaufzeit eines PFSSP ab.
Fiir die Initialisierung der Population werden die Heuristiken von Reeves (1995) bzw. Liu und Reeves
(2001) vorgeschlagen. Mittels einer simple mining gene structure wird ein kiinstliches Chromosom
erzeugt, welches mittels eines speziellen crossover Operators (SJOX) 2 offsprings erzeugt, welche
anschlieend mittels lokaler Suche verbessert werden koénnen.

Simple mining gene structure (SMGS): Die Idee beruht darauf, aus den besten Chromosomen einer
Population ein neues Chromosom zu fabrizieren. Mittels des voting Prozesses werden von den besten
Chromosomen die Anzahl jedes Auftrags ¢ in einer n x n Dominanzmatrix M gezéhlt. M;; bezeichnet
die Anzahl von Auftridgen i, die an der (Chromosmen) Position j aufscheinen. Generell kann man somit
mehr als ein kiinstliches Chromosom erzeugen.

Die SMGS Prozedur im Detail geméaf [13]:

Algorithmus 4.4 Simple mining gene structure (SMGS)

// voting

1: for each elite chromosom 7 in the population

2:  for each position j in 7

3: if (7 is job i) My + +;

4: count « 1;

5: while (count < n )

6:  find the element M;;+ with the maximum value in the dominance matrix ;
//  select the first one if there is more than one such element
7:  add job ¢ at position j in the artificial chromosome;

8:  set all elements in row ¢ and column j as —1;

9: count ++;

// obtain the artificial chromosome

10: reset the dominance matrix to 0;
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Abb. 4.5: Simple mining gene structure (SMGS)

Abb. 4.5 aus [13] zeigt die Erstellung eines kiinstlichen Chromosoms mittels SMGS. Auftrag 1 wird
z.B. 0 Mal an Position 1, 3 Mal an Position 2, 1 Mal an Position 3, 0 Mal an Position 4 und 1 Mal an
Position 5 gezdhlt. Die Zeile 1 in der Dominanzmatrix lautet damit {0,3,1,0,1}. Analog konstruiert man
die anderen Zeilen der Matrix. Das kiinstliche Chromosom erhélt man anschliefiend, indem man (Zeile
6) den jeweils grofiten Wert in der Dominanzmatrix sucht. In Abb. 4.5. ist der erstbeste gefundene
grofite Wert die 3 in Zeile 1 und Spalte 2. Das bedeutet, dass job 1 an Position 2 in das kiinstliche
Chromosom eingefiigt wird. Als néchstes wird der néchste 3er in Zeile 3 und Spalte 4 gefunden. Also
wird job 3 an Position 4 eingefiigt. Die Prozedur wird solange weitergefiihrt, bis man das vollstédndige
kiinstliche Chromosom erstellt hat.

Um die Fitness der Chromosomen zu beriicksichtigen, wird aulerdem die sogenannte weighted mining
gene structure (WMGS) vorgeschlagen, siehe Alg. 4.5. (Quelle: [13]) dafiir. Im Rahmen von WMGS
erhalten Individuen mit einer besseren Fitness eine hthere Gewichtung im Rahmen des Auswahlprozesses
(voting).

Algorithmus 4.5 Weighted mining gene structure (WMGS)

Step 1: Generate an array of elite chromosomes in the current population by their non decreasing
fitness order.

Step 2: Let P7r; be the position of chromosome 7! in the array.

Step 3: Calculate My« My + P fori,j =1,...,n.

Je besser das Chromosom ist, desto grofier wird P ; und damit auch die Gewichtung. Fiir das Beispiel
in Abb. 4.5 sei die Gesamtdurchlaufzeit der 5 Chromosomen 71, w9, w3, 74, 75 15, 34, 46, 38 und 24.
Nach der Durchfithrung von Schritt 1 betrdgt die Reihenfolge {73, 74, w2, 75, 71 }. Damit ergibt sich
P i zu {5,3,1,2,4} fiir my, mo, 73, ™4, 75. Der ler in Position 3 in P i bedeutet z.B., dass das fitteste
Individuum, némlich Chromosom 3, auf Position 1 steht.

Schliefflich ergibt sich die gewichtete Dominanzmatriz zu

N B~ = 00 O
S O ot N oo
=N O e Ot
S O © O O
O W O =N

(Jobs werden zeilenweise, Positionen spaltenweise aufgetragen.)

Der Wert 8 fiir Zeile 1 in Spalte 2 (job 1 an Position 2) ergibt sich daraus, dass job 1 drei Mal an
Position 2 vorkommt, némlich in 72, 73, 75. Addiert man die Werte aus P (3+ 1+ 4), so ergibt sich
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ein Wert von 8. Analog erhélt man z.B. den Wert 9 fiir job 3 an Position 4. Zu ms, m4, 75. erhélt man
nach der Addition von 3 + 2 + 4 den Wert 9.

Wenn man nun die jeweils grofiten Werte betrachtet, erkennt man schnell, dass job 5 an Position 5
(Wert 9) im kiinstlichen Chromosom steht, wiahrend job 3 an Position 4 eingefiigt wird (Wert 9) bzw.
job 1 an Position 2 steht (Wert 8) u.s.w., bis das kiinstliche Chromosom erstellt worden ist.

Somit erhélt man entsprechend der gewichteten Dominanzmatrix ein anderes kiinstliches Chromosom,
namlich {2,1,4,3,5} [13].

SJOX crossover: Die Idee des SJOX crossover Operators beruht darauf, die Performance gewdhnlicher
Operatoren in Bezug auf den Transfer guter Gene zu verbessern [13]. SJOX stellt dabei eine Erweiterung
des 1 point crossover Operators dar und iibertragt gute Gene direkt zu den beiden offsprings. Der von
Zhang, Li und Wang vorgestellte Operator ist eine Erweiterung von SJOX. Die Idee basiert prinzipiell
darauf, gleiche jobs von Vater und Mutter an Sohn und Tochter weiterzugeben. Die Prozedur im Detail
wie folgt: (Quelle: [13])

Algorithmus 4.6 SJOX+’ Crossover Operator

Step 1: Generate a random integer z ( 1 < x < n) as crossover point.

Step 2: Search Common Jobs (CJ) between father and mother (FM) as well as between the artificial
chromosome and the father (AF) and between the artificial chromosome and the mother (AM): CJ(FM),
CJ(AF), CJ(AM).

Step 3: Transfer CJ(FM) and CJ(AF) to the son chromosome with positions unchanged. Transfer
CJ(FM) and CJ(AM) to the daughter chromosome with positions unchanged.

Step 4: The son inherits all the unassigned jobs before the “crossover point” from the father chromosome
and the daughter from the mother.

Step 5: The other elements of the son after the “crossover point” are copied in the same order from
his mother chromosome and the daughter s from her father.

Der vorgestellte Operator erweitert SJOX um Informationen aus dem kiinstlichen Chromosom, welches

durch WSMGS bzw. SMGS erzeugt werden kann. Abb. 4.6 (Quelle: [13]) verdeutlicht den Ablauf :
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Abb. 4.6: Schritte 3 bis 5 des SJOX+’ Operators

Zuséatzlich kénnen die erhaltenen offsprings mittels lokaler Suche optimiert werden. Die Anzahl
der Elitechromosomen ist bei dem vorgestellten HGA von entscheidender Bedeutung. Einerseits
miissen gentigend Elitechromosomen ausgewihlt werden, um nicht frithzeitig &hnlich lokaler Suche zu
konvergieren, andererseits sollten nur die besten Individuen als Elite Chromosomen agieren [13].

4.6.2 Ein effizienter genetischer Algorithmus (ROX-MEE) von Amous, Loukil, Elaoud
und Dhaenens mit innovativen Operatoren

Die Autoren stellen einen GA vor, dessen Effizienz auf einem “revised order Crossover” (ROX), einer
Elite Selektionsmethode sowie einem “Mutation by Extended Elimination” beruht. Der vorgestellte
GA liefert dabei gute Ergebnisse, sowohl bei einem TSP als auch bei Scheduling Problemen.

Elite Selektions Methode: Die vorgestellte Methode basiert darauf, die Population nach ihrer Fitness
zu sortieren und danach die besten n Losungen fiir den Paarungspool auszuwéhlen [18], wobei

n=E(VN)

N stellt die Populationsgrofie dar, E steht fiir den grofiten ganzzahligen Anteil und n steht fiir die
Anzahl an Losungen die sich reproduzieren diirfen.

Fiir eine unveranderte Populationsgrofie miissen weitere n’ zufallig ausgewéhlte Eltern in die nachste
Generation hineinkopiert werden. n’ ist die Differenz zwischen der fixen Populationsgréfie N und der
Anzahl resultierender Nachkommen, n’ = N — C - n?. Siehe dazu auch Abschnitt 4.3.1.7 .

Die Verwendung von fitteren Eltern kann zu einseitiger, frithzeitiger Konvergenz zu einem lokalen
Minimum fithren. Dies soll durch den vorgestellten ROX Operator vermieden werden, der fir die
Diversitiat im GA zusténdig ist.
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Revised Order Crossover (ROX): Da sich die Verwendung des OX Operators fiir TSP als effizient
herausgestellt hat - siche auch 4.3.2.5 dazu - wird dieser im folgenden als Basis fiir die anhand eines
Beispiels ([18]) vorgestellte Kreuzungsprozedur verwendet.

1. Der crossover Bereich wird - wie bei OX - zufillig ausgewahlt.
Parent 1: 12 345|678
Parent 2: 6 7428|531

2. Im Rahmen von ROX werden die Gene des ersten Elternteils in das Chromosom des 2. Nachkommen
hineinkopiert und umgekehrt.

crossover Bereich von parent 2 —: Offspring 1: * * | 42 8 | * * *
crossover Bereich von parent 1 —: Offspring 2: * * | 34 5 | * * *

3. Die Vervollstandigung der offsprings wird mit den verbleibenden Genen des Elternteils durchgefiihrt,
wobei fiir offspring 1 mit parent 1 an Position 1 gestartet wird. Dabei werden die Gene von parent
1, die im crossover Bereich von offspring 1 bereits enthalten sind, im Rahmen der Vervollstandigung
ausgelassen. Damit ist sichergestellt, dass die Losung eine Permutation darstellt.

Offspring 1: 13428567
Offspring 2: 6 7345281

Mutation by Extended Elimination (MEE): Da eine zufillige (Flip-) Mutation den GA in schlechte
Suchregionen fiihren kann, kommt hier “Mutation by Extended Elimination” (MEE) zur Anwendung.
MEE sucht die hochsten Kosten (bzw. die grofite Distanz) zwischen 2 direkt benachbarten (= einander
nachfolgenden) Stadten im Chromosom. Sobald eine derartige Nachbarschaft gefunden wurde, wird
das erste Gen mit seinem Vorgidnger Gen ausgetauscht, wiahrend das zweite Gen mit seinem Nachfolger
Gen ausgetauscht wird.

Offspring 1: 134 2—85 —6 7
—Offspring 2: 13483657
Das MEE Verfahren driangt den GA in lokal bessere Suchregionen, weil der Operator die grofiten

Kosten eliminiert und damit die Konstruktion nicht wiinschenswerter Individuen zu verhindern hilft
[18].

Anmerkung: MEE eignet sich ausschlielich fiir TSP und &hnliche Probleme, nicht jedoch fiir PFSP,
weil keine Analogie im PFSP zur Distanz zwischen 2 Stéadten existiert.

Zusammenfassung: Dieser GA ist durch exploitation und exploration charakterisiert. Der Selektions-
operator beruht auf exploitation auf Grund des derzeitigen Wissenstands, wihrend die Crossover und
Mutations Operatoren den Suchraum effizient durchforsten [18].

Der vorgestellte GA (ROX-MEE) erweist sich im direkten Vergleich mit &hnlichen Varianten als am
effizientesten, auch in Anbetracht eines Scheduling Problems. Tab. 4.1 (Quelle: [18]) verdeutlicht die
Effizienz von ROX-MEE gegeniiber anderen Varianten.

Probleminstanz | Optimale Lésung | OX - OM | ROX - OM | OX - MEE | ROX - MEE

Bayg 29 1610 1610 1610 1610 1610
Bays 29 2020 2022 2025 2020 2020
Eil 51 426 485 502 463 455
Berlin 52 7542 8189 8157 7542 7542
Eil 76 538 584 571 550 557
Eil 101 629 665 672 667 633
Rat 195 2323 3415 3236 3064 2812

Tab. 4.1: Vergleich von ROX-MEE mit &hnlichen Varianten
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4.6.3 Adaptiver genetischer Algorithmus (AGA)

AGA sind GA, welche ihre Parametrisierung in Bezug auf die Populationsgrofie, Kreuzungsrate bzw.
Mutationsrate, in Abhéngigkeit der Konvergenz des GA &dndern. Wenn sich die Population iiber
Generationen hinweg nicht (mehr) verbessert, kann man einen dieser Parameter dndern, z.B. die
Mutationsrate erhthen und wieder senken, wenn eine bessere Losung gefunden wurde [1]. Wichtig ist
dabei die Auspragung der crossover bzw. Mutations Parameter. Im Rahmen der Mutation sollte bei
Anwendung dieser Strategie eine Art lokale Suche vollbracht werden, die Erhohung des (zufélligen)
swap Mutations Operators hat i.d.R. keine besonders positiven Auswirkungen auf eine Verbesserung
der Losung.

4.6.4 Genetischer Algorithmus mit variierender PopulationsgroBe (GAVaPS)

Michalewicz stellt einen GAVaPS vor, der das Konzept des Alters eines Chromosoms einfiihrt, welches
aquivalent zu der Anzahl Generationen ist, die es am Leben bleibt [4]. Dieses fitnessabhéngige Alter
ersetzt das Konzept der traditionellen Selektion und beeinflusst auf diese Art und Weise die Grofle der
Population in jedem Stadium des GA. Die vorgestellte Methode besitzt eine gewisse Ahnlichkeit zu
Evolutionsstrategien. Der grofle Unterschied besteht in GAVaPS, dass hierbei die Gréfle der Population
wahrend den Generationen nicht konstant bleibt. Die Struktur des GAVaPS ist in Alg. 4.7 abgebildet.

(Quelle: [4])

Algorithmus 4.7 GAVaPS Algorithmus
1: procedure GAVaPS

2: begin

3: t=0;

4:  initialize P(t);

5:  evaluate P(t);

6: while (not termination-condition) do
T

8:

9:

begin
t=t+1;
increase the age of each individual by 1;
10:  recombine P(t);
11:  evaluate P(t);

12:  remove from P(t) all individuals with age greater than their lifetime;
13:  end
14: end

Im Rahmen der Fitnessbewertung erhélt jedes Chromosom eine sogenannte “Lebensdauer” (lifetime)
zugewiesen, welche von der konkreten Fitness des Individuums abhéngt.

Die Grofle der Population nach einer Generation betréagt: PopSize(t+1) = PopSize(t)+AuxPopSize(t)—
D(t), wobei D(t) fiir die gestorbenen Individuen steht und AuxzPopSize(t) = [PopSize(t) - p] betrégt.
p steht fir die Reproduktionsrate [4].

Um eine Art des sogenannten “Selektionsdrucks” einzufiihren, wird eine aufwendigere Lebenszeitbe-
rechnung durchgefiihrt. Die Lebenszeitstrategien sollten Individuen mit tiberdurchschnittlicher Fitness
unterstiitzen (—eine lingere Lebensdauer zuweisen) und die Gesamtgrofie der Population dennoch
begrenzen.

Im folgenden Abschnitt werden einige Lebensdauer Berechnungsstrategien fiir das i-te Individuum in
Bezug auf Maximierungsprobleme angefiihrt: ([4])

(1) proportional allocation:

min(MinLT +n - L] MaxLT)
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(2) linear allocation:

. fitness[i]—AbsFitMin
MinLT + 21 - Zp Fitaz—AbsFithin

(3) bilinear allocation:

gFit—MinFit

$ - (MinLT + MazLT) +n - Jitnessli)—AvgFit ;¢ Ayg it < fitness|i]

MinLT +n - AUMA if AvgFit = fitnessli]
MaxFit—AvgFit

Legende: MaxL'T, MinLT... maximale bzw. minimale erlaubte Lebenszeit
AvgFit, MaxFit, MinFit ... durchschnittliche bzw. maximale bzw. minimale Fitness
AbsFitMin, AbsFitMax ... bisher gefundene minmale bzw. maximale Fitness

Wiéhrend die erste Idee (1) an fitnessproportionale Selektion erinnert, weil die Lebensdauer eines
Individuums proportional zu seiner Fitness ist, wird die objektive Giite des Individuums aufler Acht
gelassen.

Die lineare Strategie (2) berechnet die Individuums Lebensdauer anhand der konkreten Fitness des
1—ten Individuums in Bezug auf die beste bisher gefundene Fitness. Der resultierende Nachteil dieser
Strategie entsteht, wenn viele Individuen eine relativ hohe Fitness besitzen, wodurch eine relativ grofle
(weil langlebige) Population entsteht.

Die bilineare Strategie (3) ist ein Kompromiss aus den ersten beiden Strategien.

Der vorgestellte GAVaPS wurde an diversen Funktionen getestet und ermittelt in den meisten Testféllen
etwas bessere Ergebnisse als der traditionelle GA von Goldberg. Die beste Performance liefert die
lineare Strategie (2), welche auch mit den hochsten Kosten, repréasentiert durch die durchschnittliche
Anzahl an Funktionsbewertungen, verbunden ist.

In Bezug auf die Kosten muss angemerkt werden, dass der traditionelle GA ein optimales Verhalten
(beste Leistung bei minimalen Kosten) bei allen getesteten Funktionen aufweist, sofern die optimale
Populationsgrofie gewéihlt wurde, wihrend der GAVaPS v.a. gegen Ende, wenn sich viele gute Individuen
in der Population befinden, dazu neigt, die Population auf Kosten der Laufzeit zu erhéhen, wodurch
viele Funktionsbewertungen notwendig sind (E), bis der jeweils beste Wert gefunden ist (V), siche auch
Abb. 4.6 ([4]) dazu. G1 - G4 stellen die 4 verschiedenen getesteten Funktionen dar.

Abb. 4.7: Vergleich SGA - GAVaPS (1), (2), (3)

4.6.5 Serial Selection GA

Goldberg hat wahrend seiner Forschungsarbeit die Eigenschaften von GA mit kleineren Populationsgro-
Ben mit m Individuen untersucht, wobei der GA jedesmal neu initialisiert wird, sobald er konvergiert [4].
Dabei werden die n besten Individuen gespeichert (n < m) und mit in die neu initialisierte Population
iitbernommen, wobei die restlichen m — n Individuen zuféllig initialisiert werden. Diese Strategie wird
als Serial Selection bezeichnet und ist in Alg. 4.8 (Quelle: [4]) erldutert.
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Algorithmus 4.8 Serial Selection GA
1: procedure Serial Selection

2: begin

3:  generate a (small) population with size = m;

4:  while (not termination condition) do

5. begin

6: apply GA; // see algorithm 4.1 for detailed information

T save the best solution (z);

8: generate a new population by transferring he best n individuals of the converged population;
9: generate the remaining m — n individuals randomly;

10: end

11: end

Die standige Reinitialisierung sorgt fiir die Individuenvielfalt in der Population, wahrend durch die
Mitnahme der besten n Individuen auch ein (durch n) bestimmter Selektionsdruck vorhanden ist [4].

4.7 Weitere Ansatze

4.7.1 Overlapping populations

Das Prinzip von overlapping populations stellt eine Art Mittelmafl zwischen dem traditionellen
generationiren und einem steady state GA dar. Dabei werden G - n Individuen neu erzeugt, wiahrend
G - (n — 1) zufillig gewéhlte Individuen von der Elternpopulation ibernommen werden.

4.7.2 Crowding model

Mit Hilfe des “crowding model” Ansatzes wird versucht, eine in Bezug auf die Individuenvielfalt ausba-
lancierte Population zu erhalten. Dieses Problem, das ein einzelnes fittes Individuum moglicherweise
eine ganze Population dominiert, wurde erstmals von DeJong beschrieben.

Zur Umsetzung wird die Population in CF (crowding factor) Gruppen eingeteilt. Fiir ein neu erzeugtes
Individuum wird Platz geschaffen, indem eine Gruppe zufillig ausgewéhlt wird und das dem neuen
Individuum dhnlichste Individuum geléscht wird. Als Ahnlichkeitsmafl verwendet man i.d.R. Regel
Hamming Distanzen.

Gute Werte fiir CF sind z.B. 2 oder 3.

Durch dieses Prinzip wird innerhalb einer Gruppe auf Artenvielfalt geachtet, es wird dem Superindivi-
duumseffekt entgegengewirkt und ist besonders bei komplizierten Funktionen ein bewéhrter Ansatz
[1, 10].

4.7.3 Elitismus und schwacher Elitismus

Anhand der Elitismusoption wird sichergestellt, dass das beste Individuum der aktuellen Population
durch einen der Operatoren nicht verlorengeht und in die néchste Generation mitgenommen wird.
Dort wird nach erfolgter Selektion, Crossover und Mutation {iberpriift, ob das beste Individuum der
aktuellen Population fitter ist als das aus der vorangegangenen Population. In jedem Fall wird dabei
immer das fittere der beiden Individuen in die néchste Generation mitiibernommen und dort am Ende
wieder mit dem jeweils besten Individuum aus der aktuellen Population verglichen [10].

Das Verfahren ist unter Verwendung dieser Option auch anfélliger fiir den Superindividuumseffekt und
bleibt daher leichter bei lokalen Optima héngen. Wenn dieser Effekt eintritt, wird hauptséchlich nur
mehr lokal im Bereich der besten Losung(en) weitergesucht.
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Eine weichere Variante besteht darin, das beste Individuum zu verlieren, wenn nach einer bestimmten
Anzahl an Generationen (z.B.: 5) kein Fortschritt erreicht wurde [8].

Es gibt auch die Moglichkeit die p1 besten Individuen in mutierter Form zu {ibernehmen. Diese Variante
ist auch als schwacher Elitismus bekannt [16].

Daneben existieren zahlreiche weitere Varianten, z.B. die k besten Individuen zu iibernehmen bzw. neben
dem besten Individuum zusétzlich auch das schwéchste Individuum einer Population zu iibernehmen.

Generell liefert die Verwendung von Elitismus bessere Ergebnisse, u.a. weil die Fitnessverlaufsfunktion
monoton ist. Wenn man mehr als ein Individuum in die néchste Population auf diese Art und Weise
mitnimmt, sollte man dies in geeigneter proportionaler Form zur Gesamtpopulation machen, um
frithzeitige Stagnation zu vermeiden und die Artenvielfalt beizubehalten, generell sollten maximal
20% Individuen gemessen am Anteil an der Gesamtpopulation auf diese Art und Weise mitgenommen
werden.

4.7.4 Constraint handling mittels penalization

Wie auch bei dem konkreten Produktionsproblem miissen verschiedene Nebenbedingungen erfiillt sein,
damit eine Losung, welche aus einem Individuum erhalten wird, giiltig ist. Im Falle des konkreten
Produktionsproblems werden keine unzuléssigen Losungen im Rahmen der Operatoren generiert,
dadurch muss auch das Bewertungsmodell nicht in Bezug auf Fitnessabziige fiir derartige Verstofie
angepasst werden. Da es jedoch nicht immer moglich ist, dass alle Individuen giltige Losungen
reprasentieren, missen diese als Ausgleich fiir die Verletzung von z.B. einer weichen Nebenbedingung
einen Fitness Abzug erhalten. Dabei sollte man zwischen leichten und schweren Verstéfien auch in
Hinsicht auf den absoluten bzw. relativen Abzug von der aktuellen Fitness unterscheiden.

Ein penalty hat i.A. folgende Form: f'(i) = f(i) — 3272 5 - (i) ([3])
wobei: 7j...penalty coefficient ; j()...penalty function
Die konkrete Wahl der Koeflizienten bzw. der Funktion ist dabei zu bedenken.

Oft empfielt sich die sogenannte stepwise adaption of weights (SAW): Dabei werden alle +; auf kleine
Anfangswerte gesetzt. Nach einer konkret definierten Anzahl an Generationen erfolgt ein Update, im
Rahmen dessen die ~; fiir alle constraints erhéht werden, die in der besten Losung nicht erfiillt waren.
%=+ A ((3])

Ar entspricht einem Parameter, dessen Werte sowohl an den Penalty Koeffizienten angepasst sein
miissen als auch von der Anzahl an Generationen abhéngt, nach denen das Update erfolgt.

Den Nebenbedingungen werden dabei Gewichtsfaktoren zugeordnet, welche als Abschlag fiir verletzte
Nebenbedingungen fungieren. Der Name stepwise adaption riihrt von der Anderung der Gewichts-
faktoren nach einer bestimmten Anzahl Generationen. Solange die beste Losung noch ungiiltig ist,
werden die Gewichte weiter erhoht, bis die beste Losung schrittweise giiltig geworden ist oder durch
eine bereits giiltige Losung verdrangt worden ist [10].

Das Prinzip des constraint handling beruht darauf, ungiiltige Individuen sukzessive aus der Population
zu verdrangen.
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Kapitel 5

Evolutionsstrategien

Die Idee der Evolutionsstrategien (ES) stammt von 2 Studenten (Hans-Paul Schwefel, Ingo Rechen-
berg) der Technischen Universitdt Berlin in den 1960ern. Bei nicht erfolgreichen Experimenten mit
Koordinaten- und Gradientenstrategien an der Formbestimmung fiir ein gebogenes Rohr kam Rechen-
berg auf die Idee, zuillige Anderungen in der Parametrisierung vorzunehmen, welche dem Beispiel
natiirlicher Mutationen folgen [4, 3].

5.1 Unterschiede zu genetischen Algorithmen

Evolutionsstrategien unterscheiden sich von genetischen Algorithmen in zahlreichen Aspekten. Evoluti-
onsstrategien eignen sich v.a. fiir numerische Optimierung, welche eine spezielle hill-climbing Prozedur
mit selbstadaptierender Schrittweite o verwenden.Wahrend die Lésungen bei GA oftmals als binére
Vektoren reprisentiert werden, operieren ES auf Gleitkommadarstellungen [4].

Waéhrend, basierend auf der Grundidee nach Schwefel und Rechenberg, die Mutation der primére
Operator und die Rekombination der sekundére Operator ist, verhélt sich dies bei GA umgekehrt, wo
Selektion und Rekombination die primiren Operatoren darstellen und die Mutation den sekundéren
Operator repréasentiert.

Ein weiterer Unterschied besteht im Selektionsprozess. Wahrend bei einem GA aus einer Population
mit n Individuen diese allesamt fiir die neue Population ausgewéhlt werden, generieren bei einem ES-
Verfahren p Eltern A Nachkommen, wobei dann im Rahmen der Selektion die Gesamtpopulation wieder
auf p Individuen reduziert wird, indem die am wenigsten fitten Individuen aus der Population entfernt
werden. Die Selektionsprozedur ist also in diesem Sinne deterministisch, da die besten p Individuen
(ohne Wiederholung eines Individuums) aus p + A Individuen ausgewéhlt werden.

Bei GA ist die Selektionsprozedur zufallsgesteuert und die ausgewéahlten Individuen der neuen Population
diirfen prinzipiell doppelt bzw. mehrfach vorkommen.

In ES ist ein Nachkomme das Resultat des crossovers von 2 Elternteilen sowie einer weiteren Mutation.
Nachdem die temporér vorhandene, aus p + A Individuen bestehende Population, fertig ist, wird diese
mittels Selektion auf p Individuen reduziert. Bei GA werden zuerst mittels Selektion die Individuen
bestimmt, die anschlieBend der Rekombination und (zu einem geringen Prozentsatz der) Mutation
unterworfen werden.

Wahrend die Reproduktionsparameter bei GA (crossover Rate, Mutationsrate,...) wihrend der Evolution
meistens konstant bleiben, konnen die Parameter beim ES laufend verédndert und angepasst werden.

Wahrend bei ES Individuen, die constraints verletzen, disqualifiziert werden, kommen bei GA Penalties
zum Einatz, welche die Losung nicht disqualifizieren, sondern im Rahmen eines definierten Fitnessabzugs
verschlechtern.
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5.2 Strategien

5.2.1 (1+1)- ES

Obwohl bei der (14+1) Evolutionsstrategie die Population aus einem Individuum besteht, welches
der Mutation unterworfen wird, spricht man von einer “two-membered” Evolutionsstrategie, weil der
Nachkommme mit seinem Elternteil um das Uberleben kimpfen muss. Wihrend dieser Zeit besteht
die Population daher aus 2 Individuen. Dies entspricht einer probabilistischen Gradientensuche, das
Verfahren ist in Alg. 5.1. aus [3] ndher beschrieben .

Algorithmus 5.1 (1+1)- Evolutionsstrategie
1: procedure (1+1)-ES

2: begin

3: t—0;

4:  initialize (I(t));

5:  evaluate (I(t));

6:  while (not termination condition) do

T I'(t) <—mutate (I(t)); // let the original parent individuum mutate to generate an offspring
8: evaluate (I'(t)); // evaluate the quality of the offspring

9: I(t+ 1) «select ((I(t),I'(t)); // select the better one of the two candidates

10: t—t + 1;
11: done
12: end

Der Vektor I(t) besteht i.d.R. aus n reellen Parametern, die Selektion folgt dem Prinzip survival of the
fittest. Wie in der Natur sind bei dem Verfahren kleine Anderungen wahrscheinlicher als grofe.

I'(t)— I(t) + N (0, o(t))

N... Vektor unabhéngiger, normalverteilter Zufallsvariablen mit Mittelwert 0 und Standardabweichung
a(t) (3])

Bei einem zu grofl gewéhlten Wert o(t) besteht die Gefahr einer zufélligen Suche, wéhrend ein kleiner
Wert von o(t) nur ein lokales Optimum findet und zu langsam konvergiert.

Die 1/5 Erfolgsregel von Rechenberg sieht vor, dass der Anteil erfolgreicher Mutationen an allen
Mutationen 1/5 betragen soll. Wahrend diese Regel fiir einfache (unimodale) Funktionen oft zu sehr
guten Losungen fithren kann, bleibt man bei anderen Funktionen oft an lokalen Optima oder gréfleren
ebenen Gebieten hingen, bei unterschiedlich skalierten Parametern ist ein einziger o(t) Wert evtl. nicht
ausreichend [4, 3].

5.2.2 (u+1)-, (w)2)- ES

(u+X1)- ES Bei beiden Strategien handelt es sich um sogenannte “multimembered evolution strategies”
[4]. Das generelle Ziel ist eine robustere Optimierung sowie die Moglichkeit der Selbstadaptierung der
Strategieparameter. Das Prinzip hinter (1 + ) besteht darin, dass p Eltern A Nachkommen erzeugen,
wobei aus der temporéren Population mit p + A Mitgliedern im Rahmen der Selektion die p besten
Individuen iiberleben [3, 4]. Die Strategie ist in Alg. 5.2 aus [3] ndher erldutert.
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Algorithmus 5.2 (u+\)- Evolutionsstrategie

1: procedure (u+hi)- ES

2: begin

3: t«— 0

4:  initialize (P(t)); // the population P(t) consists of p parents

5. evaluate(P(t));

6: while (not termination condition) do

7 P'(t) «choose A individuals (P(t)); // the best \ parents are selected from the pu sized
population for mutations; \ <

8: P(t) «mutate (P'(t)); // let P’(t) mutate to generate \ offsprings

9: evaluate (P"(t));

10: P(t + 1)«select (P(t), P"(t)); // select the best p candidates from P(t) and P”(t) ;
perform downsize of the population

11: t—t + 1;

12:  done

end

Die Generierung von P’(t) erfolgt gleichverteilt, der Selektionsdruck kommt bei der Selektion aus
(P(t))U(P"(t)) zum Ausdruck. Der monotone Bewertungsverlauf des besten Individuums kann zu
frithzeitiger Konvergenz bzw. Stagnation der gefundenen Losung fiithren.

(wA)- ES Im Rahmen dieser Strategie generieren g Individuen A Nachkommen, wobei A > pu.
Im Rahmen der Selektion wird eine neue Population bestehend aus p Individuen ausschliellich
aus den A\ Nachkommen bestehend, generiert. Dabei ist die Lebensdauer jedes Individuums auf
eine Generation begrenzt. Fir das Verhéltnis p : A empfiehlt sich generell 1 : 7. Durch den nicht
monotonen Bewertungsverlauf tritt frithzeitige Konvergenz seltener auf. Diese Strategie ist v.a. fir sich
zeitlich &ndernde oder “noisy” Bewertungsfunktionen gut geeignet bzw. fiir die Selbstadaptierung von
Strategieparametern.

In Bezug auf die Selbstadaptierung existiert kein spezieller Algorithmus fiir die Steuerung von o(t),
stattdessen wird zu jedem Parameter x; eine Standardabweichung o; mitgespeichert und mitopti-
miert. Dazu muss auch die Mutation bzw. Rekombination entsprechend angepasst werden, nédhere
Informationen dazu sind in [3] ersichtlich.
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Kapitel 6

Implementierung

6.1 Klassendiagramme und Beschreibung des Gesamtpakets

Die Optimierungsstrategien werden allesamt an den run thread des Optimization Handlers angekop-
pelt. Dieser steuert fiir die m Kampagnen die heuristische bzw. deterministische Optimierung. Die
Klassendiagramme geben eine Ubersicht iiber Methoden und deren Kopplung innerhalb der gesamten
Programmstruktur. Die Klassendiagramme wurden automationsgestiitzt mit Enterprise Architecture
erstellt. Um die Ubersichtlichkeit beizubehalten wird auf eine ausfiihrliche Erklirung des weiteren
Zusammenhangs diverser Klassen innerhalb der gesamten Programmstruktur verzichtet

6.1.1 Klassendiagramm HGA

Die Klasse GA erbt von der abstrakten Klasse AbstractStrategy, die Klasse GA_ Parameters erbt von

der

Klasse Parameters.

Pammeiers
GA_Parameters

ALPHA WERT: String = "Alpha Wert - L... {readOnly}
alphaVvalue: int

CROSSOVER RATE: String = "Crossover Rate" {readOnly’
crossoverRate: double

ELITISM: String = "Elitismus Indi... {readOnly}
elitismindividuums: int

log: Logger = Logger.getlogge. ..

MUTATION RATE: String = "Mutation Rate” {readOnly}
mutationRate: double

POPULATION SIZE: String = "Populations Grode” {readOnly}
populationSize: int

AbstractStrategy

HOo+ R HR R

bestSequence: Sequence

campaign: Walzkampagne
elitismindividuums: int

fitnessValues: ArrayList<Long>

iterations: int

log: Logger = Logger.getlogge. ..
mutationRate: double

NAME: String = "Genetic Algorithm” {readOnly}
parameters: GA_Parameters

totalPopulation: MultiMap

T

GA_Parameters()

getAlphaValue() - int

getCrossoverRate() - double
getEltismindividuums() : int
getFixedCampaigns() : String

getMaxiterations() : int

getMutationRate() : double

getParameterList() - Map<Integer, Parameter<?>>
getPopulationSize() : int

geiToleranz() : double

setAlphaValue(int) - void
setCrossoverRate{double) - void
setEltismindividuums(int) : void
setFixedCampaigns(String) : void
setMaxiterations(int) : void
setMutationRate(double) : void
setPopulationSize(int) : void
updateParameterList(Map<integer, Parameter<?>>) : void

-parameters

calculateAvgFitnessOfPopulation() : void

R

[

List<Sequence>) : void
evaluate() - ResultRating
evaluatelnitialSequence() : void
GA

()
gethame() : String
getParameters() : Parameters
initialize(int, List<Walzkampagne>) : void
initialSelection(List<Sequence=) : List<Sequence>
reproduce(Sequence) : List<Sequence>
reset() : void
restrictedCrossover(List<Sequence>) : List<Sequence>
restrictedMutation(List<Sequence>, Walzkampagne, Restrictions, double) | List<Sequence>
run() : ResultRating
setData(lSimulationModel, ResultRating, BaseData, OrderData, Map<integer, Parameter<?>=, int) : void
t tS 1(List: . int) : List=Sequence>
weightedTournamentSelection(List<Sequence>, int) : List<Sequence>

Abb. 6.1: Klassendiagramm HGA

6.1.1.1 Klassendiagramm EA

Die Klasse Evolutionary erbt wesentliche Methoden von der Klasse GA, die Klasse EvolutionaryPara-
meters erbt von der Klasse Parameters.
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EvolutionaryParameters

Parameters

- ALPHA WERT. String = "Alpha Value - ... {readOnly}
- alphavalue: int

- EXPANSION FRACTION: String = "Expansion Fraction” {readOnly}

- expansionFraction: int
- log: L er = L er.getl. ...
SELECTION FRACTION: Strini
selectionFraction: int

= "Selection Fraction” {readOnl

EvolutionaryParameters()

getAlphaValue() : int

getExpansionFraction() : int

getMaxiterations() : int

getParameterList() : Map<Integer, Parameter<?>>
getSelectionFraction() : int

getToleranz() : double

setAlphaValue(int) - void
setExpansionFraction(int) : void
setMaxiterations(int) : void
setSelectionFraction(int) : void
updateParameterList(Map<Integer, Parameter<?>>) : void

T

-psrameters

GA
Evolutionary

allParentSequences: ArrayList<Sequence>
expansionsize: int

initialFitness: long

log: Logger = Logger.getLogge. .

NAME: String = "Evolutionary” {readOnly}
parameters: EvolutionaryParameters
parents: MultiMap

parentSequences: ArrayList<Sequence>
potentialParents: MultiMap

selectionSize: int

I

evaluate() : ResultRating
evaluateCandidates(List<Sequence>) : void
evaluatelnitialSequence() - void
Evolutionary()
Evolutionary(int)
getName() : String
getP: : S

initialize(int, List<Walzkampagne>) : void

reproduce(List<Sequence>) : List<Sequence>

reset() : void

run() : ResultRating

selectNewParents() : void

setData(ISimulationModel, ResultRating, BaseData, OrderData, Map<integer, Parameter<?>>, int) : void

D.
P

Abb. 6.2: Klassendiagramm EA

6.1.2 Klassendiagramm SA

Die Klasse SA erbt von der Klasse Abstract Strategy, die Klasse Parameters erweitert die Klasse

Parameters.

SA_Parameters

- ABKUHLUNGSRATE: String = "Abkiihlungsrate” {readOnly}
alpha: int

AbstractStrategy |
SA

aktuelleBewertung: int

) : void
ger, Parameter<?>=>) : void

updateP isi(Map=int

g, BaseData, OrderData, Map<Integer, Parameter<?>>, int) : void

- ALPHA NEIGHBOURHOOD_SIZE: String = "Alpha - Nachba... {readOnly} # DbestFitness: long
- cooling_Factor: double # DbestRating: ResultRating
- DELTA SCALING: String = "Delta Skalieru... {readOnly} # DbestSequence: Sequence
- deltaScaling: int # campaign: Walzkampagne
- end_Temperature: double # cooling_Factor. double
- FROZEN TEMPERATURE: String = “Erstarrungstem... {readOnt; # delta: double
- initial_Temperature: double # deltaScaling: int
- INITIAL TEMPERATURE: String = "Ausgangstemperatur” {readOnly} - fitnessArrayList: ArrayList<Long>
- inner_lterations: int # inner_lterations: int
- INNER_ITERATIONS: String = "Wiederholungen... {readOnly} # iterations: int
- NEIGHBORHOOD_CHANGE: String = "Nachbarschafts... {readOnl - log: Logger = Logger.getLogge...
neighborhoodChangeFactor. double # multiSeqMap: MultiMap
# - Arrayli
+ getAlpha() : int + NAME: String = "Simulated Anne... {readOnly}
+ getCooling_Factor() : double # nei d_ A e
+ getDeltaScaling() : int # parameters: SA_Parameters
+ gelEnd_Temperature() : double # seq: Sequence
+ getinitial_Temperature() : double # temperature: double
+ getinner_lterations() : int
+ getNeighborhoodChangeFactor() : double i i , )
+ getParameterList() : Map<Integer, Parameter<?>> # evaluate(): ResultRating
+ gefToleranz() : double + evaluatelnitialSequence() : void
+ SA Parameters() # g jence, V Restrictions, Map<Long, Sequence=, int) : ArrayList<Sequence>
+ setAlpha(int) : void + getName(): String
+ setCooling_Factor(double) : void + getParameters() : Parameters
+ setDeltaScaling(int) : void + inif Li: ) : void
+ selEnd_Temperature(double) : void + resel() :void
+ sefinitial_Temperature(double) : void + run(): ResultRating
+ setinner_lterations(int) : void *
- i h F: + setD
+

Abb. 6.3: Klassendiagramm SA

6.1.2.1 Klassendiagramm ILS

Die Klasse ILS erbt die wichtigsten Methoden mit Ausnahme der Perturbation von der Klasse SA, die
ILS Parameter entsprechen den SA Parametern.
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ILS

- localBestSequence: Sequence

- log: Logger = Logger.getlLogge...

+ NAME: String = "lterated Local... {readOn
- perturbatedSequence: Sequence

- compare(Sequence, Sequence) - Sequence

getName() : String

ILS()

initialize(int, List<Walzkampagne>) : void
iteratedPerturbation(Sequence) : Sequence
resef() : void

run() : ResultRating

o+ o+

+ o+ !

- evaluateNeighborhood(List<Sequence>, Sequence) : Sequence
findAlreadyCheckedKeyToSequence(Sequence) : long

setData(ISimulationModel, ResultRating, BaseData, OrderData, Map<Integer, Parameter<?>>, int) : void

Abb. 6.4: Klassendiagramm ILS

6.1.3 Klassendiagramm ACO

Die Klasse ACOParameters erbt von der Klasse Parameters.
Klasse ACO.

W

Die Klasse ConstrainedACO erbt von der
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6 Implementierung

6.2

Gemeinsamkeiten aller Optimierungsstrategien

Alle Metaheuristiken schalten sich in den run thread ein, welcher eine metaheuristische Losung
fir jede Kampagne zulédsst, welche aus mindestens 4 Losen besteht. Kampagnen mit bis zu 3
Losen werden deterministisch optimiert.

Die Nebenbedingungen gelten sowohl fiir metaheuristisch als auch fiir deterministisch zu optimie-
rende Kampagnen.

Jedes der Verfahren kann die in Abschnitt 2.3 vorgestellten weichen Nebenbedingungen jeweils
(de-) aktivieren, wiahrend die vorgestellte harte Nebenbedingung (keine kampagneniibergreifende
Optimierung) immer eingehalten werden muss. Im Rahmen der meisten Optimierungsléufe, welche
im Rahmen dieser Masterarbeit durchgefiihrt werden, bleiben die Nebenbedingungen aktiviert, um
das Planungsverhalten moglichst real simulieren zu konnen. Eine Ausnahme besteht in Laufen zur
Erhebung des zusétzlichen Potenzials, welches sich durch das Deaktivieren der Nebenbedingung
"lang vor kurz’ ergibt. Nur in diesen Testldufen ist diese Nebenbedingung deaktiviert, wahrend
die anderen aktiviert bleiben.

Die Algorithmen verwenden eine Art “Tabu Liste”, wodurch im Rahmen einer HashMap <
Long, ArrayList < Sequence >> redundant generierte Reihenfolgen nicht mehr bewertet werden.
Diese HashMap wird aus der Checksumme als Schliissel sowie der dazugehorigen Reihenfolge
als Wert implementiert. Bei jeder generierten Losung wird, nachdem fiir diese die Checksumme
errechnet und gesetzt wurde, diese HashMap abgefragt, ob zu der erstellten Sequenz bereits
ein Schliissel existiert. Sofern dieser existiert, wird die generierte Losung verworfen und nicht
bewertet. Die Checksumme wird iiber den HashCode der Los ID mit dem zur Los ID gehérigen
Reihenfolge innerhalb dieser Sequenz multipliziert. Der Fall zweier Sequenzen mit derselben
Reihenfolge aber Zuweisung zu unterschiedlichen Sdgebohrlinien wird iiber den Aggregat hash
code mit der dazugehorigen Position abgefangen. Dazu wird im Falle von ZSG1 eine “1”7 zum
String dazuaddiert, wahrend der String “ZSG2” unverdndert bleibt. Ndhere Details dazu sind im
Anhang ersichtlich.

Lokale Nachbarschaften werden ausschliefllich iiber das Insertion Search Verfahren erzeugt. Der
Grund dafiir liegt in der relativ einfachen Erzeugung zulassiger Losungen sowie in der Tatsache,
dass auf Grund der Nebenbedingungen weiter entfernte Nachbarschaften (3- Opt) generell kaum
zuléssig sind. Die Entscheidung fiir Insertion Search und gegen 2- Opt liegt darin, dass im Rahmen
von Insertion Search kleinere (remove and insert) Austauschschritte stattfinden als die (swap
Mutations-) Austauschschritte beim 2- Opt. Auflerdem lésst sich die Intensitét der Suche iiber «
gut steuern.

Globale Suche wird durch Mutationen sowie iterierte Mutationen gewéahrleistet. Grofiere Aus-
tauschschritte (z.B. fiir einen Crossover bzw. fiir einen Perturbationszug) sind i.A. nicht realisierbar
in Bezug auf die Nebenbedingungen. Die Mutationen selbst konnen dabei als swap-exchange
Austauschschritt oder auch als remove and insert Austauschschritt stattfinden.

Im Rahmen der Optimierungs Parameter ist fiir alle Algorithmen prinzipiell die Anzahl der zu
optimierenden Kampagnen einstellbar. AuBerdem existiert ein (String-) Parameter (“Kampagnen
fixieren”) , iiber welchen spezifische Kampagnen beistrichgetrennt eingegeben werden kénnen,
die im Rahmen der Optimierung tibersprungen werden sollen. Dadurch wird dem Benutzer die
Moglichkeit gegeben, bestimmte im Rahmen seines Wissens selbst optimierte Kampagnen in der
Simulation unveréndert bleiben zu lassen.

Fiir jeden Algorithmus lésst sich tiber den Parameter “Toleranz lang vor kurz (%)” die Toleranz
einstellen. Dadurch kann der Endbenutzer selbst bestimmen, ob und in welchem Ausmaf} er die
Nebenbedingung 3, ’lang vor kurz’, verletzen mochte. Geringere Toleranzen (< 24%) erlauben
nur den Tausch von etwas ldngeren Schienen nach vorne, wihrend etwas kiirzere nach hinten
tauschen. Dies ist noch lange nicht gleichzusetzen mit einer Deaktivierung dieser Nebenbedingung,
was z.B. zu Folge hat, dass ein Los mit 8 Meter Schienen vor einem Los mit 120 Meter Schienen
gereiht werden kann. Dieser Fall 148t sich jedoch simulieren, indem man bei diesem Parameter z.B.
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6 Implementierung

mindestens 1500% Toleranz einstellt, was einer Faktordifferenz von 15 entspricht. Der Parameter
ist jedoch fiir die Einstellung geringerer Toleranzen gedacht.

e Da jede Kampagne fiir sich optimiert wird und die betrachtete Losung mit den anderen zuvor
optimierten Kampagnen sowie den nachfolgenden unveréinderten Kampagnen in diesem Zusam-
menhang bewertet wird, ist der Optimierungsspielraum nicht so grofl wie bei einem reguléren
TSP, wo z.B. der ganze Suchraum zusammenhéngend optimiert werden kann. Dabei liefert
jede Kampagne im Rahmen ihrer Optimierung ein bestes Kampagnenrating und setzt dieses
fest fiir die zukiinftig zu optimierenden Kampagnen. Das insgesamt global betrachtet beste
Kampagnenrating wird schliefSlich als endgiiltige Losung verwendet. Dabei scheint es klar zu sein,
dass dieses Kampagnenrating erst in einer der letzten Kampagnen gefunden werden kann, weil es
die Optima aller zuvor verwendeten Kampagnen als Basis hernimmt. Falls in einer Kampagne
iiberhaupt kein Optimierungspotenzial besteht, wird die Ausgangsreihenfolge (dieser Kampagne)
unverindert gelassen und die nichste Kampagne optimiert.

e Dem Benutzer kann neben der besten Reihenfolge auflerdem die zweitbeste sowie drittbeste
Reihenfolge angezeigt bekommen. Da die Fitnesswerte sehr nahe beisammen liegen kénnen, kann
in diesem Fall der Benutzer einfacher entscheiden, welche Reihenfolge er verwenden mochte.

6.3 Implementierung der Metaheuristiken

6.3.1 Hybrider genetischer Algorithmus: Tournament Selektion, Swap Mutation,
Crossover, Insertion Search

Selektion: Tournament Selektion, Weighted Tournament Selektion
Crossover: Iterated Swap Mutation

Mutation: Swap or Remove and Insert Mutation

Lokale Suche fiir die besten Individuen: Insertion Search

Da die Initialisierung eine wesentliche Rolle im HGA spielt, wird zur Verbesserung der Aus-
gangssituation fiir jede Kampagne einmal eine abgewandelte (1 + \) Evolutionsstrategie
angewandt. Diese beruht darauf, von der erhaltenen Ausgangslosung (= 1) eine bestimmte Anzahl
(M) an mutierten Nachkommen zu erzeugen um die vom User eingegebene Populationsgrofie zu erhalten.
Diese A Nachkommen werden bewertet und alle A + ¢ Nachkommen werden anschliefend anhand ihrer
Fitness sortiert. Von diesen A + p Individuen iiberleben anschliefend so viele Individuen, wie der vom
User eingestellte Parameter Populationsgrofie vorgibt. Damit sichergestellt ist, dass A + p wesentlich
grofler als die Populationsgrofle ist, werden intern fiir p doppelt so viele zuldssige Individuen erzeugt
sofern dies moglich ist, wie der Parameter Populationsgréfie angibt. Dieser interne Wert ist prinzipiell
beliebig grofl wahlbar.

Dieser hybride genetische Algorithmus arbeitet die ersten 25% Iterationen mit Weighted Tournament
Selektion, um mehr Vielfalt bereitstellen zu kénnen. Danach werden die Individuen mittels Tournament
Selektion ausgewéhlt, wobei k = 2 zwischen 25% und 50% Iterationen und k = 3 fur die letzten 50%
Iterationen genommen wird, sofern die gesamte Population aus mindestens 10 Individuen besteht. Bei
Populationen mit weniger als 10 Individuen wird bis zum Ende des GA mit k& = 2 selektiert. Der k—Wert
beeinflusst den Selektionsdruck wesentlich. Um fiir mehr Artenvielfalt zu sorgen, wird fiir die ersten
25% Tterationen weighted tournament Selektion verwendet, wobei die Wahrscheinlichkeit, dass das
bessere Individuum genommen wird, bei p = 0.75 liegt. Wéhrend anfangs die Individuenvielfalt durch
den geringeren Selektionsdruck erhalten bleibt, konvergiert der HGA ab 25% Iterationen wesentlich
starker. Tournament Selektion erweist sich gegeniiber fitnessproportionaler Selektion als wesentlich
vorteilhafter, weil die Fitness Werte Zahlenwerte in der Héhe zwischen 0.5 - 10 (fiir die Simulation von
wenigen Kampagnen) und 7 - 108 liegen und auBerdem relativ knapp beieinander liegen (i.d.R. 0.001%
bis maximal 0.5%). Dieser nicht signifikante Fitness Unterschied wiirde fitnessproportionale Selektion
in zufallsgesteuerte Selektion ausarten lassen. Rangbasierte Selektion birgt widerum das Risiko einer
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schlechten Skalierung. Im Rahmen der Selektion wird auch Elitismus verwendet, in folgender Form: Zu
Beginn der Selektion wird die vom Benutzer einstellbare Anzahl an Elite Individuen selektiert (Anzahl
Elite Individuen < Populationsgréfe). Die verbleibende Differenz wird im Rahmen der Tournament
Selektion ausgewéahlt.

Elitismus wird dabei in der Form verwendet, dass die besten Individuen in die nachste Population
mitgerettet werden, auch wenn diese im Rahmen der Mutation/Crossover gar nicht mehr in der
Population existent wéren.

Die Rekombination wird als “Iterated Swap Mutation” realisiert, um das Problem einer ungiiltigen
Losung (jede Losung, die keine Permutation darstellt bzw. die eingeschalteten Nebenbedingungen
verletzt, wére so eine Losung) zu vermeiden. Das bedeutet, dass iteriert (z.B. 2 Mal) zwei Lose mit
ihren Positionen unter Einhaltung der gegebenen Nebenbedingungen in der Reihenfolge tauschen. Der
Crossover tauscht dabei prinzpiell zufallsgesteuert innerhalb der Kampagne, wobei bei jedem Tausch
die Zuldssigkeit sichergestellt sein muss. Mit einer Wahrscheinlichkeit von p = 0.25 findet auch eine 3.
iterierte Mutation statt.

Im Rahmen der Swap/Remove and Insert Mutation entstehen wieder nur giiltige Permutationen, womit
das Problem von ungiiltigen Kandidatenlosungen im HGA nicht existent ist. Sofern eine Mutation
stattfindet (Mutationsrate ist vom Endbenutzer einstellbar), findet mit p; = 0.6 ein remove and
insert Austauschschritt statt, wihrend mit ps = 0.4 ein Swap Mutation Austauschschritt stattfindet.
Die Wahrscheinlichkeit wurde etwas zu Gunsten von Remove and Insert eingestellt, weil durch den
Crossover ohnehin nur Swap Mutationen und damit gréfiere Anderungen stattfinden koénnen.

Sofern innerhalb einer akzeptablen Dauer keine giiltigen Kandidatenlosungen (30 Versuche, prinzipiell
einstellbar) gefunden werden, wird die Mutation bzw. der Crossover abgebrochen und die urspriingliche
Reihenfolge unveréndert zuriickgegeben.

Eine weitere mogliche Mutationsvariante besteht darin, die Lose, welche Verspéatung aufweisen, gezielt
auszutauschen und im Rahmen des Austauschs moglichst weit nach vorne zu versetzen. Nach einigen
Versuchen wurde diese Variante eingestellt, weil innerhalb einer Kampagne die Lose maximal um 1 bis
1% Tage vorverschoben werden kénnen und damit das Potenzial (der Minimierung von Verspéatungen)
relativ gering ist. Unter Einhaltung aller Nebenbedingungen ist ein derartiger Tausch auflerdem kaum
moglich.

Fiir das beste Individuum jeder zu optimierenden Walzkampagne wird Insertion Search angewendet,
ein lokales Suchverfahren, wobei hier die chromosomale Strukture besser beibehalten wird als beim
2 Opt Algorithmus. Insertion Search eignet sich auch fiir TSP sehr gut als lokale Suche und liefert
laut den Autoren von [17] bessere Ergebnisse als der paarweise Austausch. Der Endbenutzer kann
wiederum einerseits einstellen, wie viele (beste) Individuen er fiir die lokale Suche verwenden méchte,
andererseits mittels a, wie intensiv die Suche fiir jeweils ein Individuum ausfallen soll.

Der User kann als Optimierungsparameter die Anzahl zu optimierender Kampagnen einstellen, die
Iterationen fiir jede Kampagne, die Populationsgréfie, die Crossover Rate, die Mutations Rate, die
Anzahl der Elite Individuen, die Anzahl an Individuen fiir lokale Suche sowie den aa— Wert fir die
lokale Suche.
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6 Implementierung

Algorithmus 6.1 Hybrider genetischer Algorithmus realisiert in Bezug auf das konkrete Produktions-
problem

1: begin

2:1—0;

3: for (each campaign) do

4:  initialize P(t) with 1 individuum;

5 (n+AN)-ES

6:  for (each iteration) do

7: ]/ receive the selected population Qs(t) from the mutated population
8: // of the last iteration Q,,(t — 1)

9: Qs(t) < tournament_ select Q,(t — 1);

10: // receive the recombined population Q,(¢) from Qs(t)
11: Q:(t) < recombine Qs(t);

12: // receive the mutated population @y, (t) from Q,(t)
13: Qm(t) < mutate Q,(t);

14: //evaluate the new population @, (t)

15: evaluate Qp, (t);

16:  end for

17: //perform local search for the best m individuums

18:  for each (individuum of m best individuums) do

19: Insertion Search (individuum);

20:  end for each

21: end for

22: end

Es sei in diesem Zusammenhang darauf verwiesen, dass diese Variante des HGA generell sehr geringe
crossover Raten (maximal 0.25) und hohe Mutationsraten (0.85. — 0.95) verwendet und dadurch in
ihrem Verhalten einem evolutiondren Algorithmus &hnelt. Der Unterschied zu einer evolutiondren
Strategie besteht darin, dass im Rahmen des GA eine konstante Populationsgrofie aufrechterhalten
wird, sowie eine fiir einen GA typische Selektion (weighted Tournament Selektion bzw. Tournament
Selektion) verwendet, wihrend im EA die Eltern eine bestimmte Anzahl Nachkommen erzeugen und
von dieser tempordren Population die besten Individuen iiberleben bzw. selektiert werden. Auflerdem
verwendet dieser GA nicht nur eine einfache Mutation als Veranderung, sondern im Zuge des (seltener
stattfindenden) Crossovers mehrere Austauschschritte um ein Individuum zu verdndern.

6.3.2 Simulated Annealing

Der implementierte und getestete Simulated Annealing Algorithmus basiert auf dem Standard Ver-
fahren, wie in Alg. 3.13 beschrieben. Im Zuge jeder Temperatur Veranderung wird fiir das zuletzt
bewertete Individuum eine neue Nachbarschaft generiert. Der Endbenutzer kann dabei in der Parame-
terliste einstellen, bei welcher Temperatur der Ubergang von einer globalen, auf Mutation basierenden
Nachbarschaft des Individuums, zu einer lokalen auf Insertion Search basierenden Nachbarschaft
stattfindet.

Auflerdem kann der Endbenutzer die fiir Simulated Annealing tiblichen Parameter Ausgangstemperatur,
Abkiihlungsrate sowie die Anzahl der Wiederholungen pro Temperatur einstellen. Der Benutzer kann
auflerdem auch die Reichweite der lokalen Insertion basierenden Nachbarschaft mittels « einstellen
sowie den Delta Skalierungsfaktor Wert einstellen.

Eine genaue Benutzerdokumentation befindet sich in Unterabschnit 6.3.6.
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6 Implementierung

6.3.3 Iterierte lokale Suche: Simulated Annealing Meta Suche

Die implementierte Variante der iterierten lokalen Suche arbeitet auf Basis von Alg. 3.5. Dabei wird
s¥ iiber mutierte Reihenfolgen in Bezug auf die Ausgangssequenz erzeugt. Die perturbierte Losung
s' wird mittels einer doppelten Mutation erzeugt. Die perturbierte Losung s’ wird anschlieend lokal
optimiert mittels Insertion Search, wodurch s” entsteht. Auf Grund von Laufzeitbeschriankungen kann
i.d.R. nicht die gesamte Nachbarschaft untersucht werden, der Benutzer kann einstellen, wie viele lokal
generierte Nachbarschaftslosungen bewertet werden. Ob sx oder s” angenommen wird, entscheidet das
von SA bekannte Metropolis Akzeptanz Kriterium.

Auf Grund der Ahnlichkeit der Simulated Annealing Meta Suche zum Simulated Annealing Verfahren
erbt ILS mehrere Methoden von SA, z.B. sind auch die vom Benutzer einstellbaren Parameter ident,
wobei die Anzahl der inneren Wiederholungen bei ILS fiir die Anzahl der Bewertungen pro Nachbarschaft
entspricht.

6.3.4 Evolutionarer Algorithmus

Die im Rahmen dieser Arbeit implementierte Variante eines evolutiondren Algorithmus arbeitet auf der
Basis einer abgewandelten (p, \) Strategie. Wéhrend in der Grundidee i Eltern A Nachkommen generie-
ren, von denen dann die p besten Individuen tiberleben, {iberleben in dieser Strategie alle Nachkommen,
die gut genug bewertet worden sind, um als zukiinftige Eltern agieren zu kénnen. Die Idee hinter diesem
Konzept beruht darauf, nicht nur streng monoton in die Richtung der besten Individuen weiterzusuchen,
sondern ein breiteres Spektrum zu behandeln. Zukiinftige Eltern kénnen nur die Nachkommen werden,
die zumindest eine bessere Fitness aufweisen als die Fitness der Ausgangsreihenfolge. Wie viele Eltern
in jeder Iteration hinzukommen, hingt neben der konkreten Losungsqualitéit auch von der Grofle der
Kampagne sowie der vom Benutzer eingestellten “selection fraction” ab, aus der sich die Selektionsgrofie
berechnen lasst.

Im Rahmen der Generierung von A Nachkommen wird aus den Eltern zuféllig ein Individuum ausgewahlt
und dieses mutiert. Die Mutation kann dabei sowohl in Abhéngigkeit von einer 50% Wahrscheinlichkeit
in Form einer swap Mutation stattfinden als auch mit 50% Wahrscheinlichkeit in Form einer Remove
and Insert Mutation. Die Mutation selbst erfolgt immer, sofern sie auch moglich ist, aufler es werden
dadurch Nebenbedingungen verletzt.

An dieser Stelle muss festgehalten werden, dass sich diese Variante eines hybriden evolutionédren
Algorithmus signifikant vom hybriden genetischen Algorithmus in Bezug auf die Selektion der Individuen
unterscheidet. Auflerdem arbeit der evolutionare Algorithmus ausschliefllich tiber Mutationen, wahrend
ein Crossover nicht existiert.

Fiir die besten m Individuen findet am Ende jeder Kampagne ein lokaler Suchlauf statt, wobei der
Benutzer die Intensitét der lokalen, auf Insertion Search basierenden, Suche eingeben kann.
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Algorithmus 6.2 Evolutiondrer Algorithmus realisiert in Bezug auf das konkrete Produktionsproblem

1: begin
2:t—0;
3: for (each campaign) do

4:  pu= initial parent sequence;

5:  for (each iteration) do

6: generate A candidates from u parents randomly;

T evaluate A candidates;

8: // if (sum of old parents and potential new parents)> fiyqz: the best fimq, parents are selected
9: expand parents by new parents from the best n candidates (n < \);

10: set new parents: = p+n;  // < fmaz ; fmaz 18 limited by the campaign lot size
11:  end for

12:  //perform local search for the best m individuums

13:  for each (individuum of m best individuums) do

14: Insertion Search (individuum);

15:  end for each

16: end for

17: end

6.3.5 Ant Colony Optimization

Bei diesem Vertreter der ameisenbasierten Optimierung handelt es sich um ein hybrides Ant Colony
System, sieche auch Alg. 3.11. Im Rahmen der Ubergangsregel fiir diesen ACS (g, qo) werden zwei
Zufallszahlen errechnet. gg wird im Rahmen jeder Iteration als neue Zufallszahl berechnet und wihrend
dieser Iteration fiir alle Ameisen als Entscheidungsparameter herangezogen, ob sich diese fiir den
ersten Fall (¢ < qo) bzw. fir den zweiten Fall (¢ > ¢p) entscheiden. Die Auswahl in diesen beiden
Fillen erfolgt wie im Paragraph “Ubergangsregel fiir ACS” in Abschnitt 3.4.5.1 beschrieben. Nach
Berticksichtigung der Nebenbedingungen wird bei jeder Ameise fiir jede Position eine Liste von zuléassigen
Losen zusammengestellt, unter denen die Ameise je nach Fall ein Los auswéhlen kann. Wahrend in Fall
1 die Position mit dem hoéchsten Pheromonwert verwendet wird, wird im Rahmen des zweiten Falles
unter Berticksichtigung der relativen Wahrscheinlichkeit eine Position mit der Wahrscheinlichkeit p,,,
ausgewdhlt. Nach jeder Iteration findet ein globales Pheromon Update statt, sobald alle Ameisen ihre
Pheromone gelegt haben. Die Entscheidung dariiber, wie viele Ameisen im Rahmen dieses Pheromon
Updates Pheromone legen diirfen, obliegt dabei dem Benutzer. Streng genommen wird bei einem ACS
das Pheromon Update lediglich von einer Ameise durchgefiihrt, im Rahmen der Testlaufe hat sich
jedoch herausgestellt, dass mehr Pheromone legende Ameisen in Bezug auf die Vermeidung friithzeitiger
Stagnation Sinn machen. Die lokale Update Regel wird in diesem ACS nicht verwendet. Die konkrete
Anzahl an verwendeten Ameisen fiir das Pheromon Update ist dabei in Abhéngigkeit der gesamten
Anzahl an Ameisen zu treffen. Die konkrete Ausgestaltung der Pheromonmatrix orientiert sich an der
fiir PFSP typischen zweiten Gestaltungsvariante, welche die Vorteilhaftigkeit von Auftrag n an der
Position h beriicksichtigt, siehe dazu auch Tab. 3.1 in Abschnitt 3.4.5.

Grundsétzlich lasst sich neben dem g— Wert auch der a— Wert fiir dieses ACS einstellen, wobei
empfohlen wird, den a— Wert auf 1.0 zu belassen, sowie den f— Wert zwischen 0.1 und 0.2 zu
gewichten.

Die rot markierten Matrixpositionen markieren die durch die Nebenbedingung ’lang vor kurz’ fix
vorgegebenen Stellen, sehr viele Positionen kénnen auf Grund der Nebenbedingungen tiberhaupt nicht
mit Pheromonen versehen werden und viele weitere Positionen werden auf Grund der schlechten
Fitnessbewertung der dazugehérigen Ameise nicht zum Pheromon Update herangezogen. Wahrend
Abb. 6.6 eine typische initialisierte Pheromonmatrix zeigt, erkennt man nach 6 Iterationen in Abb. 6.7
eine deutliche Konvergenz, welche auf Grund der gelegten Pheromone entstanden ist.
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122673-53 09 05 09 09 09 0,9 09 09 0% 09
122951-3 09 0% 09 03 09 09 09 0% 05 09 09 08 039 0% 09 05 09 09

-u

122918-1 | 09 09 1,81| 09| 0,9 1,81/ 181 09| 09 09 09 09 09 03 09 09 09 09 09 09
1229554 | 09! 09| 09 181 09/181 181 09 09 09 09 09 09 09 09 09 09/ 09 09 09
123000-1 | 09/ 09 09| 09181 09 09 09 263 039 09 09 09 03 09 09 09 03 09 09
1228672 | 09| 09| 09/ 181181181 09/ 09 09/ 09 09 09 09/ 09 09 09 09 09 09 09
123027-1 | 09 09 1,81/181| 0,9 09 181 09 09 09 09 09 09 03 09 09 09 09 09 0o
122970-1 | 09 09 1,81 09181 09 09/ 181 09 09 09 09 09 03 09/ 09 09 09 09 09
»123028-1 | 09 09| 09! o9 o9 09 09 181 181[181 09 09 09 09 09/ 09 09 09 09 09
4 122724-4 | 09 09| 09/ 09| 09 09 09 1,81 09263 09 09 09 09 09 09 09 09 09 09
1230161 | 09 09| 09/ 09 09 09 09 09 09 09 337 09 09 09 09 09 09 09 09 09
11230201 | 09 09| 09! 09 09 09 09 09 09 09 09 1,81 09 05 1,81181 09 05 09 09
wEEaam 0.7 0.3 0.9 03 Q3 89 03 09 03 63 09181 263 09 09 09 085 03 03 09
» 121822-106| 0,9) 09| 09! 09| 09 09 09 09 09 09 09 1,81 09263 09 09 09 08 09 09
. 121822-105| 0,9 09| 09/ 09| 09 09 09 09 03/ 09 09 09 09 09 1,81 181 181 09 09 09
1+ 121822-102| 0,9 09| 09 09| 09 09 09 09 09 09 09 09 181181 09181 09 09 09 09
1229711 | 09 09 o9/ o9 09 09 09 09 o9 o9 09 09 09 09 09 09 181 181 059 181
»122965-1 | 09 09| 09] 09| 09 09 09 09 09 09 09 08 09 09 1,81 09 181 181 09 09
©123011-2 | 03 09| 09 09 09 05/ 03 09 03[ os 09 09 03 09 09 03| 09 1,81 263 09
21229421 | 09 09 09! 09 09 09/ 09 09| 09 09 09 09 09 03 03 o9 09 09]181 263

@

-

Abb. 6.6: Pheromon Matrix 1. Iteration (12 Ameisen, 3 fiir das Pheromonupdate verwendet)

0,53 0,53 0,53 /0,53 0,53 0,53
+ 122951-3 | 0,53 0,53/0,53/0,53|0,53|0,53/0,53| 0,53 0,53 0,53 0,53|0,53 0,53 /0,53 | 0,53|0,53|0,53 0,53 0,53
+ 1229181 |0,53|0,531,07/0,53|0,53|2,46|6,69/0,53|0,53 /0,53 |0,53|0,53|0,53|0,53|0,53|0,53|0,53/0,53/0,53 0,53
» 1229554 |0,53/0,530,53/1,07|0,53|6,69|2,46|0,53/0,53 /0,53 0,53| 0,53 0,53|0,53/0,53|0,53]0,53/0,53/0,53/0,53
s+ 123000-1 |0,53|0,53|0,530,53/1,07|0,53|0,53(0,53|6,682,55/0,53|0,53|0,53|0,53/0,53/0,53|0,53|0,53/0,53| 0,53
; 122867-2 | 0,53|0,53 /0,53 2,58 6,64(1,070,530,53/0,53 0,53 0,53|0,53/0,53 0,53 0,53|0,53|0,53| 0,53 0,53 0,53
+ 1230271 |0,53|0,53 1,07 |6,64|2,14|0,53|1,07,0,53 0,53 0,53 0,53/ 0,53|0,53/0,53/0,53|0,53|0,53/0,53 0,53 0,53
s 122970-1 |0,53|0,537,14|0,53 (1,07 |0,53|0,53| 1,07 0,53 0,53 | 0,53 0,53|0,53/0,53|0,53|0,53|0,53/0,53 0,53 0,53
w 123028-1 |0,53|0,53/0,53/0,53|0,53|0,53|0,53|2,97| 2,94 |5,73|0,53|0,53|0,53|0,53|0,53|0,53|0,53|0,53| 0,53 | 0,53
w 122724-4 |0,53|0,53|0,530,53|0,53|0,53|0,53| 6,5 |0,53]3,32/0,53|0,53|0,53 0,53 |0,53/0,53|0,53| 0,53 0,53/ 0,53

1230161 |0,53/0,53/0,530,53|0,53|0,53/0,53|0,53 0,53 0,53|7,33|0,53/0,530,53/0,53)0,53/0,53|0,53 0,53/ 0,53
» 1230201 |0,53|0,53/0,53/0,53|0,53]0,53(0,53/ 0,53/ 0,53]0,53|0,53|1,62/0,53 0,53 |1,62|6,41]1,99]| 0,53/ 0,53 0,53
.« 1228563 |0,53|0,53 0,53/0,53|0,53|0,53| 0,53/ 0,53]0,530,53|0,53|5,73|4,64|0,53/0,53|0,53|0,53|0,53/0,53] 0,53
» 121822-106 0,53 0,53 0,53 |0,53|0,53]0,53| 0,53/ 0,53 /0,53 0,53 0,53 4,06 0,53|6,11|0,53|0,53] 0,53/ 0,53 0,53 0,53
w 121822-105| 0,53 | 0,53 0,53 0,53 |0,53|0,53| 0,53/ 0,53 /0,53 | 0,53|0,53| 0,53 0,53 | 0,53 |5,25|3,27(3,34| 0,53 0,53 0,53
1 121822-102 0,53 | 0,53 0,53/0,53/0,53/0,53|0,53/0,53 0,53 | 0,53|0,53|0,53| 5,73/ 4,06 0,53 |1,07|1,13/ 0,53 0,53 | 0,53
1229711 10,53 /0,53/0,53/0,53/0,53|0,53/0,53/0,53/0,53/0,53|0,53/0,53/0,530,53/0,53|0,53|1,07| 1,62 0,53|7,02
= 1229651 |0,53|0,530,53|0,53/0,53|0,53|0,53]0,53/0,530,53/0,53/0,53|0,53|0,53|4,65|0,53|5,49]1,07]0,53] 0,53
.« 123011-2 | 0,53|0,53|0,53/0,53/0,530,53|0,53]/0,53]0,52/0,53|0,53| 0,53/ 0,53/ 0,53]/0,53|0,53|0,53|7,02] 2,05 0,53

. 12294241 |0,53|0,53/0,53/0,53/0,53|0,53|0,53|0,53/0,53|0,53|0,53|0,53 0,53:0,53 0,53|0,53(0,53 D,53::?,D2 2,05

B

Abb. 6.7: Pheromon Matrix 6. Iteration (12 Ameisen, 3 fiir das Pheromonupdate verwendet)

Da sich jede Ameise ihre Reihenfolge beginnend von 0 eingefiigten Auftrigen neu zusammenstellen
muss, wird zuerst eine Liste der Lose mit derselben Qualitit erstellt. Diese Listen werden in der
geforderten Reihenfolge Normal vor HSH vor Bainit vor Chrom abgearbeitet. Innerhalb dieser (maximal
4) Listen (in einer Kampagne) kommt die 'lang vor kurz’ Nebenbedingung zur Anwendung. Die
Listen derselben Qualitéit und derselben Schienenlénge werden iiber die Fallunterscheidung sowie die
Pheromonkonzentrationen abgearbeitet. Falls sich nur ein Los in einer dieser ’lang vor kurz’ Listen
befindet, wird dieses Los sofort der Ameise hinzugefiigt und die néchste (l&ngensortierte) Liste erstellt.
Die 'lang vor kurz’ sortierten Listen berticksichtigen auch eine eventuell eingestellte Toleranz. Beim
Ubergang zu einer neuen Giiteklasse geht diese Prozedur von vorne los.
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Dieser ACS verwendet auch eine heuristische Information, welche besagt, dass die Lose abwechselnd
auf Zielsdge 1 bzw. Zielsdge 2 bearbeitet werden sollen. Diese Information wird allerdings eher schwach
gewichtet. Vor jedem Einfiigen eines neuen Auftrags in die bestehende Reihenfolge wird daher gepriift,
auf welcher Zielsige das zuletzt eingefiigte Los bearbeitet worden ist. Dementsprechend wird dann als
néchstes Los eines mit Zielséige 1 bzw. Zielsdge 2 bevorzugt bewertet. Die lokale Informationsmatrix
muss im Rahmen des Einfiigens jedes neuen Auftrags bei einer Ameise jedes Mal aktualisiert werden.

Am Ende der Optimierung jeder Kampagne findet eine lokale Suche (Insertion Search) fiir die besten
m Ameisen statt, wobei m vom Endbenutzer einstellbar ist.

6.3.5.1 ACO: Unterschiede in der Implementation der Nebenbedingungen in Bezug auf die
anderen Algorithmen

Wahrend sich der ACO Vertreter streng an die Nebenbedingungen halten muss, weil er sich nicht an der
Ausgangsreihenfolge orientiert, ist dies bei den Algorihmen in dieser Form nicht der Fall. Dadurch kénnen
sich die anderen Algorithmen Reihenfolgen erstellen, die genau dann nicht die Nebenbedingungen
einhalten miissen, wenn sich die Ausgangsreihenfolge auch nicht an die Nebenbedingungen hélt.
Konkret wurde die Giiteklasse Bedingung fiir die anderen Algorithmen in der Weise implementiert, dass
Mutationen nur innerhalb derselben Giiteklasse stattfinden. Wenn jedoch in der Ausgangsreihenfolge
HSH Lose vor Normal Losen gereiht sind, ist dies in den optimierten Reihenfolgen dieser Algorithmen
auch der Fall.

Die Idee, welche im Rahmen dieser Implementation dahintersteckt, besteht darin, das heuristische
Wissen des Produktionsplaners zu verwerten. Dieser hat mit Sicherheit einen Grund, sich in bestimmten
(sehr wenigen Féllen) nicht an die eigene Regel Normal vor HSH vor Bainit vor Chrom zu halten. Sehr
selten passiert es auch, dass Lose derselben Giiteklasse nicht durchgéngig abgearbeitet werden, sondern
z.B. einige Normal Lose, danach einige HSH Lose, welche wieder von einigen Normal Losen gefolgt
werden.

Der ACO halt sich hingegen streng an alle 3 weichen Nebenbedingungen. Man muss in diesem Rahmen
noch anmerken, dass die Verstoe der anderen Algorithmen nur sehr selten im Rahmen der Giiteklassen
Nebenbedingung sowie der ’lang vor kurz’ Nebenbedingung auftreten. Die ZSG Nebenbedingung
unterscheidet sich im Rahmen dieses ACO Vertreters nicht von den anderen Optimierungsalgorithmen.

Da jedoch die Ausgangsreihenfolge in jedem Fall (!) eine zulédssige Losung darstellt, stellen diese (sehr)
seltenen Verstofle keine ungiiltigen Reihenfolgen dar, sondern eine Verwertung heuristisch vorhandener
Informationen.

Die ’lang vor kurz’ Nebenbedingung wurde fiir diesen ACO in der Art und Weise implementiert, dass
Tauschvorgédnge nur dann stattfinden, wenn das Los, welches nach vorne getauscht werden soll, eine
inklusive dem durch die Toleranz aufaddierten Wert aus mindestens gleichlangen Schienen besteht.
Der ACO arbeitet hingegen die Schienenlisten, welche innerhalb derselben Toleranz liegen in Bezug
auf die langste Schiene der Liste, pheromongesteuert ab. Wenn in der Ausgangsreihenfolge einige Lose
mit kiirzerer Lénge vor ldngeren Schienen bearbeitet werden, benétigt der ACO eine ausreichend grofie
Toleranz, damit eine derartige Reihenfolge moglich wird. Die anderen Algorithmen bendétigen in diesem
Fall keine Toleranz.

Wichtig ist in diesem Zusammenhang, dass auch die anderen Algorihmen bei 0% Toleranz nicht selbst
gegen die ’lang vor kurz’ Nebenbedingung verletzen. Wenn jedoch die Ausgangsreihenfolge bereits an
einer oder wenigen Positionen dagegen verstofit, kann diese Verletzung bis zur optimierten Reihenfolge
beibehalten werden, sofern derartige Lose nicht weiter nach hinten gereiht werden. Der Grund liegt
wieder darin, dass man das heuristische Wissen des Produktionsplaners verwerten will, sofern diese
offensichtlich erlaubte Losung eine gute Fitness darstellt.

Der ACO arbeitet die Schienenlisten hingegen immer streng ab, erst im Rahmen einer vom Benutzer
eingegebenen Toleranzgrenze > 0% erfolgt eine Aufweichung dieser Nebenbedingung, von welcher der
ACO daher am meisten profitiert.
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6.3.6 Benutzerdokumentation

Der Endbenutzer kann iiber das User Interface einen der verfiighbaren Algorithmen auswéhlen.
Jeder Optimierungsalgorithmus verfiigt iiber diese folgenden beiden einstellbaren Parameter:

o Kampagnen fixieren: Dadurch kénnen bestimmte Kampagnen beistrichgetrennt im Rahmen des
gesamten Optimierungsdurchlaufs iibersprungen werden

o Toleranz lang vor kurz (%): Mit diesem Parameter kann der Benutzer entscheiden, in welchem
Ausmafl bzw. ob er gegen die ’lang vor kurz’ Nebenbedingung verstofien mochte. Kleinere
Toleranzwerte (< 25%) betreffen v.a. kiirzere Schienen, wihrend lange Schienen (120 - 60 Meter)
erst bei grofleren Toleranzen davon betroffen sind. Dieser Parameter spielt fiir die gesamte
Optimierung eine auflerordentlich wichtige Rolle.

Die Algorithmen ’Genetic Algorithm’, ’Constrained Ant Colony Optimization’ sowie 'Evolutionary’

verfiigen lber eine an die jeweilige Optimierung anschliefende lokale Nachbarschaftssuche, welche
vom Benutzer iiber die Parameter o sowie Anzahl Individuen fiir lokale Suche parametrisiert werden
kann. Im Falle von 0 Individuen fiir die lokale Suche bzw. einem a—Wert von 0 wird die lokale Suche
iibersprungen. Der konkrete Wert sollte in Abhéngigkeit des Umfangs der Optimierung mit Bedacht
gewahlt werden.

Die Algorithmen ’Simulated Annealing’ und ’Iterierte lokale Suche’ benétigen keine abschlielende
lokale Suche, da diese Verfahren in den niedrigeren Temperaturzustinden bedingt durch den Nach-
barschaftséinderungsfaktor nur mehr lokale Nachbarschaften erzeugen und dadurch eine abschliefende
lokale Suche keinen Sinn ergeben wiirde.

Hybrider genetischer Algorithmus - Parameter Beschreibung: In Abb. 6.8 sind die durch den
Benutzer einstellbaren Parameter fiir diesen hybriden genetischen Algorithmus ersichtlich.

Max. Iterations: Dieser Parameter représentiert die Anzahl an Iterationen, im Rahmen derer sich die
Population weiterentwickeln und verdndern kann.

Populationsgrofe: Uber diesen Parameter stellt man die Anzahl an Individuen ein, die sich iiber die im
obigen Parameter definierte Anzahl an Iterationen weiterentwickeln kann.

Crossover Rate: Uber diesen Parameter, der im Intervall [0, 1] liegt, wird der Anteil an Individuen
ausgewahlt, welcher im Rahmen einer Rekombination verdndert wird.

Mutation Rate: Dieser Parameter, ebenfalls im Intervall [0, 1], steuert den Anteil an Individuen, welche
durch Mutation verédndert werden.

Alpha Wert - Lokale Suche: Dieser Parameter steuert die Intensitéit der lokalen Suche, siehe auch
3.4.2.2.

Anzahl Individuen fiir lokale Suche: Uber diesen Parameter wird eingestellt, wie viele der (besten)
Individuen fiir die lokale Suche ausgewahlt werden.

Anzahl an Bewertungen je Kampagne in Abhangigkeit der Parameter: (Max.Iterations)-(Populationsgrifie)+
2-n -« + Populationsgrifie

Elitismus Individuen: Uber diesen Parameter kann der Endbenutzer die Anzahl der besten Individuen
(Elite Individuen) bestimmen, die unabhéngig von der eigentlichen Selektion vorab auf jeden Fall
in die néchste Generation mitgenommen werden. Dieser Parameter sollte in Abhéngigkeit von der
gewahlten Populationsgrofie gewdhlt werden. Es wird empfohlen die besten 15 - 20 % an Individuen
der Population mitzunehmen.

Dieser theoretische Wert an moglichen Bewertungen soll nur einen Uberblick iiber die maximal mégliche
Anzahl an Bewertungen geben. In der Praxis wird dieser Wert auf Grund diverser Nebenbedingungen
sowie der Tatsache, dass keine Sequenz doppelt bewertet wird, nicht anndhernd erreicht.
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& | Optimierung

Datei
Verfugbare Algorithmen: | Genetic Algorithn

Optimization Parameters

Anzahl Kampagnen: 32

| Bezeichnung:

: Max. Iterations: 10

| Populations GréBe: 15

| Crossover Rate: 0.25

| Mutation Rate: 09
Alpha Wert - Lokale Suche: 5
Elitismus Individuen: 3

Anzahl Individuen fur lokale Suche: 1
Toleranz lang vor kurz (%): 100

Kampagnen fixieren: :

Abb. 6.8: Benutzereinstellungen: Parameter des hybriden genetischen Algorithmus

Empfohlene Parametrisierungen dieses HGA: Die Anzahl an Iterationen sowie Individuen ist prinzi-
piell frei wiahlbar. Jedoch sollten diese beiden Parameter in einem ausgewogenen Verhéltnis zueinander
stehen. Dabei der Benutzer generell zwischen mehr Evolution (durch mehr Iterationen) oder mehr
Streuung (durch mehr Individuen) wéhlen oder fir diese beiden Parameter denselben Wert verwenden.
Fir die crossover Rate wird ein Wert zwischen 0, 1 und 0, 25 empfohlen, fiir die Mutationsraten wird
ein Wert zwischen 0,8 und 0,99 angeraten. Die Anzahl an Elitismus Individuen sollte im Verh&ltnis
zur Gesamtpopulation 10 — 20% betragen. Der Anteil an Elitismus Individuen steuert maflgeblich den
Selektionsdruck mit. Der Umfang der lokalen Suche ist von der Intensitét des vorangegangenen geneti-
schen Algorithmus abhéngig, empfohlen wird eine lokale Suche zumindest fiir das beste Individuum in
einem Umfang von o = 3.

Simulated Annealing/ Iterierte lokale Suche (Simulated Annealing Meta Suche) - Parameterbe-
schreibung: In Abb. 6.9 sind die vom Benutzer einstellbaren Parameter fiir Simulated Annealing
abgebildet.

Ausgangstemperatur: Die Hohe der ausgewéhlten Starttemperatur entscheidet dariiber, ob anfangs
auch relativ schlechte Losungen bei hoherer Temperatur zu Gunsten globaler Suche akzeptiert werden
oder ob mittels einer geringeren Temperatur abgesehen von besseren Losungen ausschlieSlich wenig
schlechtere Losungen akzeptiert werden.

Erstarrungstemperatur: Dieser Parameter stellt einerseits das Abbruchkriterium dar, andererseits ist
er fiir den Umfang der Optimierung mitverantwortlich.

Abkiihlungsrate: Im Rahmen der Temperaturabsenkung wird die aktuelle Temperatur mit diesem
Parameter € [0, 1] multipliziert um eine neue Temperatur zu erhalten.

Wiederholungen pro Temperaturzustand: Dieser Wert steht fiir die Anzahl an Wiederholungen, die
im Rahmen einer Temperatur durchgefithrt werden, bevor mit einer neuen Temperatur eine neue
Nachbarschaft generiert wird.

Alpha Nachbarschaftsgréfie: Mit diesem Parameter kann die Gréfle der auf Insertion basierenden lokalen
Nachbarschaft bestimmt werden, siehe auch 3.4.2.2 .

Delta Skalierungs Faktor: Auf Grund der relativ groflen Fitness Werte ist ein Skalierungs Faktor
notwendig. Je hoher dieser Faktor gewahlt wird, umso schlechter darf die bewertete Losung sein, um
noch akzeptiert zu werden. Dieser Skalierungsfaktor entspricht, geméafl der urspriinglichen Definition
der Boltzmann Wahrscheinlichkeit, einer Boltzmann Konstante im Nenner.
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Nachbarschafts Anderungs Faktor: Dieser Faktor wird mit der Ausgangstemperatur multipliziert und
gibt die Temperatur an, ab welcher fiir den SA anstelle von globalen mutierten Nachbarschaften
lokale auf Insertion basierende Nachbarschaften generiert werden. Die Wahl dieses Parameters hat
demnach Auswirkungen auf das Verhéltnis bzw. die Intensitdt der globalen Suche zur lokalen Suche.
Dieser Parameter ist fiir den ILS Algorithmus bedeutungslos, da dieser ausschliellich insertion basierte
Nachbarschaften generiert.

Anmerkung: Die Anzahl der Bewertungen je Kampagne ergibt sich aus der Anzahl an Temperaturzu-
stdnden, welche aus Ausgangs- und Erstarrungstemperatur sowie der dazugehorigen Abkiihlungsrate
berechnet werden kann, multipliziert mit der Anzahl an Wiederholungen je Temperaturzustand. Von
diesem theoretischen Maximalwert sind wieder alle mehrfach erzeugten Sequenzen, welche insgesamt
nur einmal bewertet werden, abzuziehen. Des weiteren sind aus diesem Grund und wegen der Ne-
benbedingungen die Nachbarschaften gegen Ende der Optimierung einer einzelnen Kampagne héufig
leer.

i Optimierung olE -
Datei
Verfigbare Algonthmen: | Simulated Annealing

Optimization Parameters

Anzahl Kampagnen: 32
Bezeichnung:

Ausgangstemperatur: 120
Erstarrungstemperatur: 5.0
Abkdhlungsrate: 0495

Wiederholungen pro Temperaturzustand: 15

Alpha - NachbarschaftsgroBe: 12
Delta Skalierungs Faktor: 18
Machbarschafts Anderungs Faktor: 0.69
Toleranz lang vor kurz (%): 100

Kampagnen fixieren: :

[start] | step | [SchlieBen

Abb. 6.9: Benutzereinstellungen: Simulated Annealing Parameter / Iterierte lokale Suche Parameter

Empfohlene Parametrisierungen dieses SA (ILS): Empfohlene Ausgangstemperaturen liegen im
Bereich zwischen 10 und 15 °C, als Erstarrungstemperaturen werden Werte zwischen 3 und 8 °C
empfohlen, damit der Temperaturunterschied “spiirbar” wird. Aulerdem steuert die Anzahl an Wie-
derholungen je Temperaturzustand die Intensitdt der Suche mafigeblich. Dazu werden mindestens 5
Wiederholungen und maximal 40 Wiederholungen empfohlen. Mit der Abkiihlungsrate ist die Anzahl
an Temperaturzusténden einstellbar. Ein wichtiger Parameter ist der Delta Skalierungsfaktor, mit dem
eingestellt werden kann, wie weit in die negative Optimierungsrichtung zuriickgesprungen werden kann.
Waéhrend bei kurzen Testldufen Werte von 5 genommen werden sollten, empfehlen sich bei langen
Simulationsléufen Werte bis maximal 40. Der Nachbarschaftsénmderungsfaktor sollte i.d.R. zwischen
0,75 und 0,5 liegen und héangt stark von den beiden gewéhlten Rahmentemperaturen ab. Es sollte
dabei auf ein ausgewogenes Verhéltnis zwischen swap Mutationen und remove and insert Mutationen
geachtet werden.

Ant Colony Optimization - Parameterbeschreibung : Die einstellbaren Parameter dieses Ant Colony
System Vertreters sind in Abb. 6.10 ersichtlich:

Anzahl Tterationen: Die Anzahl an Iterationen repriasentiert die Anzahl an Wiederholungen, die jeder
Ameise im Rahmen ihrer pheromonbasierten Optimierung zur Verfiigung stehen.

A

nzahl Ameisen: Die Anzahl (n) an verwendeten Ameisen fiir die Optimierung.
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Resultate wie vieler Ameisen iibernehmen: Mit diesem Parameter wird eingestellt, wie viele (m)
Resultate der n zur Verfiigung stehenden Ameisen fiir das globale Pheromon Update verwendet
werden. Es werden in jedem Fall die Ergebnisse von m < n besten Ameisen fiir das Pheromon Update
herangezogen.

Verdunstungsrate: Dieser Parameter bestimmt die Geschwindigkeit, mit welcher die aufgetragenen
Pheromone in der Pheromonmatrix verdunsten.

Alpha: Der o Parameter wird fiir die Ubergangsregel im Rahmen eines ACS prinzipiell nicht variiert
und wird daher auf 1.0 belassen, siehe auch Unterunterabschnitt 3.4.5.1 dazu. Prinzipiell ist jeder
beliebige Wert € [0, 1] (v.a. zum Experimentieren) moglich. Ein geringerer @ Wert bedeutet, dass die
Pheromone im Rahmen des Ubergangs weniger stark gewichtet werden. Der Endbenutzer kann damit
selbst einstellen, wie wichtig ihm die Pheromone im Verhéltnis zur heuristischen Information sind.

Beta: Dieser Parameter dient zum Einstellen der Gewichtung der heuristischen Information, eine
empfohlene Gewichtung liegt zwischen 0,0 (keine Beriicksichtigung) und 1,5 (relativ starke Beriicksich-

tigung).
Alpha - Value: Dieser Parameter steuert die Grofle der insertion basierenden Nachbarschaft. Diese

Nachbarschaft wird fiir die beste(n) Ameise(n) erzeugt, sofern fiir Alpha- Value ein Wert > 0 eingegeben
wird.

Anzahl Individuen fiir lokale Suche: Uber diesen Parameter wird eingestellt, wie viele der (m besten)
Individuen fiir die lokale Suche ausgewahlt werden.

& Optimierung (=
Datei
Verflagbare Algorithmen: | Constrained Ant Colony Optimizatior
Optimization Parameters
Anzahl Kampagnen: 32
Bezeichnung:
‘ Anzahl lterationen: 10
Anzahl Ameizen: 10
Resultate wievieler Ameisen dber 3
Verdunstungsrate: 01
Alpha: 07
Beta: 03
Toleranz lang vor kurz (%): 100
Anzahl Ameisen fur lokale Suche: 1
| Alpha - Value: 5
Kampagnen fixieren: :
[start| | 510 | [ schiiegen]

Abb. 6.10: Benutzereinstellungen: Ant Colony Optimization Parameter

Empfohlene Parametrisierungen dieses ACS: Prinzipiell sollte sich die Anzahl an Ameisen wie in
[41] an der durchschnittlichen Kampagnengrofie orientieren, daher werden Werte zwischen 10 und 20
empfohlen. Aulerdem wird empfohlen, dass maximal 30% der Ameisen Pheromone ablegen, minimal
jedoch 1 Ameise. Der alpha- Wert sollte in der Ndhe von 1 gewéhlt werden, um den Einfluss der
Pheromone geltend zu machen. Empfohlen werden Werte zwischen 0,9 und 1. Dadurch, dass die
heuristische Information nur ein Anhaltspunkt ist, der sich fiir einige Lose (ZSG Lose) im Rahmen
der Optimierung auch negativ auswirken kann, wird ein sehr geringer Einfluss dieser Information
angestrebt. Daher sollte fiir # maximal ein Wert in der Hohe von 0,5 gewihlt werden. Fiir die globale
Pheromon Verdunstungsrate haben sich generell Werte zwischen 0,05 und 0, 1 bewéahrt. Der Umfang
der lokalen Suche ist wiederum vom Umfang des ACS abhéngig.
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6 Implementierung

Evolutionary - Parameterbeschreibung: In Abb. 6.11 sind die fiir den Benutzer einstellbaren Para-
meter fiir den evolutiondren Algorithmus ersichtlich.

Max. Iterations: Dieser Parameter kennzeichnet die Anzahl an Wiederholungen innerhalb einer Kam-
pagne. In jeder Wiederholung werden A neue Nachkommen erzeugt.

Expansion Fraction: Die Anzahl der Kandidaten, die im Rahmen jeder Iteration generiert und bewertet
werden, hiangt einerseits von der Eingabe bei Expansion Fraction sowie von der Gréfle der Kampagne
in Losen ab. Dabei wird die Losanzahl der Kampagne durch den Wert Expansion Fraction dividiert,
wodurch eine flexible Anzahl von Kandidaten in Abhéngigkeit der potentiellen Grofie des Suchraums
gewahrleistet ist.

Selection Fraction: Die Anzahl der ausgewéhlten Individuen héngt von der Eingabe bei diesem
Parameter sowie von der Kampagnengrofle ab. Die Anzahl errechnet sich iiber die Division der Anzahl
an Losen einer Kampagne durch den Wert Selection Fraction. Dadurch wird eine flexible Selektionsrate
gewahrleistet.

Alpha Value - Local Search: Dieser Parameter steuert die Intensitdt der lokalen Suche, siehe auch
3.4.2.2.

Anzahl Individuen fiir lokale Suche: Uber diesen Parameter wird eingestellt, wie viele der (besten)
Individuen fiir die lokale Suche ausgewéahlt werden.

B ° Optimierung ==

Datei
Verflgbare Algorithmen: | Evolutionar,

Optimization Parameters

Anzahl Kampagnen: 32
Bezeichnung:

Max. Iterations: 10
Expansion Fraction: 2
Selection Fraction: 3
Alpha Value - Local Search: 5

Anzahl Individuen fir lokale Suche: 1
Toleranz lang vor kurz (%): 10.0

Kampagnen fixieren: :

(Start| | Stop | | SchlieBen |

Abb. 6.11: Benutzereinstellungen: Parameter des evolutiondren Algorithmus

Empfohlene Parametrisierungen dieses EA: Die Intensitit des EA wird von der Anzahl an Itera-
tionen sowie der Expansion Fraction gewihrleistet. Uber den Parameter Selection Fraction wird der
Selektionsdruck im EA gesteuert. Der Umfang der anschlieenden lokalen Suche ist wiederum von der
Intensitat des vorangegangenen EA abhingig.
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Kapitel 7

Ergebnisse der metaheuristischen
Optimierung

7.1 Feststellungen vor Beginn der Testlaufe

7.1.1 Allgemeine Bedingungen betreffend den Ablauf der Optimierung
7.1.1.1 Simulationsablauf allgemein

Die Simulation lauft so ab, dass alle Kampagnen seriell in Bezug auf das Optimum der vorhergehenden
Kampagnen optimiert werden. Anfangs wird Kampagne 1 optimiert, dieses Optimum wird fiir die
Optimierung von Kampagne 2 als Basis herangezogen. D.h., dass die Optimierung von Kampagne 2
nicht auf der initialen Reihenfolge, sondern auf einer verdnderten (= optimierten) Reihenfolge von
Kampagne 1 basiert. Basierend auf der jeweils vorangegangenen optimierten Kampagne wird die jeweils
néichste Kampagne optimiert. Die serielle Optimierung basiert auf einer Simulationsstudie, welche von
der Universitdt Wien durchgefithrt worden ist. Die Ergebnisse dieser Simulationsstudie besagen, dass
das Optimum der jeweils vorangegangenen Kampagne keine (negativen) Einfliisse auf die Optimierung
der nichsten Kampagne hat.

7.1.1.2 Simulationsdauer auf den verwendeten Testsystemen

Die benétigte Rechnerlaufzeit betrigt in Abhéngigkeit des Umfangs des Datensatzes sowie der spezifi-
schen Rechnerleistung (System 1, 2 oder 3) sowie der genauen Parametrisierung ausgehend von ca. 15
Minuten (ca. 5 Bewertungen je Kampagne) bis hin zu einigen Stunden fiir Testlaufe mit 150 bzw. 300
Bewertungen je Kampagne. Die Simulationsdauer fiir die Laufe, bei denen die Nebenbedingung 3 deak-
tiviert wurde, betrdgt im Rahmen einer intensiveren Parametrisierung von bis zu 700 Bewertungen je
Kampagne bis zu 12 Stunden auf System 1. Der wichtigste Umrechnungsfaktor fiir die Simulationsdauer
stellt die Anzahl an durchgefiihrten Bewertungen je Kampagne dar. Eine Bewertung dauert auf dem
obengenannten aktuellen Dualcore Rechner ca. 5 - 6 Sekunden, auf einem é&lteren Core2Duo Prozessor
benotigt eine Bewertung ca. 6 - 7 Sekunden, auf einem noch dlterem Singlecore Rechner (System 3)
bendtigt eine Bewertung ca. 10 - 11 Sekunden. Diese Dauer ist mit der Anzahl an durchgefiihrten
Bewertungen je Kampagne zu multiplizieren, das Resultat mit der Anzahl an Kampagnen. Dabei
muss man bedenken, dass deterministische Kampagnen maximal 2 bzw. 6 Bewertungen benotigen
sowie die Tatsache, dass Kampagnen mit einem Los nicht optimiert werden kénnen. Daher ist die
Simulationsdauer auch datensatzabhingig.

Um die erforderliche Anzahl an Testlaufen durchfithren zu kénnen, wurden insgesamt 3 private
Testsysteme verwendet.

System 1: (Standrechner, Assembling Oktober 2007) CPU: AMD Athlon 64 X2 5000+ (Brisbane) Black
Edition: 2 - 2,6 Gigaherz @ 6400+: 2 - 3,2 Gigaherz; 2 GB DDR 2 Ram Dual Channel @ 800 Megaherz
(CL 4-4-4-12)
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7 Ergebnisse der metaheuristischen Optimierung

System 2: (Laptop, Dezember 2007) CPU: Intel Core 2 Duo T5450: 2 - 1,66 Gigaherz (Merom); 2 GB
DDR 2 Ram Dual Channel @ 667 Megaherz

System 3: (Standrechner, Assembling Juni 2004): CPU: AMD XP 2500+ (Barton): 1.833 Gigaherz @
3200+: 2,2 Gigaherz; 1 GGB DDR 1 Ram Dual Channel @ 400 Megaherz

Waihrend System 1 ca. 20—25% schneller rechnet als System 2, wichst der Unterschied von System
1 gegeniiber System 3 auf ca. 100% an. Diese Erfahrung deckt sich sehr gut mit den Angaben des
6400+ Niveaus gegeniiber dem 32004 Niveau. Die iibertakteten Systeme 1 und 3 wurden vorab mit
Prime95 jeweils einem 12 Stunden Belastungstest (Small FFTs) unterstellt, um zu sehen, ob derart
lange Beanspruchungen der CPU im {ibertakteten Zustand moglich sind. Wahrend bei System 1 der
freie CPU Multiplikator von 13 auf 16 angehoben wurde und der Referenztakt unveréndert bei 200
Megaherz bleibt, wurde bei System 3 der Referenztakt von 166 auf 200 Megaherz angehoben. Der Ram
wurde dabei in beiden Féllen nicht iibertaktet.

Die Zusammenstellung eines aktuellen Systems mit Intel Core i7 CPU bzw. AMD Phenom II X4 CPU
kommt aus den dadurch resultierenden Mehrkostenaufwanden fiir ein AM3 Motherboard im Falle einer
AMD CPU bzw. eines Sockel 1156 bzw. Sockel 1366 im Falle einer Intel CPU, DDR 3 Ram und der
CPU selbst nicht in Frage. Mit derartigen Systemen ist auf Grund der aktuelleren CPU Architektur
gewiss ein deutlicher Leistungsgewinn (in Bezug auf die Dauer der Optimierung) messbar, allerdings
werden im Rahmen der Simulation mit der java virtual machine wohl kaum alle 4 Kerne zur Génze
ausgelastet werden.

7.1.1.3 Einstellungen auf der java virtual machine

Die java virtual machine erhélt wihrend der gesamten Optimierung auf allen Algorithmen eine minimale
heap Grofle von 128 Megabyte zugewiesen, welcher bis zu einer maximalen Heapgrofie von 1028 Megabyte
anwachsen kann. Dieser riesige Wert, welcher mitteles JVisualM wéhrend der Optimierung betrachtet
werden kann, wird nicht anndhernd erreicht. Er wird v.a. auf Grund einer besseren Performance
ausreichend hoch eingestellt. Trotz einiger Speicheroptimierungen (ResultRatings werden nicht zur
Ganze gespeichert, sondern nur ihr Fitnesswert, am Ende der Optimierung einer Kampagne muss
dafiir die beste Reihenfolge noch einmal bewertet werden, um das komplette ResultRating zu erhalten)
hat sich herausgestellt, dass im Falle langerer Optimierungsldaufe die heap Gréfle auf bis zu 700
Megabyte anwachsen kann. Wahrend System 1 und 2 bis zu 1,5 Gigabyte Ram fiir die maximale heap
Grofle bereitstellen, kann System 3 nur 768 Megabyte beziiglich seiner heap Groéfle bereitstellen. Auf
Grund der verknappten heap Grofle dauern v.a. die intensiveren Testlaufe (z.B. bei Deaktiveren von
Nebenbedingung 3) auf diesem System deutlich langer (ca. 20 Stunden) als bei System 1 und 2 (ca. 9 -
12 Stunden).

7.1.2 Optimierungswiirdigkeit auf Grund eines feineren Splittings von ZSG Losen

ZSG Lose werden in der Simulation nicht als ein einzelnes Los dargestellt, sondern aufgeteilt, weil man
so das Los besser auf die einzelnen Ségebohrlinien zuweisen kann. Im Rahmen eines Experiments wurde
die Optimierungswiirdigkeit eines groflen bzw. konkret aus 160 Blocken bestehendem Zielsdgebohrlinie
Los untersucht. Wahrend das gesamte Los in der Ausgangssituation in Form von 16 Teillosen zu
jeweils 10 Blocken aufgteteilt ist, welche abwechselnd und damit im Verhéltnis 50:50 auf die beiden
Sédgebohrlinien aufgeteilt werden, wurden 2 neue Datenséitze generiert, welche dieses ZSG Los einmal
in der Form von 8 Teillosen zu jeweils 20 Blocken bzw. einmal in der Form von 32 Teillosen zu jeweils
5 Blocken in der Ausgangssituation darstellt.

Wihrend die Ausgangsfitness aller drei Datensétze fast ident sind und sich nur minimal unterscheiden,
erwarten wir durch ein feineres Splitting ein besseres optimiertes Ergebnis. Dieses entsteht dadurch, weil
im Rahmen eines feineren Splittings Verhéltnisse und Losungen generiert werden kénnen, welche durch
ein grobes Splitting nicht erreicht werden. So kann z.B. im Rahmen eines 32 Mal 5er Splittings ein ZSG
Los in das Verhéltnis 95 Blocke auf Sdgebohrlinie 1 : 65 Blocke auf Sagebohrlinie 2 erzeugt werden.
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Eine Aufteilung in 10er Blécke bzw. 20er Blocke kann diese Losung nicht generieren. Andererseits ist
der Suchraum wesentlich kleiner und dadurch effizienter absuchbar, wenn nur 8 Lose optimal auf die
Séagebohrlinien aufgeteilt werden miissen als 32.

Im Rahmen der Testlaufe hat sich herausgestellt, dass ein Splitting in 5er Blocke nur sehr geringe
Fitnessvorteile aufweist und sich nicht wesentlich von 10er und auch nicht von 20er Blcken absetzen
kann. Der Grund dafiir kénnte darin liegen, dass der Optimierungsalgorithmus durch den kleineren
Suchraum weniger abgelenkt wird als bei einem uniiberschaubar grolen Suchraum und er dadurch
relativ schnell ein einigermaflen gutes Verhéltnis von z.B. 65:35 findet, wihrend das Optimum z.B. bei
67:33 liegt, aber dieses Optimum auf Grund des damit verbundenen riesigen Suchraums in akzeptabler
Laufzeit gar nicht gefunden wiirde, siehe dazu auch Abschnitt 8.1. Daher wird das Splitting des
Ausgangsdatensatzes in allen Datensétzen beibehalten und nicht veréndert.

7.1.3 Durchfiihrung der Testlaufe

Es werden drei Parametrisierungen vorgeschlagen um das Verhalten der Optimierungsalgorithmen in
Bezug auf die Intensitédt der Suche zu analysieren.

Um eine bessere Vergleichbarkeit der einzelnen algorithmenspezifischen Parametrisierungen zu ge-
wéhrleisten, werden die 3 Parametrisierungen derart gewahlt, dass jedem Algorithmus im Vergleich
mit einem anderen Algorithmus und derselben Parametrisierung (klein/mittel/grof}) ca. gleich viele
Bewertungen fiir die Optimierung einer Kampagne zur Verfiigung stehen.

Fiir die kleine Parametrisierung stehen den einzelnen Algorithmen maximal ca. 180 Bewertungen zur
Verfiigung, fiir die mittlere Suche werden maximal ca. 360 Bewertungen aufgewendet, wihrend der
groflen Suche maximal ca. 540 Bewertungen zur Verfiigung stehen.

Abweichungen von der tatséchlich durchgefithrten Anzahl an Bewertungen entstehen einerseits durch
den zur Verfiigung stehenden Suchraum einer Kampagne, andererseits werden auch bereits bewertete
Reihenfolgen nicht noch einmal bewertet. Da diese Anzahl an generierten Reihenfolgen, welche bereits
bewertet worden sind, fiir alle Algorithmen im Laufe der Optimierung einer Kampagne gleichermafien
zunimmt (auf Grund der Anzahl an durchgefithrten Bewertungen im Vergleich zur Suchraumgrofe),
ist dies ein vernachléssigbarer Faktor in Bezug auf den Vergleich der einzelnen Algorithmen. Derar-
tige Abweichungen kommen auch durch die unterschiedliche Qualitit der Ergebnisse der einzelnen
Optimierungsalgorithmen bzw. stochastische Einfliisse zustande.

7.1.3.1 Die Bedeutung der Toleranzgrenzen

Die Toleranzgrenzen weichen die 'lang vor kurz’ Nebenbedingung auf, indem sie in dem vom Benutzer
bestimmten Toleranzgrad Tauschvorgénge ermoglicht, im Rahmen dessen etwas kiirzere Schienen nach
vorne gereiht werden konnen. Die Laufe wurden mit 0% (strenge Einhaltung der Nebenbedingung)
sowie 20% Toleranz (Abschnitt 7.10) durchgefithrt. Testldufe mit tiber 24% machen meiner Meinung
nach keinen Sinn mehr, weil dann schon Lose mit 60 Meter Schienen hinter Lose mit 45 Meter
Schienen gereiht werden kénnen, was einen groben Verstofl darstellt. Um die Bedeutung von viel
hoheren Toleranzen auszutesten, wurde auch auf einem beispielhaften Datensatz die 'lang vor kurz’
Nebenbedingung deaktiviert, siehe dazu auch die entsprechenden Unterabschnitte in den Abschnitten
7.2 bis 7.7.

7.1.3.2 Zusammensetzung der durchgefiihrten Testlaufe und Wahl der Algorithmen

Die insgesamt 5 verglichenen Optimierungsalgorihmen sollten auf 6 Datensétzen mit jeweils 3 un-
terschiedlichen Parametrisierungen sowie 4 Toleranzgrenzen verglichen werden. Auflerdem sollten
sdmtliche Laufe mit 2 seed Werten fiir die erstellten Zufallsfolgen durchgefiithrt werden. Dies ergibt
eine Gesamtanzahl von 5-6 -3 -4 -2 = 720 Durchlaufen.
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7 Ergebnisse der metaheuristischen Optimierung

Begriindung der Wahl der Algorithmen fiir die Durchfiihrung von Testlaufen anstelle der obigen
Simulationsstudie: Die metaheuristisch zu optimierenden Kampagnen bestehen, berechnet iiber den
Durchschnitt von 6 Datensétzen der durchschnittlichen heuristisch zu optimierenden Kampagnengrofie
eines Datensatzes, aus ca. 10 Losen (exakt: 9.9972 Lose). Einerseits sind fast alle Kampagnen mehr
oder weniger stark von den Nebenbedingungen betroffen und in ihrem Suchraum damit eingeschrénkt,
andererseits sind v.a. kleinere Kampagnen rasch optimiert, wihrend sich auch bei grofieren Kampagnen
mit riesigem Suchraum herausgestellt hat, dass nur ein Bruchteil dieses Suchraumes untersucht werden
muss, um bereits sehr gute Ergebnisse zu bekommen.

Daher wurden diese intensiven Testlaufe nicht durchgefiihrt, weil sich binnen kurzer Zeit herausgestellt
hat, dass der Losungsraum bereits nach sehr wenigen Bewertungen sehr gut optimiert ist und daher
mehr Bewertungen keine bzw. nur minimale Verbesserungen darstellen. Auf Grund dieser Feststellung
wurden fiir das Problem unter den realen Nebenbedingungen Testldufe durchgefiihrt, welche ermitteln
sollen, nach wie vielen Bewertungen die Verfahren stagnieren und nur noch minimale Verbesserungen
erzielen. Intensivere Durchldufe haben auf allen Algorithmen zu keinen “wesentlichen” Verbesserungen
gefiihrt. Die Testlaufe wurden mit Simulated Annealing durchgefiihrt, weil sich dieses Verfahren sehr
gut flir weniger umfangreiche Laufe eignet. Im Gegensatz zum genetischen Algorithmus verzichtet es
auf eine aufwindige Vorabselektion im Rahmen einer Evolutionsstrategie, andererseits eignet es sich,
wie der hybride genetische Algorithmus, sehr gut fiir dieses Auftragsreihenfolgeproblem.

Die iterierte lokale Suche kommt auf Grund der relativ schlechten Gesamtperformance fiir die Testlaufe
nicht in Frage.

Die Variante des ACO wurde nicht fiir Testldufe verwendet, weil sich dieser auf Grund der besonderen
Implementierung der Nebenbedingungen Reihenfolgen zusammenstellt, die zwar giiltige und zuléssige
Losungen darstellen, aber v.a. anfangs eine teils relativ schlechte Fitness aufweisen.

Der evolutionédre Algorithmus liefert durchaus gute Ergebnisse, allerdings lasst sich auf Grund der
kampagnenspezifischen flexiblen Anpassung der Intensitdt seiner Suche nicht festlegen, wie viele
Bewertungen in jede Kampagne verwendet worden sind, weil dies intern im Algorithmus in Abhéngigkeit
von der Kampagnengrofie festgelegt ist.

Parametrisierungen der Testlaufe: Die Testlaufe werden daher fiir Simulated Annealing mit 0%
Toleranz durchgefiihrt. Um die Losungsgiite festzustellen, werden fiir dieses Verfahren viele kleine
Durchlaufe gestartet, welche insgesamt eine Kurve ergeben. Sdmtliche Parametrisierungen 5 - 160
werden mittels Simulated Annealing mit 2 seed Werten durchgefiihrt. Die Ergebnisse werden an-
schliefend gemittelt und auf einer Kurve aufgetragen. Alle Testlaufe wurden unter allen aktivierten
Nebenbedingungen sowie 0% Toleranz durchgefiihrt.

Parametrisierung 0’: Es werden lediglich alle deterministisch zu 16senden Kampagnen zur Génze
optimiert.

Parametrisierung 10: Anfangstemperatur: 12°C, Erstarrungstemperatur: 9°C, Abkiihlungsrate: 0.80, 5
Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 10, Alpha Nachbarschaftsgrofe: 4,
Nachbarschaftsanderungsfaktor: 0.9, Toleranz: 0%

Parametrisierung 20: Anfangstemperatur: 12°C, Erstarrungstemperatur: 8°C, Abkiihlungsrate: 0.90, 5
Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 15, Alpha Nachbarschaftsgrofie: 7,
Nachbarschaftsanderungsfaktor: 0.85, Toleranz: 0%

Parametrisierung 40: Anfangstemperatur: 12°C, Erstarrungstemperatur: 5.5°C, Abkiihlungsrate: 0.90,
5 Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 20, Alpha Nachbarschaftsgrofe: 10,
Nachbarschaftsanderungsfaktor: 0.70, Toleranz: 0%

Parametrisierung 80: Anfangstemperatur: 12°C, Erstarrungstemperatur: 5.5°C, Abkiithlungsrate: 0.90,
10 Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 30, Alpha Nachbarschaftsgrofie: 12,
Nachbarschaftsanderungsfaktor: 0.70, Toleranz: 0%
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Parametrisierung 160: Anfangstemperatur: 12°C, Erstarrungstemperatur: 4.5°C, Abkiihlungsrate: 0.90,
16 Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 40, Alpha Nachbarschaftsgrofie: 15,
Nachbarschaftsanderungsfaktor: 0.60, Toleranz: 0%

Im Rahmen der Parametrisierung 160 wurde teilweise auch die Variante mit 5.5°C sowie 20 Wiederho-
lungen je Temperaturzustand getestet, jedoch ohne nennenswerten Anderungen.

Der relativ hohe Delta Skalierungsfaktor bei den intensiveren 80 und 160 Parametrisierungen gewéhr-
leistet, dass v.a. bei hohen Temperaturen auch noch Fitnesswerte, welche um z.B. 500 schlechter sind
als das derzeitige Optimierungsniveau, akzeptiert werden. Dabei muss man auflerdem bedenken, dass
es sich um relativ groe Fitnesswerte in der Hohe von 4 - 10% handelt, in dieser Relation ist eine um
500 schlechtere Losung nicht viel schlechter.

Im Zuge der Durchfithrung der Testldufe muss an dieser Stelle festgehalten werden, dass die Ergebnisse
der Parametrisierung 160 von Simulated Annealing mit einer &hnlichen Parametrisierung eines hybriden
genetischen Algorithmus verglichen worden sind (10 Iterationen zu 15 Individuen, 1 Individuum fir
lokale Suche, Mutations Rate: 0.95, Crossover Rate: 0.20) bzw. mit dem Ant Colony System. Da mit
diesen Algorithmen keine signifikanten Abweichungen aufgetreten sind, werden diese Ergebnisse zu
den Testlaufen von Simulated Annealing dazugezdhlt. Es treten jedoch sehr wohl stochastisch bedingt
Anderungen auf, wobei der Einfluss der Stochastik nur durch den Einsatz von sehr vielen (> 100 )
seed Werten zu minimieren ist. An dieser Stelle sei auch angemerkt, dass zur Erstellung eines Punktes
in der Kurve mindestens 2, meistens jedoch mehr seed Werte verwendet worden sind, um einigermaflen
verlédssliche Kurvenverlaufe zu erhalten. Ich mochte auch anmerken, dass die Stochastik gerade bei
wenigen seed Werten doch einen erheblicheren Einfluss auf das konkrete Optimierungsergebnis hat
als die Auswahl des Algorithmus, dies gilt v.a. fiir die weniger umfangreichen Parametrisierungen. Ab
der Parametrisierung 160 sind die Unterschiede bedingt durch andere seed Werte geringer einzustufen,
genauso wie die unterschiedlich erzielten Ergebnisse im Rahmen der Auswahl eines anderen Algorithmus.

Parametrisierungen der Testldufe im Rahmen der Deaktivierung von Nebenbedingung 3: An-
schliefend werde die Algorithmen unter einem virtuell vergréfierten Suchraum verglichen, im Rahmen
dessen sie sich auch vergleichen lassen. Der Grund dafiir liegt darin, dass durch das Wegfallen der lang
vor kurz Nebenbedingung mehrere Lose existieren konnen (je nach Datensatz), die nun an mehereren
Stellen als zuvor platziert werden koénnen, was unter den realen Gegebenheiten nicht moglich ist.

Parametrisierung 160: Anfangstemperatur: 12°C, Erstarrungstemperatur: 5.5°C, Abkihlungsrate: 0.90,
20 Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 40, Alpha Nachbarschaftsgrofie: 15,
Nachbarschaftsanderungsfaktor: 0.60, Toleranz: 0%

Simulated Annealing 320: Anfangstemperatur: 12°C, Erstarrungstemperatur: 5.5°C, Abkiihlungsrate:
0.90, 40 Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 40, Alpha Nachbarschaftsgrofe:
15, Nachbarschaftsinderungsfaktor: 0.60, Toleranz: 0%

Simulated Annealing 600: Anfangstemperatur: 12°C, Erstarrungstemperatur: 5.5°C, Abkiihlungsrate:
0.95, 40 Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 40, Alpha Nachbarschaftsgrofie:
15, Nachbarschaftsdnderungsfaktor: 0.65, Toleranz: 0%

Hybrider genetischer Algorithmus 500: 20 Iterationen, 25 Individuen, Crossover Rate: 0.20, Mutations
Rate: 0.90, Alpha Wert: 15, Elitismus Individuen: 4, Anzahl Individuen fiir lokale Suche: 2 (3)

Hybrider genetischer Algorithmus 600: 20 Iterationen, 30 Individuen, Crossover Rate: 0.20, Mutations
Rate: 0.90, Alpha Wert: 15, Elitismus Individuen: 5, Anzahl Individuen fiir lokale Suche: 5

7.1.3.3 Reprasentation und Darstellung der Ergebnisse
Um eine Ubersichtlichkeit der Ergebnisse gewihrleisten, wird nur der optimale Fitnesswert, das sich

daraus ergebende Kostenreduktionspotenzial sowie die Gesamtdurchlaufzeit der besten Reihenfolge
ausgegeben.
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Auf eine Ausgabe der Fitnesswerte aller optimierten Kampagnen sowie eine detaillierte Losungsdarstel-
lung inklusive Abbildungen der Losung (Gegentiberstellung der Ausgangsreihenfolge mit der optimierten
Reihenfolge, Vergleich der Auslastungszustéinde der Railman Aggregate der Ausgangsreihenfolge mit
der optimierten Reihenfolge, etc,...) wird verzichtet, da diese Informationen gesammelt im optimalen
ResultRating bzw. prinzipiell jedem ResultRating neben dem Fitnesswert dargestellt sind. Aus der
Summe dieser Informationen setzt sich der Fitnesswert zusammen, siehe auch Abschnitt 2.2.

Samtliche in den folgenden Abschnitten présentierten Ergebnisse wurden in Bezug auf die Einhaltung
der gestellten Nebenbedingungen kontrolliert und mittels Abbildungen protokolliert.

Beispiel betreffend die Visualisierung eines Ergebnisses: Die folgende Visualisierung ist zweckdien-
lich fiir alle anderen Durchliufe um einen Uberblick und einen Vergleich einer Ausgangsreihenfolge
mit einer optimierten Reihenfolge zu geben. In den folgenden beiden Abbildungen 7.1 und 7.2 sieht
man deutlich die Unterschiede in der Auftragsreihenfolge der Ausgangssequenz mit der optimierten
Auftragsreihenfolge innerhalb der einzelnen Kampagnen.
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7 Ergebnisse der metaheuristischen Optimierung

Auftrage | pggregate | Pufferspeicher

19,11.2009 13:26: 13 Bewertung
Simulationsbeginn: 05, 10,2009 17:11:53

Simulationsende: 10.10,2009 09:09: 24

Doaer: 4d 15:57:31

Fitness Yalue: 624375,00

Asc, ... | LotId i Praofil Qualitak Schnittrmus. .. Z5 ZEE Lieferdaturm Fertigstellungs. ..
i} 1 122724-4 o YI49E1 Tormal £x18000 ¥ 01.10,2009 Keine Daten vo...
1 2 1228855 o YIoOEL H=H Z2x60000 07, 10,2009 05, 102009
2 2 121900-64 1] VIGOEL Eainit Z2x27000 31122009 05 102002
3 2 122885-54 o YIeOEL H5H Z2x60000 252 »* | Ek4 . 07, 10,2009 keine Daten wo...
2k 2 1228385-508 2 YIBOEL HEH Zx60000 T * EK4 » 07, 10,2009 05, 10,2009
= 2 121900-644 1 YIoOEL Bainit 2x27000 31122009 05, 102009
& 3 121915-180 23 RIS3R1 Tormal Gx18000 05, 10,2009 06, 10,2009
7 3 123112-3 3 RIE3R1 Marmal Ex15000 k 05.10.2009 06, 10,2009
3 3 123130-1 5] RIS3R1 Marmal 6x18000 ¥ 12.10.2009 06, 10,2009
9 3 123051-1 a0 RIS3R1 Marmal 7=15000 3 k 15,10, 2009 06, 10,2009
i0 4 123023-1 111 YIGOEL HSH 3=36000 09, 10,2009 06, 1002009
ek 4 122885-5A00 64 YIGOEL H5H 2x60000 07, 10,2009 O, 10,2002
12 4 121591-128 20 YIGOEL H5H 2=60000 13102009 07, 10,2009
13 4 121591-127 40 YIGOEL H3H 2x60000 12.10.2009 07, 10:.2009
14 4 123037-2 5] YIGOEL H5H Sx22350 19.10.2009 07, 102002
15 5 1230585-4 48 RIS9RZ2 H5H 6x18000 k 07, 10,2009 07, 10,2009
16 5 121915-193 12 RIS9R.Z H5H gx158000 ¥ 15.10.2009 07, 10,2009
17 5 121915-192 15 RIS9RZ Tormal 6x18000 3 k 15, 10,2009 07, 10,2009
13 5 121868-13 25 RIS9RZ2 Tormal Gx18000 12,10.2009 07, 10,2009
19 5 121868-15 4 RIS9RZ Tormal 618000 k 12,10.2009 07.10,2009
20 5 121868-14 3 RIS9RZ2 Tormal Gx18000 ¥ 12,10.2009 07, 10,2009
21 5 121868-17 4 RIS9RZ2 Nl;lrmal Gx18000 3 k 19, 10,2009 07, 10,2009
22 & 123036-3 17 RISSR1 Mormal Bx18000 09, 10,2009 07 102009
23 & 123056-2 4 RISSR1 Tormal Gx18000 09.10.2009 07 102009
24 712281535 11 FSMRSE7 4 Tormal Fx12000 ¥ 30.09,2009 07, 10,2009
25 71228134 11 FSMRSE74 Marmal F=12000 3 k 07, 10,2009 05, 10,2009
26 71228137 11 FSMRSE74 Marmal F=12000 14,10, 2009 07, 10,2009
27 71228139 10 FSMRSE7 4 Marmal F=12000 k 28.10,2009 03,10, 2009
28 71228138 11 KSMRSE7 4 Marmal F=12000 ¥ 21.10.2009 07, 10,2009
29 7 122813-10 11 FSMRSE74 Marmal F=12000 3 k 04.11.2009 05, 10,2009
30 712281311 10 FSMRSE74 Marmal F=12000 11.11. 2009 03, 10,2009
31 712281313 5] FSMRSE7 4 Marmal F=12000 k 24.11.2009 03, 10,2009
32 7 122813-12 2 FSMRSE7 4 Marmal Fx12000 ¥ 15,11, 2009 05, 10,2009
| 8 1228585-4 223 YISAR4S Marmal Z2x60000 07.10.2009 0&, 10,2009
34 g 122885-3 125 YISAR4E HaH Z2x60000 07, 10,2009 09 10,2002
35 9 121900-71 5 YIRES H5H 3=30000 k 31.12.2009 09, 10,2009
36 9 121900-65 9 YIRES H5H 4x25000 i 31.12.2009 09, 10,2009
37 10 122406-4 10 RIS4E2 Tormal Bx18000 st | * EK1 b 22.10.2009 09, 102009
35 10 122406-4_ 10 RIS4G2 Mormal Bx18000 252 » EKZ - 22, 10,2009 09 102009
39 10 1224064 10 RIS4G2 Tormal Bx18000 251 »* | EK1 S 22,10.2009 09.10.:2009
40 10 122406-4_ 10 RIS4G2 Tormal Bx18000 T » EKZ » Z2.10.2009 09, 10,2009
41 10 122406-4_,.. 10 RIS4E2 Tormal Bx18000 st | * EK1 b 22.10.2009 09, 10: 2009
42 10 122406-4 ... 17 RIS452 Marmal Ex18000 £52 » [EKZ o 22.10.2009 09 102009
43 10 122406-4_ ... 10 RIS452 Tarmal 618000 751 * | EKL Bl 22,10.2009 09, 10,2002
44 10 122406-4_,.. 18 RIS45:2 Marmal Bx18000 52 * EK2 b 22102009 09,10, 2009
45 10 121915-174 20 RIS452 H3H £x18000 06, 10,2009 09, 10,2009
45 11 121591-143 44 YISOES Marmal 2=60000 15,10, 2009 09, 10,2009
47 11 121591-142 44 YISOES Marmal 2=60000 k4 14,10, 2009 10,10, 2009
45 11 122953-2 12 YISOES H5H 4x24821 ¥ 26.11.2009 10, 10,2009
49 11 122727-2 12 YISOES H5H 4x24821 3 k 27.10,2009 10,10, 2009
50 11 123075-1 12 YISOES H5H 4z24821 04.11.2009 10, 10,2009
=1 11 123075-2 11 YISOES H5H 4=24821 k 25.01.2010 10,10, 2009
52 11 122794-3 g YISOES H5H 18x6700 ¥ 01.10.2009 10,10,2009

Abb. 7.1: Auftragsreihenfolge der Ausgangssequenz
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7 Ergebnisse der metaheuristischen Optimierung

Auftrige | Aggregate | Pufferspeicher |
Auftragsliste
Simulationsbeginn:  05,10.2009 17:11:53
Simulationsende: 10,10.2009 11:05:29

Crauer: 4d 17:53:36

Fitniess Value: 596683,00

fsc. W... Lotid . Profil Qualitat Schnittmus. .. s ZEK LieFerdatum Fertigstellungs...
0 1 122724-4 0 YI49E1 Wormal 316000 [ 01.10.2009 Keine Daten vo..,
1 2 1228855 (] YIGDEL H5H 2x60000 i "07.10.2009 05.10.2009
- 2 121900-64 ] VISOEL Bainit Zx27000 1 31.12.2009 05,10,2009
4 2z 122835-5A4 2 WIeOE] HEH Zx60000 251 v EKI v 07.10.2009 05.10,2009
+ 2 121900-644 1 VIBDEL Erainit Zx27000 £ 31.12.2009 05.10.2009
5 2 122685-5A 1] WIBDE ] HH 260000 252 ~ EK4 - -07.10, 2009 Keine Daten vo...
[ 3 121915-180 23 RIS3R1 Waormal 6316000 Ef2 05.10,2009 06.10.2009
7 3 123130-1 g RIS3R1 Narmal 6x18000 : i 12.10,2009 06.10.2009
8 3 123112-3 3 RIS3R1 Normal 6316000 El 05.10,2009 06.10.2009
9 3 123081-1 80 RIS3R1 Narmal 7x15000 i 15.10.2009 06.10.2009
10 4 121591-128 200 VIGDEL HSH Zx60000 EX 13.10.2009 06.10.2009
1 4 123023-1 111 YIGOEL H5H 3x36000 - 09.10,2009 06.10.2009
i2 4 122885-5A84 64 VIGOEL HSH 2x60000 ¥ 07.10,z009 07.10.2009
13 4 121591-127 40 WIGOEL HsH 2260000 i 12.10.2009 07.10.2009
1% 4 1230372 [ WIGOEL HSH Sx2ZZ350 g 19.10.2009 07.10.2009
15 5 123085-4 48 RISGRZ HEH 618000 I 07.10.2009 07.10.2009
16 5 121915-193 12 RIS9R2 H5H 6x18000 S 15.10,2009 07.10.2009
17 5 121915-192 18 RISSRZ Mormal 615000 i 15.10,2009 07.10.2009
18 S 121868-13 25 RIS9RZ Normal 6x18000 t 12.10,2009 07.10.2009
19 5 121868-17 4 RIS9RZ Marmal 6316000 El 18.10,2009 07.10.2009
20 5  121868-14 3 RIS9R2 Normal 6x15000 12.10,2009 07.10.2009
21 5 121868-15 4 RIS9R2 Narmal 615000 i 12.10,2009 07,10.2009
22 & 1230362 4 RISHRI HNormal 6x18000 i 09.10,2009 07.10,2009
23 6 123036-3 17 RISSR1 Narmal 618000 i [09.10.2009 07.10.2009
24 7 1228135 11 KSMRSE7A Narmal 712000 3 El 30.09,2009 07.10.2009
25 7 122813-13 6 KSMRS&TA Harmal 712000 El 24.11,2009 08.10.2009
2 7 1228137 11 KSMRSE7A Normal 712000 Ef 14.10,2009 07,10.2009
b 7 1228138 11 KSMRSS74 Marmal 7212000 El 21.10,2009 08.10.2009
28 7 122B13-12 2 KSMRSaTA Warmal 7x12000 [ 18.11,2009 08.10.2009
29 7 12281511 10 KSMRSETA Marmal 7212000 11.11,2009 08.10.2009
30 7 1228139 10 KSMRS374 Normal 7x12000 28.10,2009 03.10.2009
31 7 1228136 11 KSMRSE74 Normal 712000 i 07.10,2009 08.10.2009
32 7 122813-10 11 KSMRSS74 Normal 712000 i 04.11,2009 08.10.2009
33 8 1278854 223 VISAR4S Normal Zx60000 i 67.10.2009 09.10.2009
3 8 1226853 128 VISAR4S HsH 2xE0000 ¥ 07.10.2009 09,10.2009
35 9 121900-68 g YIRGS HSH 4x25000 ¢ [ 31.12.2009 09.10.2009
3 9 121900-71 5 YIRES H5H 330000 ] i 31.12,2009 09,10.2009
a7 10 122406-4 10 RIS4G2 Mormal 6x18000 251 * EKI ~ 22.10.2009 09,10.2009
38 10 122406-9_ 10 RIS4G2. Normal 6x18000 (252  ~ EK2  ~  22,10.2009 09,10.2009
k] 10 122406-4__ i RIS4GE Hormal 6x18000  Z51 ~ EE1 > 22.10.2009 09.10.2009
40 10 1224064 10 RIS4GZ Narmal 6x18000  Z51 * EK1 v | 22102009 09.10.2009
41 10 1224069 ... 10 RIS4GZ Mormal 6x16000 251 ~ EK1 v 22.10/2009 09.10.2009
42 10 122406-4_... 17 RI54G2 Normal 6x18000 752 2~ EKZ2 o~ 22102009 09.10.2009
43 10 1224064_... 10 RIS4GE Normal 6x18000 251  ~ EKI ~ | 22.10.2009 09.10.2009
a4 10 122406-4_... 18 RIS4GZ Rormal 618000 252 * EK2 bl ‘22.10:2009 09, 10,2009
45 10 121915-174 20 RI4GZ HSH 6318000 06.10.2009 09.10.2009
46 11 121591-142 W4 YISOES Narmal 2x60000 El 14.10,2009 10.10.2009
47 11 121991-143 44 YISOES Mormal 2%60000 El 15.10,2009 10.10.2009
48 11 1230751 12 YISOES HSH 4324821 I 04.11, 2008 10.16.2009
44 11 1230752 11 YISOES HSH 4x24821 25.01,2000 10.10.2009
50 11 1229532 12 VISOES HsH 4x24821 1 i 26.11,2009 10.10.2009
51 11 1z2727-2 12 YISOES HsH 4x24821 ¢ E} 27.10,2009 10,10.2009
52 11 1227943 8 VISOES HsH 1826700 E} 01.10,2009 10.10.2009

Abb. 7.2: Auftragsreihenfolge der optimierten Reihenfolge

Im folgenden Visualisierungsbeispiel werden auch die im Rahmen der Fitnesswertberechnung wichtigen
Hauptpufferspeicher Railman 1 und Railman 2 in der Ausgangsreihenfolge (siehe Abb. 7.3) sowie in der
optimierten Reihenfolge (siehe Abb. 7.4) dargestellt. Die Ponale beziiglich der Termintreue (siehe auch
Abschnitt 2.2 bzw. Abb. 2.1) errechnet sich in Sekundengenauigkeit mittels der Differenz zwischen
Fertigstellungstermin und Lieferdatum. Die beiden Zeitpunkte sind nur in der Visualisierung lediglich
in Tagegenauigkeit dargestellt um einen raschen Uberblick iiber diesen Sachverhalt geben zu kénnen.
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| Auftrage | Aggregate | Pufferspeicher |

Gosamtcberic v |pe e | g |
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|-—RM2, 19.11,2009 13:52:33 BeweriLng. —RM1, 19, 11,2009 13:59:33 BewertLig |

Abb. 7.3: Auslastungszusténde des Railman 1 und Railman 2 Aggregates in der Ausgangsreihenfolge

Wenn man Abb. 7.3 und 7.4. miteinander vergleicht, sieht man deutlich, dass die Pufferzustéinde von
Railman 1 und 2 in der optimierten Reihenfolge in bestimmten Zeitbereichen teils deutlich geringer und
dadurch besser, weil ndher am Optimum, sind. Diese Zusténde haben einen erheblichen Anteil an der
Fitnesswertreduktion. Die Feststellung, dass die Produktion im Rahmen der optimierten Reihenfolge
ca. 2 Stunden lédnger dauert, ist in diesem Fall vernachldssigbar gering. Im Rahmen der gesamten
Optimierung aller Kampagnen ist i.d.R. eine deutliche Gesamtdurchlaufzeitverkiirzung im Umfang
von einigen Prozentpunkten feststellbar, welche tiber jede einzelne optimierte Kampagne aufsummiert
worden ist.
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Abb. 7.4: Auslastungszustinde des Railman 1 und Railman 2 Aggregates in der optimierten Reihenfolge

7.2 Simulationsergebnisse auf Datensatz 1

Datensatz 1 (Simulation200911051233_ rsteri) ist zeitlich betrachtet der aktuellste Datensatz und
besteht aus 28 Kampagnen. Der Betrachtungszeitraum liegt zwischen dem 5.11.2009 (12:33:15) und
dem 16.12.2009 (20:44:36)

Die Simulationsdauer bzw. die bendtigte Gesamtdurchlaufzeit der Ausgangsreihenfolge betrégt: 41
Tage, 8 Stunden, 11 Minuten, 21 Sekunden (=992,18 Stunden)

Der Fitnesswert der Ausgangssequenz aller 28 Kampagnen betrégt: 3.495.337.
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7 Ergebnisse der metaheuristischen Optimierung

Spezifische Charakteristika dieses Datensatzes: Aus Sicht der Optimierung besteht dieser Datensatz
aus einer deterministisch zu optimierenden Kampagne (Kampagne 14) sowie 6 Kampagnen mit insgesamt
7 kleineren und groBeren ZSG Losen. Dadurch erhilt die Anderung der Zielsiige einen erheblichen
Einfluss auf die Optimierung. Der Einsatz von Toleranzen vergroflert zwar den Suchraum einiger
Kampagnen (3, 13), insgesamt bleibt der Einsatz von Toleranzen von z.B. 20% vernachlassigbar
gering und kann - abgesehen von weiteren Storeffekten, welche sich durch die kampagneniibergreifende
Optimierung ergeben, vernachléssigt werden. 12 Kampagnen bestehen aus jeweils einem Los, somit
bleiben 15 Kampagnen fiir die metaheuristische Optimierung. Die Kampagnen 2,3,4,5 und 13 kénnen
ein wenig vom Einsatz von Toleranzen profitieren.

Die metaheuristischen Kampagnen haben eine mittlere Grofle von ca. jeweils 8,93 Losen. (148 Lose—(
12:1 + 1-2) = 134 Lose / 15 Kampagnen = 8,93 Lose je heuristisch zu optimierende Kampagne) Der
Datensatz zdhlt daher zu den einfacher zu optimierenden Datensétzen.

7.2.1 Fitnessverlauf von Simulated Annealing auf diesem Datensatz unter realen
Bedingungen

Obwohl es nur eine deterministisch zu optimierende Kampagne gibt (Kampagne 14), hat diese bereits
erheblichen Einfluss auf das Gesamtoptimum. Es handelt sich bei dieser aus 2 Lose gleicher Giiteklasse
und Lénge (Lose mit 24 Meter Schienen) bestehenden Kampagne um 2 Lose mit sehr vielen Blocken,
wodurch auf Grund der relativ kurzen Schienenldnge auch relativ viele Schnitte an den beiden
Sagebohrlinien notwendig werden.

In Abb. 7.5 zeigt sich, dass bereits nach relativ wenigen Bewertungen je Kampagne der Grofiteil
optimiert ist. Diese Annahme wird dadurch bestétigt, dass es keine riesigen Kampagnen mit mehr als 20
Losen in diesem Datensatz gibt und die Nebenbedingungen die mittelgrofien Kampagnen relativ stark
einschranken. Das Optimierungspotenzial, welches von der besten Reihenfolge erzielt wird, betragt auf
diesem Datensatz ca. 4,23%

3.550.000
- Simulated Annealing: Fitnessverlauf nach Anzahl Bewertungen
3.500.000

3.440.185

3.450.000

3.376.000

3.400.000

Fitness

3.353.000
3.350.000 3.347.500

3.300.000

3.250.000
initial 0'(det.opt.) 10 20 40 80 160

Anzahl Bewertungen je Kampagne

Abb. 7.5: Fitnessverlaufskurve fiir Datensatz 1

7.2.2 Ergebnisse bei Deaktivierung von Nebenbedingung 3

Im Rahmen der Parametrisierung hybrider genetischer Algorithmus 500 wurde einmal ein Fitnesswert
von 3.340.230 sowie einmal (leicht modifiziert) ein Fitnesswert von 3.335.314 erreicht. Dies entspricht
einem Gesamtkostenreduktionspotenzial von 4,52% sowie einer zusétzlichen Kostenreduktion von 0.29%
bei Wegfallen von Nebenbedingung 3. Dieses zusétzliche Einsparungspotenzial ist aulerordentlich gering.
Dies resultiert auch daraus, dass der Datensatz tiber relativ kleine Kampagnengrofien, die ihrerseits
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durchschnittlich weniger von dem Einsatz von Toleranzen bzw. vom Wegfall der Nebenbedingung 3
profitieren.

7.3 Simulationsergebnisse auf Datensatz 2

Datensatz 2 (Simulation20090910051711_rsteri_online.xls) ist zeitlich betrachtet ein relativ neuer
Datensatz und besteht aus 32 Kampagnen. Der Betrachtungszeitraum liegt zwischen dem 15.10.2009
(17:11:53) und dem 11.11.2009 (03:49:56)

Die Simulationsdauer bzw. die bendtigte Gesamtdurchlaufzeit der Ausgangsreihenfolge betriagt: 36
Tage, 11 Stunden, 38 Minuten, 3 Sekunden

Der Fitnesswert der Ausgangssequenz aller 32 Kampagnen betragt: 3.444.169

Spezifische Charakteristika dieses Datensatzes: Der Datensatz besteht aus 4 deterministisch zu
optimierenden Kampagnen, welche aus jeweils 2 Losen bestehen. Insgesamt gibt es 11 Kampagnen mit
jeweils einem Los, daher verbleiben 17 Kampagnen fiir die metaheuristische Optimierung.

Die metaheuristischen Kampagnen haben eine mittlere Grofle von ca. jeweils 7,71 Losen. (150 Lose—(
11-1 + 4-2) = 131 Lose / 17 Kampagnen = 7,71 Lose je heuristisch zu optimierende Kampagne) Dieser
Datensatz ist damit der von der Grofle betrachtet der am einfachsten zu optimierende Datensatz.

Auflerdem ist der Datensatz von insgesamt 5 Kampagnen mit jeweils einem ZSG Los gekennzeichnet
sowie relativ wenigen Losen mit verschieden langen Schienen je Kampagne. Der Einsatz von Toleranzen
macht auf diesem Datensatz daher keinen Sinn. Weiter schrénkt die ’lang vor kurz’ Nebenbedingung
den Suchaum auf Grund dieser Tatsache relativ wenig ein.

Der Suchraum auch kleinerer Kampagnen (Kampagne 7, welche iiber 9 Lose verfiigt, welche durch
die Nebenbedingungen in Bezug auf ihre Tauschmdoglichkeiten nicht eingeschrankt werden, hat einen
Suchraum, der eine Grofie von 9! besitzt) ist auf diesem Datensatz verbliiffend grof, z.B. die Kampagnen
20 und 21, welche ausschliellich bzw. im zweiteren Falle grofiteils aus dem ZSG Los bestehen. Abgesehen
von einer Tauschmoglichkeit in Kampagne 3 bzw. 9 (deterministische 2 losige Kampagne, welche fiir
einen Tauschvorgang eine Toleranz von 20% bendtigt) &dndert der Einsatz von Toleranzen im Rahmen
von bis zu 24% nichts an der Suchraumgrofe.

7.3.1 Fitnessverlauf von Simulated Annealing auf diesem Datensatz unter realen
Bedingungen

Abb. 7.6 liefert eine Zusammenfassung der erreichten Ergebnisse. Obwohl auf den 4 deterministisch
zu optimierenden Kampagnen praktisch kein Optimierungspotenzial besteht, ist dieses Potenzial auf
den metaheuristisch zu optimierenden Kampagnen verbliiffend grof3, sowohl nach Testlaufen mit sehr
kleinen Parametrisierungen je Kampagne als auch im Rahmen von intensiveren Simulationsldufen. Im
Rahmen dieser umfangreicheren Durchldufe (160 Bewertungen, siehe 7.1.3.2) wurde ein Fitnesswert
(gemittelt) von 3.151.000 erreicht, dies entspricht einer um ca. 8,51% besseren Fitness gegentiber der
Ausgangsreihenfolge. Da in diversen langeren Léufen keine besseren Ergebnisse mehr erreicht worden
sind, ist damit wohl eine sehr gute Losung in der Néahe des globalen Optimums erreicht.
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Abb. 7.6: Fitnessverlaufskurve fiir Datensatz 2

7.3.2 Ergebnisse bei Deaktivierung von Nebenbedingung 3

Datensatz 1 erreicht mit der Parametrisierung Simulated Annealing 600 eine Fitness von 3.115.357
sowie mit der Parametrisierunge hybrider genetischer Algorithmus 600 eine Fitness von 3.114.849.
Man erkennt, dass hier beide Verfahren bereits konvergiert sind und bei neuen Durchldufen v.a.
stochastisch bedingte Unterschiede bedingt durch andere Seed Werte auftreten. Stochastisch bedingt
kénnen einzelne Durchldufe an die 3.100.000 Grenze herankommen. Zusammenfassend léasst sich in
Bezug auf diesen Datensatz sagen, dass das zusétzliche Kostenreduktionspotenzial bei Weglassen der
Nebenbedingung gering ausfillt. Es betragt insgesamt 9,56%, was einer 1,05% Verbesserung gegeniiber
realen Bedingungen entspricht.

7.4 Simulationsergebnisse auf Datensatz 3

Datensatz 3 (Simulation200909220828 rsteri.xls) ist zeitlich betrachtet ein aktueller Datensatz und
besteht aus 34 Kampagnen. Der Betrachtungszeitraum liegt zwischen dem 22.9.2009 (8:28:29) und
dem 5.11.2009 (9:00:20)

Die Simulationsdauer bzw. die bendtigte Gesamtdurchlaufzeit der Ausgangsreihenfolge betragt: 44
Tage, 1 Stunde, 31 Minuten, 51 Sekunden

Der Fitnesswert der Ausgangssequenz aller 34 Kampagnen betrégt: 4.439.166

Spezifische Charakteristika dieses Datensatzes: Dieser Datensatz besteht aus 12 Kampagnen mit
jeweils einem Los sowie 5 deterministisch zu optimierenden Kampagnen, damit verbleiben 17 Kampagnen
fiir die metaheuristische Optimierung. Auflerdem ist der Datensatz durch 7 Kampagnen mit insgesamt
8 kleineren und gréBeren ZSG Losen gekennzeichnet, wodurch die Anderung der Zielsiige einen
entsprechenden Anteil an der Gesamtoptimierung ausmacht. Die metaheuristischen Kampagnen haben
eine mittlere Grole von ca. jeweils 11,12 Losen. (190 Lose—( 12-1 + 4.2 +1-3) = 189 Lose / 17
Kampagnen = 11,12 Lose je heuristisch zu optimierende Kampagne) In Bezug auf die durchschnittliche
Kampagnengrofle scheint dieser Datensatz schwerer zu optimieren zu sein. Die Auswirkung von
Toleranzen ist auf diesem Datensatz vernachléssigbar gering, lediglich die Kampagnen 4,6,9 und 13
kénnen ein wenig davon profitieren.

101



7 Ergebnisse der metaheuristischen Optimierung

7.4.1 Fitnessverlauf von Simulated Annealing auf diesem Datensatz unter realen
Bedingungen

Waéhrend in den deterministischen Kampagnen nichts zu optimieren ist, wird in den metaheuristisch
zu optimierenden Kampagnen schon im Rahmen von jeweils sehr kleinen Parametrisierungen ein
Optimierungspotenzial von ca. 10% erreicht. Die beste Reihenfolge im Rahmen eines intensiveren
Durchlaufs erzielt eine Verbesserung im Umfang von ca. 11,36%.

Abb. 7.7 liefert eine Zusammenfassung der erreichten Ergebnisse. Im Rahmen der intensiveren Durch-
laufe (160 Bewertungen, siehe 7.1.3.2) wurde ein Fitnesswert von 3.935.000 erreicht. Da in diversen
umfassenderen Léufen (30 Individuen zu 20 Iterationen bei einem HGA bzw. 30 Ameisen zu 20 Iteratio-
nen beim ACO) bei aktivierten Nebenbedingungen keine besseren Ergebnisse mehr erreicht worden sind,
kann nach die Optimierung nach wenigen hundert Bewertungen je Kampagne abgebrochen werden. Ver-
gleiche mit einem hybriden genetischen Algorithmus dhnlich umfangreicher Parametrisierung brachten
sehr dhnliche Ergebnisse. 4 Kampagnen kénnen von dem Einsatz von Toleranzen auf diesem Datensatz
ein wenig profitieren. Verbliiffend bleibt die Tatsache, dass offensichtlich je Kampagne auflerordentlich
wenige Positionen (1 - 3) verdndert werden miissen im Vergleich zur Ausgangsreihenfolge, sonst konnte
man kaum nach bereits derart wenigen Bewertungen (z.B. 10 - 20) bereits den Grofteil optimiert
haben.
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Abb. 7.7: Fitnessverlaufskurve fur Datensatz 3

7.4.2 Ergebnisse bei Deaktivierung von Nebenbedingung 3

Datensatz 3 erreicht sein bestes Einzelergebnis mit der Parametrisierung hybrider gentischer Algorithmus
600, welches einen Fitnesswert von 3.771.466 erzielt. Dies entspricht einem gesamten Kostenreduktions-
potenzial von 15,04%. Dahinter reihen sich diverse kleinere Parametrisierungen mit jeweils schlechteren
Ergebnissen ein. Jedenfalls profitiert dieser Datensatz deutlich durch den Wegfall von Nebenbedingung
3, das zusatzliche Kostenreduktionspotenzial betragt ca. 4%.

7.5 Simulationsergebnisse auf Datensatz 4

Datensatz 4 (Simulation.xls) ist der zeitlich betrachtet élteste Datensatz und besteht aus 32 Kampagnen.
Der Betrachtungszeitraum liegt zwischen dem 20.3.2008 (08:05:07) und dem 1.5.2008 (14:28:47)

Der Fitnesswert der Ausgangssequenz aller 32 Kampagnen betrégt: 4.019.939
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Die Simulationsdauer bzw. die bendtigte Gesamtdurchlaufzeit der Ausgangreihenfolge betréigt: 42 Tage,
5 Stunden, 23 Minuten, 40 Sekunden

Spezifische Charakteristika dieses Datensatzes: Dieser Datensatz besteht aus 9 Kampagnen mit
jeweils einem Los sowie 8 deterministisch zu optimierenden Kampagnen, damit verbleiben 15 Kampagnen
fiir die metaheuristische Optimierung. Aulerdem besteht der Datensatz aus insgesamt 12 kleineren und
grofleren ZSG Losen, welche sich iiber insgesamt 8 Kampagnen erstrecken. Demnach ist der Einfluss
der Anderung der Zielsigen im Rahmen der gesamten Optimierung beachtlich. Die metaheuristischen
Kampagnen haben eine mittlere Gréfie von ca. jeweils 12,60 Losen. (218 Lose—( 9-1 + 4-2+4-3) = 189
Lose / 15 Kampagnen = 12,60 Lose je heuristisch zu optimierender Kampagne) Der Datensatz ist
durch diese verhéltnisméafig groflen Kampagnen schwerer zu optimieren. Die Kampagnen 2,4,5,6,12,19
profitieren von dem KEinsatz von Toleranzen ein wenig.

7.5.1 Fitnessverlauf von Simulated Annealing auf diesem Datensatz unter realen
Bedingungen

Im Rahmen der Ergebnisse ist aufféllig, dass trotz der Moglichkeit von 8 deterministisch zu op-
timierenden Kampagnen das Optimierungspotenzial relativ gering ausféllt. Die beste Reihenfolge
mit einem Fitnesswert von 3.864.000 bringt ein Verbesserungspotenzial von 3,88% gegeniiber der
Ausgangsreihenfolge, siehe Abb. 7.8. dazu.
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Abb. 7.8: Fitnessverlaufskurve fiir Datensatz 4

7.5.2 Ergebnisse bei Deaktivierung von Nebenbedingung 3

Mittels Simulated Annealing Parametrisierung 320 wurden hier 3.851.697 erreicht, eine umfangreichere
hybride genetische Parametrisierung 600 erzielt 3.849.084. Damit fallt das zusétzliche Kostenredukti-
onspotenzials dieses Datensatzes auflerordentlich gering aus. Dieses betragt insgesamt 4,25% und stellt
somit ein zusétzliches Potenzial in der Hohe von ca. 0,37% dar.

7.6 Simulationsergebnisse auf Datensatz 5

Datensatz 5 (Simulation20090904917 gedndert_ rsteri.xls) ist der zeitlich betrachtet ein aktueller
Datensatz und besteht aus 27 Kampagnen. Der Betrachtungszeitraum liegt zwischen dem 4.9.2009
(10:56:57) und dem 19.10.2009 (22:25:40)

103



7 Ergebnisse der metaheuristischen Optimierung

Der Fitnesswert der Ausgangssequenz aller 27 Kampagnen betrigt: 4.144.847

Die Simulationsdauer bzw. die bendtigte Gesamtdurchlaufzeit der Ausgangsreihenfolge betragt: 45
Tage, 11 Stunden, 28 Minuten, 43 Sekunden

Spezifische Charakteristika dieses Datensatzes: Dieser Datensatz besteht aus 8 Kampagnen mit
jeweils einem Los sowie 4 deterministisch zu optimierenden Kampagnen, damit verbleiben 15 Kampagnen
fiir die metaheuristische Optimierung. Auflerdem besteht der Datensatz aus insgesamt 2 kleineren ZSG
Losen sowie einem grofien ZSG Los, welche sich {iber insgesamt 2 Kampagnen erstrecken. Demnach
ist der Einfluss der Anderung der Zielsigen im Rahmen der gesamten Optimierung gering. Die
metaheuristischen Kampagnen haben eine mittlere Gréfie von ca. jeweils 9, 80 Losen. (164 Lose—( 81 +
32+ 1-3) =147 Lose / 15 Kampagnen = 9,80 Lose je heuristisch zu optimierende Kampagne) Damit
ist dieser Datensatz, verglichen mit anderen Datensétzen, relativ leicht zu optimieren. 8 Kampagnen
(3,4,7,8,9,10,18,22) profitieren teils mehr, teils weniger, von dem Einsatz von Toleranzen auf diesem
Datensatz.

7.6.1 Fitnessverlauf von Simulated Annealing auf diesem Datensatz unter realen
Bedingungen

Im Rahmen der Ergebnisse ist aufféllig, dass trotz der Moglichkeit von 8 deterministisch zu op-
timierenden Kampagnen das Optimierungspotenzial relativ gering ausféllt. Die beste Reihenfolge
bringt bei einem Fitnesswert von ca. 4.002.000 ein Verbesserungspotenzial von 3,45% gegeniiber der
Ausgangsreihenfolge, siehe auch Abb. 7.9.
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Abb. 7.9: Fitnessverlaufskurve fiir Datensatz 5

7.6.2 Ergebnisse bei Deaktivierung von Nebenbedingung 3

Das beste Ergebnis wurde mit der Parametrisierung hybrider genetischer Algorithmus 700 erzielt, dabei
wurde ein Fitnesswert von 3.874.628 erreicht. Dies entspricht einem gesamten Kostenreduktionspotenzial
von 6,62% bzw. einem durch den Wegfall der Nebenbedingung zusétzlichem Potenzial von 3,08%.
Dieses zusitzliche Potenzial ist, verglichen mit den 3,45%, die unter realen Bedingungen moglich sind,
beachtlich.

Hinter diesem Resultat reihen sich diverse schlechtere Ergebnisse im Rahmen von weniger umfangreichen
Parametrisierungen ein.
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7.7 Simulationsergebnisse auf Datensatz 6

Datensatz 6 (Simulation20090909090933.x1s) ist zeitlich betrachtet ein aktueller Datensatz und besteht
aus 27 Kampagnen. Der Betrachtungszeitraum liegt zwischen dem 19.9.2009 (09:33:30) und dem
22.10.2009 (19:16:12)

Der Fitnesswert der Ausgangssequenz aller 27 Kampagnen betragt: 4.031.680

Die Simulationsdauer bzw. die bendtigte Gesamtdurchlaufzeit der Ausgangsreihenfolge betréigt: 43
Tage, 9 Stunden, 42 Minuten, 42 Sekunden

Spezifische Charakteristika dieses Datensatzes: Dieser Datensatz besteht aus 6 Kampagnen mit
jeweils einem Los sowie 5 deterministisch zu optimierenden Kampagnen, damit verbleiben 16 Kampagnen
fiir die metaheuristische Optimierung. Aulerdem besteht der Datensatz aus insgesamt 4 kleineren und
groferen ZSG Losen, welche sich tiber insgesamt 3 Kampagnen erstrecken. Der Einfluss der Optimierung
der Zielsédgen ist daher auf diesem Datensatz eher gering. Die metaheuristischen Kampagnen haben
eine mittlere Grofie von ca. jeweils 8,88 Losen. (160 Lose—( 6-1 + 3-2+ 2 -3) = 142 Lose / 16
Kampagnen = 8,875 Lose je heuristisch zu optimierende Kampagne) Daher ist dieser Datensatz
von der durchschnittlichen Kampagnangréfie aus betrachtet eher leicht zu optimieren. 5 Kampagnen
(3,4,6,14,18) profitieren geringfiigig von dem Einsatz von Toleranzen auf diesem Datensatz.

7.7.1 Fitnessverlauf von Simulated Annealing auf diesem Datensatz unter realen
Bedingungen

Das Optimierungspotenzial im Rahmen der 5 deterministisch zu optimierenden Kampagnen féllt
auflerordentlich gering aus bzw. ist vernachlassigbar.

Im Rahmen der Kurve ist auffillig, dass der Grofiteil des Potenzials bereits nach sehr wenigen
Bewertungen gefunden werden kann, der beste erreichte Mittelwert betrigt ca. 3.923.000. Dies entspricht
einem Kosteneinsparungspotenzial von ca. 2,7%. Einige Einzelergebnisse erreichen auch Werte um
die 3.920.000. Dieser Datensatz lasst sich scheinbar sehr schnell optimieren, da bereits nach sehr
wenigen Bewertungen je Kampagne der grofite Teil optimiert worden ist. Dies lasst auch auf diesem
Datensatz darauf schliefen, dass nur sehr wenige Positionen in Bezug auf die Ausgangsreihenfolge
(positiv) verdndert werden miissen, wodurch lingere Optimierungsliaufe auch hier wenig Sinn ergeben
wiirden.
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Abb. 7.10: Fitnessverlaufskurve fur Datensatz 6
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7.7.2 Ergebnisse bei Deaktivierung von Nebenbedingung 3

Im Rahmen der Parametrisierung hybrider genetischer Algorithmus 700 wurde das beste Einzelergebnis
erreicht, welches einen Fitnesswert von 3.763.396 erreicht. Dies entspricht einem gesamten Kosten-
reduktionspotenzial von 6,65% bzw. einem durch den Wegfall von Nebenbedingung 3 zusétzlichem
Potenzial von beachtlichen 3,95%. Dieser Datensatz zeigt damit, dass, obwohl der Einsatz von Toleran-
zen nicht vielversprechend ist, der komplette Wegfall von Nebenbedingung 3 hingegen einen deutlichen
Unterschied aufweist.

7.8 Schlussfolgerungen aus den Datensatzen

Obwohl der Suchraum in einigen Kampagnen, welche z.B. aus einer Giiteklasse mit gleich langen
Schienen bestehen, riesig ist, geniigen bei allen Datensétzen wenige hundert Bewertungen um bereits
das Optimierungspotenzial im Rahmen des Einsatzes von Metaheuristiken ausschoépfen zu kénnnen.
Viele Kampagnen, v.a. auch solche mit relativ wenigen Losen, haben durch die Nebenbedingungen
einen Suchraum, der kleiner oder nur wenig grofler ist, von daher ist es versténdlich, dass diese
Kampagnen bereits nach derart wenigen Bewertungen optimiert sind. Die Wahl des Algorithmus scheint
keine besondere Bedeutung zu haben, es hat sich jedoch herausgestellt, dass der hybride genetische
Algorithmus und Simulated Annealing sehr gute Ergebnisse bringen. Der ACO Vertreter sowie der EA
bringen auch anndhernd gute Ergebnisse wie der HGA, lediglich die iterierte lokale Suche halte ich auf
Grund des zu lokalen Suchverhaltens fiir nicht vielversprechend fiir die Optimierung.

Unter realen Bedingungen sind durchschnittlich, also tiber 6 Datensétze gemittelt, 5,69% zu optimieren,
wobei der konkrete Wert stark datensatzabhéngig ist. Wahrend auf einem Datensatz lediglich 2, 7%
optimiert werden konnten, wurden auf einem anderen Datensatz 11,4% erreicht. Weiters schranken
die Nebenbedingungen auch jeden Datensatz bzw. jede Kampagne innerhalb eines Datensatzes nicht
gleichméflig sondern unterschiedlich stark ein.

In diesem Zusammenhang muss erlédutert werden, dass der niedrigere Fitnesswert v.a. aus einer (i.d.R.)
proportional dazu kiirzeren Durchlaufzeit resultiert sowie aus besseren Pufferstdnden, v.a. von Railman
1 und Railman 2. Eine kiirzere Durchlaufzeit ermoglicht eine bessere Termintreue. Die Stillstandszeiten
des Walzwerks werden dabei durch eine optimierte Einlastung weiter minimiert.

Im Rahmen der Deaktivierung von Nebenbedingung 3, 'lang vor kurz’ , ist der Suchraum bei einigen
Kampagnen deutlich vergroflert worden, bei anderen Kampagnen fallen die Unterschiede wiederum
relativ gering aus. Als Durchschnittswert tiber alle 6 Datenséitze erhélt man ein zusétzliches Potenzial
von ca. 2,12%. Dabei ist je nach Datensatz ein zusatzliches Potenzial zwischen 0,1% und 5% moglich.
In diesem Zusammenhang muss angemerkt werden, dass abgesehen von den 600 und 700 Parametri-
sierungen keine umfangreicheren Testldufe durchgefithrt worden sind. Einzelergebnisse kénnen weit
hoher ausfallen, wenn man gentigend viele Lédufe macht. Prinzipiell ist bei intensiven Durchldufen ein
durchschnittliches Potenzial von bis zu 3% moglich. Das zusétzliche Optimierungspotenzial fallt im
Vergleich mit dem dadurch teils stark vergréflerten Suchraum relativ gering aus. Abgesehen davon
spiegeln diese Bedingungen zwar eine mogliche Variante des Produktionsablaufs im Rahmen von
produktionsbedingten Anderungen dar, allerdings empfehle ich diese Variante auf Grund des relativ
geringen zusétzlichen Potenzials nicht.

7.9 Vergleich der Algorithmen anhand der Optimierung einer einzelnen
Kampagne

Auf Grund der einzelnen nicht voneinander unabhéngigen Kampagnenoptima lassen sich die einzelnen
Algorithmen sehr schwer vergleichen, v.a. bei einem Suchraum, der relativ flach ist und in Bezug
auf die Ausgangslosung oft nur wenige Positionen in einer Kampagne verdndert werden miissen, um
bereits den Grofiteil der jeweiligen Kampagne zu optimieren. Auflerdem ist der Suchraum generell
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stark eingeschréankt auf Grund der Nebenbedingungen. Daher werden die Algorithmen anhand der
Optimierung einer einzelnen Kampagne verglichen, wobei die anderen Kampagnen fixiert werden.
Konkret werden auf Datensatz 2 die ersten 7 Kampagnen bewertet, wobei die ersten 6 Kampagnen
fixiert und somit im Rahmen der Optimierung iibersprungen werden. Da die 7. Kampagne im Rahmen
des Teildatensatzes die letzte Kampagne darstellt und die vorhergehenden Kampagnen iibersprungen
werden, wird der Effekt, den eine abgeénderte Reihenfolge der vorangegangenen Kampagne auf die
néchste Kampagne hat, ausgeschaltet. Die Abbildungen 7.11 bis 7.16 zeigen die Ergebnisse der einzelnen
Algorithmen.

Vergleich 1: Kampagne 7 in Datensatz 2: Toleranzen spielen in dieser Kampagne, welche aus 9
Losen gleicher Schienenldnge (120 Meter Schienen besteht) keine Rolle, auf Grund derselben Qualitits-
giiteklasse (“Normal”) besitzt der Suchraum eine Gréfie von 9!. Der Suchraum scheint auf Grund der
Beschaffenheit dieser Kampagne sehr homogen zu sein, die Fitnesslandschaft diirfte relativ flach sein.

Das Optimierungspotenzial dieser Kampagne ist in Anbetracht des relativ groflen Suchraums sehr
gering, die beste Reihenfolge mit einem Fitnesswert von 388.379 bringt eine Verbesserung gegeniiber
der Ausgangsreihenfolge um 0, 34% .

Es wurden mehrere Laufe mit den Parametrisierungen 400 und 600 vorgenommen. Diese lauten:

Simulated Annealing 400: Anfangstemperatur: 12°C, Erstarrungstemperatur: 4.5°C, Abkiihlungsrate:
0.95, 20 Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 15, Alpha Nachbarschaftsgrofie:
10, Nachbarschaftsdnderungsfaktor: 0.65, Toleranz: 0%

Simulated Annealing 660: Anfangstemperatur: 12°C, Erstarrungstemperatur: 4.5°C, Abkiihlungsrate:
0.97, 20 Wiederholungen je Temperaturzustand, Delta Skalierungsfaktor: 15, Alpha Nachbarschaftsgrofie:
10, Nachbarschaftsdanderungsfaktor: 0.65, Toleranz: 0%

Im Rahmen dieser Parametrisierung werden auch die anderen (kiirzeren) Parametrisierungen abgedeckt,
weiters wird neben der besten Lésung auch das Optimierungsniveau von Simulated Annealing angegeben,
siehe dazu auch Tab. 7.1. Das Niveau kann sehr leicht iiber den Delta Skalierungsfaktor eingestellt
werden, siehe dazu auch 6.3.6.
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Abb. 7.11: Vergleich 1: Ergebnisse mittels Simulated Annealing
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Parametrisierung SA \ Optimierungsniveau SA \ Beste gefundene Losung mittels SA \

initial 389.686 389.686
10 388.797 388.797
20 388.581 388.581
40 388.501 388.501
80 388.418 388.418
160 388.418 388.418
240 388.418 388.381
320 388.466 388.381
400 388.418 388.381
660 388.450 388.379

Tab. 7.1: Vergleich 1: Gegeniiberstellung von Optimierungsniveau und bester gefundenen Losung (SA)

Die hier verwendeten Parametrisierungen fiir den HGA lauten:

Parametrisierung 80: 10 Individuen, 10 Iterationen, Crossover Rate: 0.1, Mutations Rate: 0.95, Alpha
Wert- lokale Suche: 20, Elitismus Individuen: 2, Anzahl Individuen fiir lokale Suche: 1

Parametrisierung 160: 13 Individuen, 13 Iterationen, Crossover Rate: 0.1, Mutations Rate: 0.95, Alpha
Wert- lokale Suche: 20, Elitismus Individuen: 2, Anzahl Individuen fiir lokale Suche: 1

Parametrisierung 240: 16 Individuen, 16 Iterationen, Crossover Rate: 0.1, Mutations Rate: 0.95, Alpha
Wert- lokale Suche: 20, Elitismus Individuen: 3, Anzahl Individuen fiir lokale Suche: 2

Die umfangreicheren Parametrisierungen unterscheiden sich ab Parametrisierung 240 lediglich in der
Anzahl an verwendeten Individuen sowie benétigten Iterationen.
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Abb. 7.12: Vergleich 1: Ergebnisse des hybriden genetischen Algorithmus

Wenn man die Abbildungen 7.11 und 7.12 vergleicht, sieht man, dass der genetische Algorithmus
anfangs durch seine Individuenvielfalt an Performance und Konvergenz verliert, wahrend er bei der
grofiten (sinnvollen) Parametrisierung Simulated Annealing tibertrifft. Simulated Annealing liefert
v.a. in den kleineren Parametrisierungen sehr gute Ergebnisse. Deshalb wurde dieses Verfahren auch
vorrangig fiir die weniger umfangreichen Testldufe verwendet.

Die hier verwendeten Parametrisierungen fiir den ACO (ACS) lauten:

Parametrisierung 80: 10 Ameisen, 10 Iterationen, Verdunstungsrate: 0.1, Resultate wie vieler Ameisen
iibernehmen: 2, Anzahl Ameisen fiir lokale Suche: 1, Alpha Wert- lokale Suche: 10

Parametrisierung 160: 13 Ameisen, 13 Iterationen, Verdunstungsrate: 0.1, Resultate wie vieler Ameisen
iibernehmen: 2, Anzahl Ameisen fiir lokale Suche: 1, Alpha Wert- lokale Suche: 10
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Parametrisierung 240: 16 Ameisen, 16 Iterationen, Verdunstungsrate: 0.1, Resultate wie vieler Ameisen
iibernehmen: 3, Anzahl Ameisen fiir lokale Suche: 2, Alpha Wert- lokale Suche: 10

Die umfangreicheren Parametrisierungen unterscheiden sich ab Parametrsierung 240 lediglich in der
Anzahl an verwendeten Ameisen und Iterationen.

390.000

68gAnt Colony Optimization: Beste gefundene Losung nach

38
Anzahl Bewertungen

389.500

389.000

388.381 388.381 388.381 388.379

Fitness

388.500

388.000

387.500
initial 80 160 400 660

Anzahl Bewertungen

Abb. 7.13: Vergleich 1: Ergebnisse des Ant Colony System Vertreters

Der ACO (Abb. 7.13) ist deshalb in der Lage, sich relativ frithzeitig eine sehr gute Losung zu erzeugen,
weil sich jede Ameise ihre Auftragsreihenfolge neu zusammenstellt. Dadurch kann bereits eine einzelne
Ameise eine Losung generieren, welche komplett von der Ausgangsreihenfolge abweicht. Der genetische
Algorithmus bendtigt hingegen mehrere Iterationen, um in der Lage zu sein, mehrere zielfithrende
Mutationen in Serie durchfiihren zu kénnen, damit schlie§lich nach mehreren Mutationen die Individuen
eine dhnlich hohe Qualitiat an Losungen zu erreichen.

Generell bleibt in diesem Zusammenhang anzumerken, dass sich der ACO speziell fiir Kampagnen, wo
viele Anderungen in Bezug auf die Ausgangsreihenfolge notwendig sind, sehr gut bzw. besser eignet als
z.B. ein genetischer Algorithmus.

Die hier verwendeten Parametrisierungen fiir den EA, dessen Ergebnisse in Abb. 7.14 ersichtlich sind,
im Detail:

EA Parametrisierung 80: 10 Iterationen, Expansion Fraction: 1, Selection Fraction: 1, Alpha Value-
Local Search: 10, Anzahl Individuen fiir lokale Suche: 1, 0% Toleranz

Die weiteren verwendeten Parametrisierungen bendétigen entsprechend mehr Iterationen.
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Abb. 7.14: Vergleich 1: Ergebnisse des evolutiondren Algorithmus
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Abb. 7.15: Vergleich 1: Ergebnisse mittels iterierter lokaler Suche

ILS verwendert die Parametrisierung SA 400, um zu den Ergebnissen, wie sie in Abb. 7.15. dargestellt
sind, zu gelangen.

Wie man an den Abbildungen erkennt, liegen die Ergebnisse der Algorithmen allesamt sehr eng
beisammen. Dies liegt jedoch auch am Datensatz selbst, der aus sehr dhnlichen Losen besteht, welche
grofiteils eine gleiche bzw. &hmliche Anzahl an Blocken haben. Dies verursacht bei einem Tausch z.B.
gleich viele Schnitte, ggf. dazu noch an der selben Sdgebohrlinie. Auf Grund dessen ist dieser Datensatz
relativ einfach und schnell zu optimieren, wie auch die Ergebnisse der einzelnen Algorithmen zeigen.

Vergleich 2: Kampagne 11 in Datensatz 4: Daher dient eine weitere Kampagne (Nummer 11) eines
anderen Datensatzes (Simulation.xls) mit einem riesigen Suchraum als Basis fiir einen besseren, weil
ausfithrlicheren, Vergleich der einzelnen Algorithmen, siche auch Abb. 7.16 fiir die Kampagne. Die
besten Ergebnisse wurden im Rahmen eines hybriden genetischen Algorithmus erreicht, welcher die
Ausgangsreihenfolge um 2, 76% verbessert und dabei einen Fitnesswert von 1.861.205 erreicht.
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7 Ergebnisse der metaheuristischen Optimierung

Aftoge | pgrgate | Pulfenpeicher
12.01.2010 16:07:09 Bewertung
Simulationsbeginn: [ INEREEN
Simulationsende:  10.04.2008 09:11:39
Dauer: 21d 00:06:32
Fitness Yalue: 1913982,00

AccOrderid  Walzkampagne  Lotld #Blocks Profil Qualitit  Schnittmuster s TEK Lieferd Fertigstellungsd
52 a0 w0072 &0 VISORL HSH [ 20000 | 2550 - B - [aando008 || 08042008
a3 1 1202778 10 VMOEL Normal 618000 51 - EKl - 15042008 08.04.2008
94 1 1202778 10 VMBEL Normal 613000 W - B2 o+ 15042008 0804 2008
a5 11 120277-8_ 10 VMOEL Naormal 618000 ISl - B o+ 15042008 08.04.2008
9% 111202778 10 VMDEL Mormal 618000 82 - EKZ - 15042008 08.04.2008
o7 11202778 _.. 10 VMIEL Normal 618000 sl - B v 15042008 08.04.2006
98 111202778 _.. 10 VMIEL Normal 618000 52 - B2 - 15042008 08,04 2008
% 11 120277-8_... 10 VMOEL Normal Ex18000 51 - B v 15042008 02:04.2008
100 11 1206321 4 VHIEL Marmal 9x12394 53 - B2 - 07042008 08.04.2008
101 1 1203931 10 VMOEL Normal 620000 6 - B - 01.04.2008 08,04.2008
102 11 1203931 10 VHIEL Normal 620000 82 - B2 - 01042008 08,04.2008
103 11202031 10 VMIEL Narmal 620000 81 - Bl o+ 01042008 08.04.2008
104 11203931 10 VMBEL Normal 620000 % - B2 - p104.2008 08,04.2008
105 11203931 _.. 10 VMIEL Narmal £:20000 I8 - B - 01042008 08.04.2008
106 11 120393-1_.. 17 VMIEL Normal 620000 s -~ B2 - 012008 0804.2008
107 11 1206181 9 VMBEL Normal 336000 81~ EKL o+ 0204.2008 08.04.2008
108 11 1204075 10 VMBEL Normal = 14.04.2008 08,04 2008
109 1 120407.5, 10 VM9EL Normal - 1404.2008 08.04.2008
110 11 120407-5_ 10 VHIEL Marmal = 14042008 08.04.2008
11 11 120407-5__ 10 VMOEL Normal *  14.04.2008 08.04.2008
12 1 120407-5_.., 0 VHIEL Normal = 14.04.2008 09.04.2008
13 1 120622-2 13 VMEEL HSH - 05052008 09.04.2008
114 11 1206221 8§ VHIEL HSH v AM2008 08.04.2008
115 11 12053612 6 VMDEL HSH T 0104.2008 09.04.2008
116 1 120634-1 6 VMDEL HEH = 02042008 D&.04.2008
17 1 120536-14 7 VMIEL HSH T 0L04.2008 09,04.2008
118 11 120665-2 9 VMIEL HSH - 0T42008 08.04.2008
119 11 1197724 3B VMOEL HSH = 01.04.2008 05.04.2008
120 1 1197723 % VMDEL HSH * 01042008 09.04.2008
121 1 120598-2 53 VMOEL HSH - 0104.2008 10,04.2008
12 11 1205364 4 VHOEL HSH ~ 01042008 09,04.2008
123 1 1202777 10 VMIEL HSH * 1504.2008 09.04,2008
14 1 120277-7_ 10 VHOEL HSH = 15042008 09,04 2008
125 1 1202777 10 VMBEL HSH - 15042008 10.04 2008
13 11 1202777 1 VHOEL H5H b 15.04. 2008 09.04.2008
127 1 1202777 _.. 10 VMIEL HSH T 1504.2008 10.04.2008
128 1 1202077_.. 10 VHIEL HSH T 1504.2008 09.04.2008
129 11 1204521 6 VMBEL HSH T 09:04.2008 10.04.2008
130 11 120536-1 15 VIH9EL HSH v 0104, 2008 09,04 2008
131 11 1205391 9 VMDEL HSH T 09.04.2008 10.04.2008
132 1 1205374 18 VMOEL HEH T 22042008 10.04.2008
133 11 undefAd 61 VMIEL Normal - 20032008 10.04.2008

Abb. 7.16: Kampagne 11 (Simulation.xls) wird fiir Vergleich 2 der Algorithmen verwendet

1.920.000 A . [
1913032 Simulated Annealing: Beste gefundene L6sung nach Anzahl Bewertungen
1.910.000

1.900.000

1.850.000

1.879.255  13879.041 1.874.844

1.880.000
1.865.246

1.870.000 1.863.795 1.863.259 1.863.259

Fitnesswert

1.860.000
1.850.000
1.840.000

1.830.000
initial 10 20 40 80 160 240 320 400

Anzahl Bewertungen (Kampagne 11, Simulation.xls)

Abb. 7.17: Vergleich 2: Ergebnisse mittels Simulated Annealing

Auf Basis der Parametrisierung 400 wurden die kiirzeren Parametrisierungen abgelesen und in Abb.
7.17 aufgetragen, siehe dazu auch Tab. 7.2.
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7 Ergebnisse der metaheuristischen Optimierung

Parametrisierung SA | Optimierungsniveau SA | Beste gefundene Losung mittels SA |

initial 1.913.982 1.913.982
10 1.885.745 1.885.745
20 1.879.255 1.879.255
40 1.879.041 1.879.041
80 1.874.844 1.874.844
160 1.865.317 1.865.246
240 1.863.904 1.863.795
320 1.863.259 1.863.259
400 1.863.355 1.863.259

Tab. 7.2: Vergleich 2: Gegeniiberstellung von Optimierungsniveau und bester gefundenen Losung (SA)

1.920.000

I Hybrider genetischer Algorithmus: Beste gefundene Losung nach Anzahl Bewertungen

1.900.000

1.890.000

1.880.000

1.872.449
1.870.000

Fitnesswert

1.861.205
1.860.000

1.850.000
1.840.000

1.830.000
initial 80 160 240 320 400

Anzahl Bewertungen (Kampagne 11, Simulation.xIs)

Abb. 7.18: Vergleich 2: Ergebnisse des hybriden genetischen Algorithmus

Die Ergebnisse des hybriden genetischen Alorithmus sind im gesamten Optimierungsverlauf als sehr
gut im Vergleich mit allen anderen Algorithmen einzustufen.

1920000 0 Py
1013082 Iterierte lokale Suche: Beste gefundene Losung nach Anzahl Bewertungen

1910000

1895883

1900000
1891637

1890000

Fitnesswert

1880000 1879465 1878316

1876459

1870000

1860000

1850000
initial 10 20 40 80 160 240 320 400

Anzahl Bewertungen (Kampagne 11, Simulation.xls)

Abb. 7.19: Vergleich 2: Ergebnisse mittels iterierter lokaler Suche

Die Ergebnisse von iterierter lokaler Suche sind mit Abstand die schlechtesten Ergebnisse auf diesem
Datensatz. Wie erwartet, hat sich der Algorithmus haufig in relativ schlechte Nachbarschaften hinein-
perturbiert, die im Laufe der Optimierung keine wesentlich besseren Ergebnisse mehr bringen. Die
Ergebnisse wurden im Rahmen von 2 seed Werten der Parametrisierungen 320 und 400 gemittelt,
lediglich die Ergebnisse der Punkte 320 und 400 stellen Einzelergebnisse dar. Der Vollstandigkeit halber
sind die beiden verwendeten Parametrisierungen gelistet:
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7 Ergebnisse der metaheuristischen Optimierung

ILS Parametrisierung 320: Ausgangstemperatur 12.0°C, Erstarrungstemperatur: 4.5°C, Abkiihlungsrate:
0.95, 20 Wiederholungen pro Temperaturzustand, Alpha- Nachbarschaftsgrofie: 30, Delta Skalierungs-
faktor: 15, Nachbarschafts Anderungs-Faktor: 0.7, 0% Toleranz

ILS Parametrisierung 400: Wie Parametrisierung 320, jedoch: Erstarrungstemperatur: 3.5°C, Nachbar-
schafts Anderungs-Faktor: 0.65

Der ACO liefert auf diesem Datensatz sehr schnell gute Ergebnisse (Abb. 7.20), allerdings kommt er
nicht an die Spitzenergebnisse heran. Dies kann neben der Gréfle dieser Kamagne auch daran liegen,
dass sich der ACO bestimmte Losungen nicht erzeugen kann, siehe auch 6.3.5.1.

AuBerdem kann bei einer derart riesigen Kampagne der Nachteil zum Tragen kommen, dass die Ameisen
nicht explizit die guten Auftragspositionen vererben, sondern dies nur implizit iiber die Pheromone
passiert und sich jede Ameise ihre Auftragsreihenfolge neu zusammenstellt, wodurch zwar sehr viele
gute Losungen entstehen, aber die beste(n) Losung(en) nicht gefunden werden.

ACO Parametrisierung 80: 10 Iterationen, 8 Ameisen, Resultate wie vieler Ameisen tibernehmen: 2,
Verdunstungsrate: 0.1, Alpha: 0.9, Beta: 0.1, Alpha- Value: 0, Anzahl Ameisen fiir lokale Suche: 0,
Toleranz: 0%

ACO Parametrisierung 160: 15 Iterationen, 10 Ameisen, Resultate wie vieler Ameisen {ibernehmen: 3,
Verdunstungsrate: 0.1, Alpha: 0.9, Beta: 0.1, Alpha- Value: 1 ; Anzahl Ameisen fiir lokale Suche: 1,
Toleranz: 0%

ACO Parametrisierung 240: 24 Iterationen, 10 Ameisen, Resultate wie vieler Ameisen {ibernehmen: 3,
Verdunstungsrate: 0.1, Alpha: 0.9, Beta: 0.1, Alpha- Value: 1 ; Anzahl Ameisen fiir lokale Suche: 1,
Toleranz: 0%

ACO Parametrisierung 320: 16 Iterationen, 20 Ameisen, Resultate wie vieler Ameisen {ibernehmen: 4,
Verdunstungsrate: 0.06, Alpha: 0.9, Beta: 0.1, Alpha- Value: 2 , Anzahl Ameisen fiir lokale Suche: 2,
Toleranz: 0%

ACO Parametrisierung 400: 16 Iterationen, 25 Ameisen, Resultate wie vieler Ameisen {ibernehmen: 4,
Verdunstungsrate: 0.05, Alpha: 0.9, Beta: 0.1, Alpha- Value: 3 , Anzahl Ameisen fiir lokale Suche: 2,
Toleranz: 0%

“7*°Y91352 Hybrid Ant Colony System: Beste gefundene Losung nach

1.910.000
Anzahl Bewertungen

1.900.000

1.890.000

Fitnesswert

1.880.000

1.872.855 1.872.855 1.872.855 1.872.855

1.870.000
1.860.000

1.850.000
initial 80 160 240 320 400

Anzahl Bewertungen (Kampagne 11, Simulation.xls)

Abb. 7.20: Vergleich 2: Ergebnisse des Ant Colony System Vertreters

Der evolutionédre Algorithmus liefert auf diesem Datensatz schnell relativ gute Ergebnisse, wobei er
allerdings keine Spitzenergebnisse wie der hybride genetische Algorithmus oder Simulated Annealing auf
diesem Datensatz liefert. Die Ergebnisse sind in Abb. 7.21 ersichtlich. Die hier fiir den EA verwendeten
Parametrisierungen lauten im Detail:

EA Parametrisierung 80: 4 Iterationen, Expansion Fraction: 4, Selection Fraction: 3, Alpha Value-
Local Search: 1, Anzahl Individuen fiir lokale Suche: 1, 0% Toleranz
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7 Ergebnisse der metaheuristischen Optimierung

EA Parametrisierung 160: 6 Iterationen, Expansion Fraction: 3, Selection Fraction: 3, Alpha Value-
Local Search: 2, Anzahl Individuen fiir lokale Suche: 1, 0% Toleranz

EA Parametrisierung 240: 6 Iterationen, Expansion Fraction: 2, Selection Fraction: 3, Alpha Value-
Local Search: 3, Anzahl Individuen fiir lokale Suche: 1, 0% Toleranz

EA Parametrisierung 320: 8 Iterationen, Expansion Fraction: 2, Selection Fraction: 3, Alpha Value-
Local Search: 4, Anzahl Individuen fur lokale Suche: 1, 0% Toleranz

EA Parametrisierung 400: 10 Iterationen, Expansion Fraction: 2, Selection Fraction: 3, Alpha Value-
Local Search: 5, Anzahl Individuen fiir lokale Suche: 1, 0% Toleranz

1.920.000
1913082 Eyolutiondrer Algorithmus: Beste gefundene Losung nach Anzahl Bewertungen
1.910.000

1.900.000

1.884.620

1.890.000

1.878.514

1.880.000 1.875.525

Fitnesswert

1.874.135

1.870.000 1.867.256

1.860.000

1.850.000

1.840.000
initial 80 160 240 320 400

Anzahl Bewertungen (Kampagne 11, Simulation.xls)

Abb. 7.21: Vergleich 2: Ergebnisse des evolutiondren Algorithmus

Zusammenfassung der Ergebnisse im Rahmen des Vergleichs der Algorithmen anhand dieser bei-
den Kampagnen bzw. Datensatze: An diesen beiden komplett unterschiedlichen Kampagnen bzw.
Datensétzen und damit verbundenen Suchrdumen erkennt man zusammenfassend, dass die Algorithmen
alle relativ schnell eine in Bezug auf den Fitnesswert sehr gute Losung erreichen. Weiters ist die Ge-
samtperformance des hybriden genetischen Algorithmus als sehr gut einzustufen. Simulated Annealing
liefert ebenfalls immer sehr gute Ergebnisse. Wéhrend der ACO auf dem 1. Datensatz (Kampagne mit
wenigen Losen) sehr schnell sehr gute Ergebnisse liefert, eignet sich der 2. Datensatz weniger gut fiir
die ameisenbasierte Optimierung.

Wihrend eine um fast 2,8% bessere Auftragsreihenfolge (im Rahmen der Optimierung lediglich
der Kampagne 11 auf dem Datensatz Simulation.xls) gefunden werden konnte, erreichte ILS ein
Kostenreduktionspotenzial von blof ca. 2,1%. Die Performance dieser Algorithmen bei einer dhnlich
umfangreichen Parametrisierung unterscheidet sich damit um knapp 25%. Die iibrigen Verfahren reihen
sich zwischen dem HGA und ILS ein.

Allgemein hat sich in Bezug auf den 2. Datensatz herausgestellt, dass offensichtlich sehr wenige Losungen
unter 1.870.000 existieren und es auch vorkommen kann, dass derartige Losungen vom genetischen
Algorithmus bzw. von Simulated Annealing nicht erreicht werden miissen. Allerdings haben diese
beiden Algorithmen im Durchschnitt trotzdem die besten Ergebnisse gezeigt.

Beim ersten Datensatz fallen die Unterschiede zwischen den Algorithmen verschwindend gering aus,
lediglich der unterschiedlich rasche Fitnessverlauf ist teilweise signifikant unterscheidbar.

Wenn man davon ausgeht, dass eine Standard Kampagne iiber einen relativ kleinen Suchraum, in
Vergleich mit Kampagne 11 aus Simulation.xls, verfiigt, fallen die Unterschiede der Algorithmen im
Rahmen einer Optimierung des gesamten Datensatzes deutlich geringer aus, als die Unterschiede,
welche im Rahmen von Vergleich 2 festgestellt werden konnten.
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7 Ergebnisse der metaheuristischen Optimierung

7.10 Einfluss auf die Optimierung im Rahmen des Einsatzes von
Toleranzen bei der Nebenbedingung ’lang vor kurz’

Der Einfluss der Toleranzen wurde in Datensatz 5 anhand einer Optimierung von 3 Kampagnen
getestet, wobei die Kampagnen 1 und 2 fixiert worden sind. Damit wird nur die 3. Kampagne mittels
verschiedenen Algorithmen optimiert. Alleine durch die Betrachtung von Kampagne 3 in Abb. 7.22
ist ersichtlich, dass bei Toleranzen von 20% in der Giiteklasse Normal zusitzlich die Lose mit den
Losnummern 12 mit 13 bzw. 13 mit 14 bzw. 14 und 15 sowie 17 mit 18 bzw. 18 mit 19 tauschen koénnen.
In der Giiteklasse HSH koénnen zusétzlich die Lose mit den Losnummern 25—27 beliebig durchtauschen,
auflerdem kann das Los mit der Losnummer 28 mit den Losen 31 bzw. 32 tauschen. Obwohl man
davon ausgehen kann, dass eine Toleranz von 20% den Suchraum deutlich vergroiert, handelt es sich
augenscheinlich um Tauschvorgéinge von kiirzeren Schienen (Spalte 7: Schnittmuster) mit relativ wenig
Blocken (Spalte 4: #Blocke). Diese Tatsache ist allgemein zutreffend, da Lose mit langen 120 Meter
Schienen erst bei 100% Toleranz mit Losen mit 60 Meter Schienen tauschen kénnen. Da dies jedoch
Ergebnisse liefert, welche der Endbenutzer nicht verwenden wird, wurden derartige Toleranzen nicht
getestet. Anstelle dessen wurde fiir jeden Datensatz das zusétzliche Potenzial erhoben, welches sich
durch die Deaktivierung von Nebenbedingung 3 ergibt, siehe dazu die jeweiligen Unterabschnitte 7.2
bis 7.7.

Auftrage | Aggregate [ Pufferspeicher

07.01.2010 15:52:49 Bewertung

Simulationsbeginn: [ NN

Simulationsende:  08.09.2009 18:23:55

Dauer: 4d 07:26:58

Fitness Value: 333078,00

AscQ.. Wa., Lotld =Bl... Profil Qualitat Schnittmu.., Vi) ZEK Lieferdatum Fertigstellungs...
0 1 121591-137 0 VISOE3 HSH 60000 252~ EK4 v 24.09.2009 Keine Daten v...
1 2 122858-2 0 VISARST MNormal 2x60000 251 - [EKL v 21.09.2009 04.09.2009
2 2 122858-24 0 VISARST Normal 260000 Z52 - ERA - 21002000 Keine Daten v...
3 2 [122858-2AA | 142 | WVISARS? Normal 260000 25 - B - | 21002000 05.09.2009
4 2 1228581 53 VISARS7 HSH 260000  S5E - BEA - 21002009 05.09.2009
5 3 121915-155 29 VIOEL MNarmal Z52 EK4 * 07.09.2009 05.09.2009
6 3 122673-523 42 VMOEL Normal = 14092009 06.09.2009
7 3 1230191 29 VI49EL Marmal ¥ 21,09.2009 07.09,2009
8 3 121915-154 38 VI49EL Mormal 260000 -~ 07.09.2009 07.09.2009
9 3 1229514 22 VMOEL Marmal 2560000 v 22.09.2009 07.09.2009
10 3 122951-3 22 VMIEL MNormal 2:60000 * 15,09.2009 07.09,2009
13 3 122951-5 Pl VMOEL MNaorrmal 260000 ¥ 29.09.2000 07.09.2009
12 3 122963-8 13 VI4EL Neormal 430010 - 15002000 08.09.2009
13 3 122961-7 9 VMOEL Normal 430000 v 14.00.2009 08.08,2009
14 3 122918-1 11 VMIEL Normal 4x25000 -~ 07.09.2008 08.09,2009
15 3 1229554 15 VMOEL Normal 5x24000 = 07.00.2008 08.08,2000
16 3 123000-1 6 VMOEL Nermal 6:18000 -~ 07.09.2009 08.09,2009
17 3 122867-2 ] VI4EL Nermal 3x36000 -~ 31082000 018.09.2009
18 3 1230271 4 VM9EL Normal 4x30000 15092009 08.09.2009
19 3 1229701 5 VMOEL Normal 427521 - 07.09.2000 08.08.2009
20 3 1230281 3 VHOEL Normal 6x18000 =~ 08.09.2009 08.08.2009
bl 3 1227244 12 VMOEL Normal 6:18000 - 01082008 08.08.2009
2 3 123016-1 2 VMIEL HSH 1x120000 -~ 15082000 08.09.2009
23 3 1230201 13 VMOEL HSH 4x30000 - 14092009 08.09.2009
24 3 122856-3 17 VMOEL HSH 336010 ~ 31082000 08,09.2009
25 3 121822-106 7 VMOEL HSH 430100 - 11002000 08.09.2009
26 3 121822-105 2 VI49EL HSH 4x29300 ~ 11002000 08.09.2009
27 3 121822102 1 VIOEL HSH 4x29600 - 11,09.2009 08.09.2009
28 3 12297141 12 VMOEL HSH 6:18000 = 1002009 08.09.2009
29 3 122965-1 15 VHSEL HSH 336000 - 07.00.2009 08.09,2009
30 3 12294241 6 VHOEL HSH 8x15000 - 29,09.2009 08.09.2009
Ell 3 1230111 Fil VM9EL HSH 8x15000 = 03.00.2009 08.09.2009

Abb. 7.22: Kampagne 3 von Datensatz 5 wurde fiir Testlaufe mit Toleranzen eingesetzt

Abb. 7.23., welche wiederum eine Fitnessverlaufskurve darstellt, zeigt die Ergebnisse fiir weniger
intensive Simulationslédufe. Die Ergebnisse liegen sehr nahe beisammen und kénnen auch stochastisch
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7 Ergebnisse der metaheuristischen Optimierung

bedingt sein, sodass ich keine Aussage dariiber treffen mochte, dass der Einsatz von Toleranzen nach
derart wenigen Bewertungen einen Vorteil bringt. Rein mathematisch muss durch den vergréferten
Suchraum, sofern dieser komplett abgesucht werden wiirde, eine mindestens gleich gute Lésung entstehen,
wie ohne Verwendung von Toleranzen.

383.500
383.000
382.500
382.000 7
151500 N381430 381430 381359

§381.000

£380.500

380.000

379.500

379.000

378.500

378.000 T ; T : : —
initial 10 20 40 80 160

s83078Fjtnessverlauf mittels SA mit und ohne Toleranz
383.

381.430 381.362

380.398

381.005 w1 0% Toleranz

0% Toleranz

380.051 379.993

Anzahl Bewertungen

Abb. 7.23: Vergleich der Ergebnisse beim Einsatz von Toleranzen

Abb. 7.24 zeigt den Kurvenverlauf bei intensiveren Simulationslédufen. Es lasst sich vermuten, dass
der Algorithmus durch den vergréflerten Suchraum abgelenkt werden kann und daher Bewertungen
im Rahmen von Mutationen vornimmt, die ihn stagnieren lassen, anstelle essentiellere Bewertungen
durchzufiihren.

Zusammenfassend lasst sich in Bezug auf beide Abbildungen feststellen, dass der Einsatz von Toleranzen
kein signifikantes zusétzliches Potenzial bereitstellt bzw. dieses Potenzial vernachléssigbar gering ist.
Lediglich fiir den Fall, dass man eine einzelne Kampagne optimieren méchte und in diesem Rahmen
den Suchraum zur Ginze absucht, kann eine mindestens gleich gute bzw. bessere Losung garantiert
werden.

384.000

Fitnessverlauf mit und ohne Einsatz von Toleranz
383.078 383.078

382.687

383.000
382.123 382.109

382.000

&.430 381.430 381.430

380.95
381.000 N

NES 2

itness

=2 0% Toleranz

F

379.896 379.896 379.716 === (% Toleranz
380.000

379.751 379.694 379694

379.000

378.000 T T T T T T T T )
initial 10 20 40 80 160 240 320 400
Anzahl Bewertungen

Abb. 7.24: Kurvenverlauf fir intensivere Testlaufe mit und ohne Einsatz von Toleranzen
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Kapitel 8

. Reflexion, Diskussion sowie
Schlussfolgerungen anhand der Ergebnisse
der Testlaufe

Grundsétzlich méchte ich im Rahmen aller durchgefiihrten Simulationsexperimente an dieser Stelle
darauf verweisen, dass der stochastische Einfluss nicht vernachléssigbar ist im Rahmen der Optimierung
mit den einzelnen Algorithmen bzw. jeweiligen Parametrisierungen. Dieser stochastische Effekt wurde
so gut wie moglich durch den Einsatz von jeweils mehreren seed Werten minimiert.

8.1 Ursachen sowie Schlussfolgerungen in Bezug auf den positiven
Fitnessverlauf in dem durch Nebenbedingungen stark
eingeschrankten Suchraum

Der positive Fitnessverlauf lasst sich wie folgt erklaren:

1. Zuerst schrinken die gegebenen Nebenbedingungen den komplexen Suchraum derart ein, dass
dieser relativ iiberschaubar wird und folglich gute Lésungen leichter zu finden sind.

2. Auflerdem wird das Auffinden einer guten bzw. sehr guten Losung von einer bereits relativ guten
Ausgangslosung begtinstigt. D.h., dass die Ausgangslosung nicht ein Tal in der Fitnesslandschaft
darstellt, sondern schon eine Hochebene (Plateau) oder einen Punkt darstellt, welcher bereits
den halben Weg zum Gipfel zuriickgelegt hat. Von diesem Punkt aus ist die Optimierung relativ
einfach und schnell durchzufiihren.

3. Andererseits beruht die rasche Konvergenz zu einer relativ guten Losung darauf, dass es in den
metaheuristisch zu optimierenden Kampagnen nur wenige Lose mit vielen Blécken gibt, deren
Positionen man bereits mit relativ wenigen Bewertungen optimieren kann. Auflerdem kann die
Position von Losen mit kurzen Schienen bedeutend sein, da derartige Lose viele Schnitte an den
Séagebohrlinien bedeuten und auch deren Auslastung im Rahmen der Optimierung entscheidend
sein kann in Bezug auf optimale Puffersténde bzw. die Durchlaufzeit. Innerhalb der ZSG Lose
hat sich herausgestellt, dass sich das Verhéltnis allgemein von 50:50 im Rahmen der Optimierung
ein wenig zu Gunsten der einen oder anderen (65:35 bzw. 60:40) Sdgebohrlinie verschiebt. Die
Positionen der vielen anderen Lose mit vergleichsweise wenigen Blécken ist im Vergleich dazu
in Bezug auf die Fitness und die Optimierung nicht allzu bedeutend. Diese relativ wenigen
entscheidenden absoluten (und relativ zueinander stehenden) Positionen sind also fir die Qualitét
der Losung entscheidend.

4. Bei den typischen metaheuristischen Kampagnen (8-12 Lose) liegen Schemata mit relativ geringer
Ordnung sowie grofier definierender Linge vor, siehe dazu auch Tab. 8.1. Die 1er in Tab. 8.1
stellen Auftrige dar, deren Positionen unbedingt optimiert werden missen, weil sie erheblichen
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Binfluss auf die Lisungsqualitit haben. Die Oer bezeichnen hingegen Auftragspositionen, die im
Rahmen der Optimierung nicht allzu bedeutend sind. Wihrend die Art der Reproduktion keinen
(speziellen positiven bzw. negativen) Einfluss in Bezug auf die (relativ grofie) definierende Linge
hat, lisst sich der positive Fitnessverlauf durch die geringe Ordnung sehr gut erkldren. Schemata
geringer Ordnung konnen sich im Rahmen der implementierten Reproduktionsmechanismen rasch
vermehren. Neben der absoluten Position kann auch die relative Position der 1er untereinander von
entscheidender Bedeutung sein. Daher hat sich auch der relativ hohe Anteil an Mutationen (> 90%)
gepaart mit einem relativ geringen Anteil an iterierten zusatzlichen Mutationen (“Crossover”, <
20%) sehr gut bei der gesamten Optimierung bewdhrt, da dadurch i.d.R. nicht zu viel Genmaterial
auf einmal zerstort wird. Damit erklirt das Schema Theorem in einer fir die implementierten
Verfahren angepassten Form, das rasche Auffinden einer guten Lésung. Dieser Aspekt ist v.a. im
Zusammenhang mit einer bereits relativ guten Ausgangslésung sehr wichtig.

(1]oftfoJoft]oftfoJofo]1]
Tab. 8.1: Schema einer typischen metaheuristischen Kampagne mit 12 Losen: Giiteklasse 1 (Normal)
besteht hier aus 5 Losen und ist blau gekennzeichnet, Giiteklasse 2 (HSH) besteht aus 7
Losen und ist rot markiert.

5. In Bezug auf die Analyse der Fitnesslandschaft stellt sich heraus, dass diese relativ flach ist bzw.
basierend auf Punkt 2 sehr viele Losungen schlechtere Losungen als die Ausgangsreihenfolge
darstellen, v.a. weiter entfernte Losungen, welche groBe Anderungen bedeuten. Im Rahmen der
Optimierung stellt sich generell heraus, dass sehr grofie Anderungen unter Beriicksichtigung
der Nebenbedingungen einerseits nur schwer moglich sind und andererseits Losungen, welche
einigermaflen in der ndheren Umgebung der Ausgangsreihenfolge liegen, relativ schnell gute
Ergebnisse erzielen.

6. Da zu einem Fitnesswert mehrere Reihenfolgen existieren kénnen, besteht der Verdacht, dass
eventuell der Fitnesswert zu grob definiert ist und daher viele Reihenfolgen denselben Fitnesswert
haben, obwohl sie nicht exakt dasselbe Verhalten in Bezug auf die Produktion aufweisen. Dadurch
verkleinert sich der Suchraum insofern, dass es z.B. nicht eine optimale Reihenfolge gibt, sondern
in unserem Fall mehrere gleich gute Reihenfolgen, die moglicherweise nicht gleichwertig sind.

Die wichtigste Schlussfolgerung fiir diesen positiven Fitnessverlauf besteht jedenfalls darin, dass fiir
die Testdatensétze i.d.R. Parametrisierungen mit einigen hundert Bewertungen je Kampagne vollig
ausreichend sind, um bereits sehr gute Losungen zu finden. Diese Schlussfolgerung begiinstigt die
Gesamtlaufzeit der Optimierung betrachtlich. Weiters erscheint mir die Erkenntnis wichtig zu sein,
dass ein riesiger Suchraum nach der Implementation der problemspezifischen Nebenbedingungen in
diesem konkreten Fall iberschaubar grofl und dadurch effizient absuchbar wird. Auflerdem mdochte ich
fiir andere Optimierungsprobleme an dieser Stelle festhalten, dass man sich in Bezug auf einen gréfieren
Suchraum auch, auf heuristischen Informationen basierend, auf vielversprechende Tauschvorgénge
beschranken kann. Wie dieses Problem ausdriicklich zeigt, sind die exakten absoluten Positionen
vieler Auftrége nicht von essentieller Bedeutung. Auf Grund mangelnder vollstdndiger heuristischer
Informationen sowie eines auf Grund von Nebenbedingungen iiberschaubaren Suchraums und des
positiven Fitnessverlaufs wurde fiir dieses Auftragsreihenfolgeproblem auf eine gezielte Suche mittels
Beschrankung auf vielversprechende Ziige verzichtet.

8.2 Beobachtungen in Bezug auf intensivere Testlaufe

Intensivere Testldufe brachten auf allen Datensétzen keine signifikanten Verbesserungen. In diesem
Zusammenhang mochte ich auch darauf verweisen, dass die Fitnessverlaufskurven aus Mittelwerten
heraus entstanden sind, wobei das einzelne Ergebnis im Rahmen eines Durchlaufs teilweise deutlich
von diesem Mittelwert abweichen kann. Auch bei der Parametrisierung 160 ist es daher gut mdoglich,
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noch bessere Ergebnisse zu finden, die auf Grund der Stochastik der Verfahren sowie des Zufallszahlen-
generators nicht erfasst worden sind. Dieser Einfluss wurde so gut wie moglich durch die Verwendung
mehererer seed Werte, reduziert. Es ist nicht auszuschlielen, dass einzelne intensivere Testldufe deutlich
bessere Ergebnisse bringen, im Rahmen meiner intensiveren Laufe habe ich diese Erfahrung allerdings
auf keinem Datensatz erlebt.

8.3 Schlussfolgerungen auf Grund der Testlaufe ohne Beriicksichtigung
der ’'lang vor kurz’ Nebenbedingung

Finerseits vergroflert sich der Suchraum durch den Wegfall der Nebenbedingungen in vielen und
v.a. grofleren Kampagnen enorm, andererseits fallt das zusétzliche Potenzial in der Hohe von 2, 12%
relativ gering aus. Ich mochte an dieser Stelle darauf verweisen, dass bei umfangreicheren Testlaufen
ein grofleres Potenzial durchaus moglich ist. Interessant ist in diesem Zusammenhang jedenfalls,
dass der vergrofierte Suchraum in den betreffenden Kampagnen bei weitem nicht proportional zum
zusétzlichen Kostenreduktionspotenzial ist. Auf Grund dieser Ergebnisse empfiehlt es sich nicht, den
Produktionsablauf (im Rahmen der Deaktivierung dieser Nebenbedingung) zu dndern.

8.4 Diskussion der Performance der einzelnen Algorithmen

Der Vergleich der Metaheuristiken liefert: GA > SA > ACO > EA > ILS > Random Walks Die
Unterschiede zum ILS sind signifikant, bei den anderen Algorithmen ist die Unterscheidbarkeit der
Performance schwierig feststellbar. Einerseits liegen die Ergebnisse der einzelnen Verfahren oft eng
beisammen, andererseits sind die Gesamtergebnisse, welche sich aus Mittelwerten errechnen, bei
einer relativ geringen Anzahl an Testlaufen zur Berechnung eines Mittelwerts nicht eindeutig. Diese
angegebene Reihung der Algorithmen wird jedenfalls durch die Ergebnisse in 7.9 unterstiitzt.

Grundsétzlich wird der Einsatz von allen Metaheuristiken mit Ausnahme der iterierten lokalen Suche
empfohlen. Der Grund dafiir liegt darin, dass letztgenanntes Verfahren zu héufig in schlechte Nachbar-
schaften hineinperturbiert und es so auch passieren kann, dass in einer Kampagne gute Losungen sehr
spat oder gar nicht gefunden werden.

Prinzipiell empfehle ich den GA vor dem SA Algorithmus auf Grund seiner globaleren Sichtweise, v.a.
bei intensiveren Testldufen. Fir kiirzere Liufe empfiehlt sich SA genauso wie der GA. Der ACO liefert
dhnlich gute Ergebnisse wie die beiden zuvor genannten Verfahren, leidet jedoch an dem Nachteil, dass
er sich seine Reihenfolge jedesmal neu zusammenstellt und die (bereits gute) Ausgangsreihenfolge nicht
explizit verwendet, sondern lediglich indirekt im Sinne des Ablegens von Pheromonen darauf zugreift.

Dabei erkennt man, dass er bei kleineren Kampagnen, welche aus weniger Losen bestehen, keine
Probleme hat, schnell eine sehr gute Losung zu finden. Bei groflen Kampagnen ist dies jedoch nicht
immer der Fall, siche dazu auch Abschnitt 7.9. Fiir sehr grofie Kampagnen bringt der hybride genetische
Algorithmus v.a. dann bessere Ergebnisse, wenn die Ausgangsreihenfolge bereits relativ gut ist.

Wenn die Ausgangsreihenfolge hingegen als relativ schlecht einzustufen ist, erscheint die Verwendung
des ACO besser bzw. zumindest gleich gut als die eines anderen Algorithmus. Dies wird vom ersten
Datensatz in 7.9 bestétigt, siehe dazu auch Abb. 7.13.

Generell lisst sich in Bezug auf die Qualitdt der Algorithmen festhalten, dass diese beim GA auch
stark vom gewiinschten Selektionsdruck im Rahmen der Selektion abhéngt. Analog dazu gilt, dass
sich beim ACO relativ schnell eine deutlich ausgeprigte Pheromonspur um die beste(n) Losung(en)
herauskristallisiert. In diesem Zusammenhang spielt die Verdunstungsrate sowie die Anzahl der Ameisen,
welche das Pheromonupdate durchfithren, eine wichtige Rolle. Der evolutionére Algorithmus sucht
ausschliefllich von besseren Loésungen aus weiter und unterliegt damit bereits einem relativ hohen
Selektionsdruck. Dabei werden die besseren Lésungen allméhlich durch die besten Kandidatenlosungen
ersetzt. Auch simulated annealing liefert, richtig eingestellt, sehr gute Ergebnisse, weil in einem
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bestimmten Fitnessrahmen auch zuriickgesprungen werden darf und dadurch die Suche nicht zu
monoton wird und dadurch sehr gute Ergebnisse liefert. In Bezug auf die Parametrisierung muss man
dabei neben den Temperaturen v.a. auch auf die richtige Parametrisierung des Delta Skalierungsfaktors
achten, welcher neben den sinkenden Temperaturen als konstanter Faktor erhalten bleibt. Im Rahmen
des Skalierungsfaktors kann allgemein (d.h. wihrend des gesamten Optimierungsverlaufs) sehr gut
eingestellt werden, in welchem Ausmaf} der Algorithmus schlechtere Losungen annehmen kann.

Der EA sucht prinzipiell breit gestreut Losungen, welche besser sind als die Ausgangsreihenfolge sind
und generiert darauf basierend Eltern. Den einzigen Nachteil, den man im Zuge dieses Verfahrens in
Kauf nimmt, ist, dass man nicht bereit ist, den Umweg iiber schlechtere Losungen zu gehen um zu
besseren Losungen zu kommen. Dieses Verhalten wurde jedoch absichtlich nicht in den Algorithmus
implementiert um nicht zu vielfaltig weiterzusuchen und damit Gefahr zu laufen, einer zufallsbasierten
Suche nahe zu kommen. Gerade in Bezug auf dieses Problem, wo meistens die Verédnderung von wenigen
Positionen (absolut bzw. relativ zueinander) ausreichend ist, halte ich das Verhalten des Algorithmus
fiir problemspezifisch besser als wenn man derartige Umwege in Kauf nehmen wiirde.

Die lokale Suche erweist sich in Abhéngigkeit von der Kampagne v.a. bei sehr grolen Suchrdumen im
Zusammenspiel mit vergleichsweise kleinen Parametrisierungen als sinnvoll, sie verbessert das Ergebnis
jedoch i.d.R. nicht mehr signifikant.

Metaheuristiken sind im Rahmen der gesamten Optimierung v.a. notwendig um bei Kampagnen mit
grofleren Suchraumen in schneller Zeit gute bis sehr gute Ergebnisse erzielen zu kénnen. In einzelnen
Kampagnen besitzt der Suchraum trotz aller Nebenbedingungen eine unverénderte Grofie von n! |
wobei n die Anzahl von Auftragen in dieser Kampagne darstellt.

Zusammenfassend kann man also aus diesem speziellen Problem schlieffen, dass sich genetische Algo-
rithmen sehr gut fiir Auftragsreihenfolgeprobleme eignen, v.a. bei Vorhandensein einer relativ guten
Ausgangslosung. Die Performance des jeweiligen einzelnen Algorithmus hangt dabei auch immer in
einem entscheidendem Ausmafl von einem problemgerechten Tuning, dem Einsatz der am sinnvolls-
ten erscheinenden Operatoren beziiglich Selektion, Mutation und Crossover sowie auch von einer
entsprechend angepassten Hybridisierung ab.

8.5 Reflexion der Ergebnisse

Das im Rahmen der Optimierung bedeutenste Ergebnis stellt das Kostenreduktionspotenzial in der
Hohe von 5,69 % unter realen Bedingungen dar. In diesem Rahmen muss man berticksichtigen, dass
dieses Potenzial die bereits gute Ausgangsreihenfolge um den genannten Wert durchschnittlich iibertrifft.
Wie bereits in Abschnitt 7.8 angesprochen, resultiert dieses Kostenreduktionspotenzial v.a. aus einer
kiirzeren i.d.R. proportional zum Fitnesswert verkiirzten Durchlaufzeit, welche eine hohere Termintreue
ermoglicht, sowie produktionsintern aus besseren Pufferstdnden.

Da in Abschnitt 2.2 angesprochen worden ist, dass die einzelnen Gewichtungen prinzipiell einstellbar
sind, aber nicht in dieser Arbeit erldutert werden kénnen, muss auch im Rahmen der Reflexion
auf eine ausfiihrliche Diskussion iiber die Aufteilung des Gesamtkostenreduktionspotenzials in seine
Bestandteile verzichtet werden. Die Kostenreduktion ist jedenfalls auf eine bessere Termintreue, eine
bessere Walzwerkauslastung sowie eine bessere Verfiigbarkeit des Priifzentrums und bessere Puffersténde
zuriickzufithren.

Die wichtigste Erkenntnis im Rahmen der Optimierung der einzelnen Kampagnen besteht darin, dass
diese sehr rasch gegen eine gute Reihenfolge streben. Die Griinde dafiir wurden in 8.1 genannt. In
Bezug auf die Laufzeit 1asst sich feststellen, dass diese in diesem Zusammenhang sehr kurz ausfallt, bei
einer Parametrisierung 160 Simulated Annealing bzw. einer &hnlichen Parametrisierung eines hybriden
genetischen Algorithmus hat das Programm nach maximal 2 Stunden (auf einem modernen Rechner)
die optimierte Auftragsreihenfolge ermittelt. Generell kann man in diesem Zusammenhang empfehlen,
dass wenige hundert Bewertungen geniigen um bereits eine sehr gute Gesamtlésung ermitteln zu
konnen.
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Von entscheidender Bedeutung erscheint es, in diesem Zusammenhang erkannt zu haben, dass fiir
die gegebenen aktuellen Datensétze das Vertauschen von wenigen absoluten Positionen, die eventuell
auch in einer bestimmten Reihenfolge, also relativ zueinander, angeordnet sein miissen, genliigt, um
insgesamt sehr gute Ergebnisse zu bekommen.

In diesem Zusammenhang muss erlautert werden, dass die Optimierung jeder Kampagne v.a. von der
richtigen Positionierung dieser wenigen wichtigen Lose abhéngt. Fiir die Optimierung entscheidende
Lose kénnen aus vielen Blocken bestehen und sind erfahrungsgemafl eher Lose mit langen Schienen,
in der Regel beinhalten diese Lose Schienen mit 60 Meter bzw. 120 Meter Liange. Es kénnen auch
Lose mit kiirzeren Schienen, welche mehrere Schnitte erfordern, und, relativ betrachtet, weniger
Blocke beinhalten, wichtigere Lose darstellen. Die meisten Lose einer Kampagne sind durch die
Nebenbedingungen einerseits stark beschrinkt in ihrer Positionierung bzw. bewirkt eine Anderung der
Position nur eine geringe Fitnessdifferenz.

Bei dem gegebenen seriell zu optimierenden Auftragsreihenfolgeproblem kann man die Performance
der einzelnen Algorithmen nur schwer vergleichen. Dies liegt v.a. auch in der Stochastik der einzelnen
Verfahren begriindet. Ohne Nebenbedingungen kéonnte man die Leistungsfihigkeit der einzelnen Al-
gorithmen eventuell besser vergleichen, allerdings wiirde dies nicht die realen Bedingungen spiegeln.
Daher wurden derartige Laufe nicht durchgefiihrt.

Der Einsatz von Toleranzen ist v.a. eine Ergdnzung, um bestimmte Kampagnen gezielt optimieren
zu konnen. In diesem Fall macht der Einsatz in Bezug auf zusétzliches Kostenreduktionspotenzial
einen gewissen Sinn, allgemein gewéhrleistet der Einsatz von Toleranzen keine besseren Ergebnisse,
vergroflert aber den Suchraum. Der gewonnene Suchraum besteht jedoch darin, dass nun mehr Lose
mit kurzen Schienen tauschen diirfen, dadurch ist der Fitnessgewinn relativ gering, weil es sich offenbar
um Lose und damit auch Positionen handelt, die im Rahmen der Optimierung keine allzu grofie Rolle
spielen.

In Bezug auf die letzte angefiihrte Ursache in Abschnitt 8.1 kann man sich nun tiberlegen, ob ein
feiner dargestellter Suchraum auf Grund einer detaillierteren Fitnessfunktion effizient absuchbar ist
bzw. ob eine Ubergenauigkeit (overfitting) Sinn macht, wenn die Unterschiede in den betreffenden
Reihenfolgen minimal sind. Diese Reihenfolgen konnen z.B. auf Grund eines Tauschvorgangs &hnlicher
(in Bezug auf Schienenlédnge bzw. Blockanzahl) Lose zu Stande kommen. Ein derartiger Tauschvorgang
hat abgesehen von eventuellen Anderung auftragsbezogener Lager- oder Ponalkosten keine weiteren
Konsequenzen. Im Falle des Tausches innerhalb eines ZSG Loses handelt es sich dariiber hinaus um
dieselbe Auftragsnummer. Diese Tatsache liefert einen weiteren Grund, wieso ein feineres Splitting
wenig bzw. keinen Sinn ergibt, siche dazu auch Abschnitt 7.1.2

In Bezug auf die harte Nebenbedingung, welche eine kampagneniibergreifende Optimierung verhindert,
muss an dieser Stelle erwahnt werden, dass damit auch Verspatungen im Rahmen der Optimierung nicht
explizit (indirekt, d.h. im Rahmen von Mutationen kann es natiirlich schon passieren, dass Verspatungen
minimiert werden bzw. Lagerzeit minimiert wird) beriicksichtigt werden, da diese Lose innerhalb einer
Kampagne um maximal 1 — 2 Tage zeitlich verschoben werden kénnen. Dieser theoretische Wert wird
durch die Nebenbedingungen noch weiter eingeschréankt. Trotzdem muss an dieser Stelle festgehalten
werden, dass sich diese Kostenreduktionen fiir vorverschobene Lose, welche dadurch eine bessere
Termintreue erreichen, im Rahmen von vielen Kampagnen stark aufsummieren und letztlich eine
deutliche Gesamtdurchlaufzeitverkiirzung verursachen.

Weiters wiirde ich es als interessant erachten, den gesamten Suchraum kampagneniibergreifend auf
einmal metaheuristisch optimieren zu kénnen. Eventuell lassen sich dadurch einerseits bessere Ergebnisse
erzielen, indem das Potenzial von Metaheuristiken besser ausgenutzt wird. Andererseits vergrofiert
sich der Suchraum im Rahmen einer gleichzeitigen Optimierung aller Kampagnen enorm, siehe auch
Abschnitt 2.4. Dadurch stellt sich die Frage, ob innerhalb einer angemessenen Zeit dhnlich gute
Ergebnisse erzielt werden koénnen.
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Anhang A

Anhang - Ausschnitte aus dem Quellcode
(JAVA)

A.1 Aligemeine Ausschnitte

A.1.1 Globale Tauschmethode

/>|<>I<

* This method checks all activated constraints for the transfered

* sequence and returns the mutated sequence if possible. In the other case the

* transfered sequence is returned itself, if no barter partner

* has been found within 30 tries.

* @param Sequence sequence

* @param Walzkampagne campaign

* @param boolean smallMutation: true — removeAndInsert mutation; false —swap mutation
* @param double toleranz

* @param Random rnd

* @param smallMutation: true-> removeAnd Insert(); false—> swap()

* @return Sequence sequence

* @throws Exception

*/

public Sequence checkConstraintsAndMutate(Sequence seq, Walzkampagne campaign, boolean small-
Mutation, double toleranz, Random rnd) throws Exception

{
//local declarations
int campaignSize = campaign.getNumberOfLots();
int ascendingNumber = Sequence.get AscendingNumber();
boolean guete = false;
boolean railLengthHeuristic = false;

zsgChanged = false;
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int size = seq.getLotIds().size();
int ascOrderldl,ascOrderld2;
double railLLengthl, railLength2;
int insertSlot, removeSlot;
//pick 2 not identical lots
String lotId1 = seq.getLotIds().get(rnd.nextInt(size));
String lotId2 = seq.getLotIds().get(rnd.nextInt(size));
while(lotId1.equals(lotId2)) {
lotId2 = seq.getLotlds().get(rnd.nextInt(size));
}
//inits
firstTime = true;
z = 0;
while(lotId1.equals(lotId2) || firstTime || lguete || lrailLengthHeuristic)
{
//inits before each run
railLengthHeuristic = false;
guete = false;
log.debug(z+". constrained loop!");
//new lot id after 2nd run
if(z >=1)
{
lotld1 = seq.getLotIds().get(rnd.nextInt(size));
lotId2 = seq.getLotlds().get(rnd.nextInt(size));
}
//get lot dynamically over the sequence: reason: in between actualised ascOrderlds
Lot lot1 = seq.getLot(lotId1);
Lot lot2 = seq.getLot(lotId2);
//nullpointer Check (should not happen)
if((!(lot1 == null)) || !(lot2 == null))
{
// constraint 2: consider qualities
if(this.isGiiteklasseRestriction() == true)
{
if(lot1.getSetupValue("GUETE").equals(lot2.getSetupValue("GUETE")) ){guete=true; }
else{guete = false;}

}

else{guete = true;}
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// constraint 3: consider rail length
if(this.isLangVorKurzRestriction()==true)
{
//only continue in the case there are not 2 zsg lots —>
// these are changed by changeZS()
if(Not1.isZsgLot() && !lot2.isZsgLot())
{
ascOrderld] = seq.get AscendingOrderNrForLot(lotId1);
ascOrderld2 = seq.getAscendingOrderNrForLot(lotId2);
railLengthl = campaign.getLot(lotId1).getMinRailLength();
railLength2 = campaign.getLot(lotId2).getMinRailLength();
//constraint: long before short —> smaller ascOrderId must have
//shorter or equal long rail length for valid change
if(ascOrderIld1l < ascOrderId2)
{
//consider tolerance
if(railLengthl * (1 - (toleranz/100)) <= railLength2)
{
railLengthHeuristic = true;
¥
else{

railLengthHeuristic = false;

}
//ascOrderId2 < ascOrderld 1

else

{

//consider tolerance
if(railLength2 * (1 - (toleranz/100)) <= railLengthl)
{

railLengthHeuristic = true;

}

else

{

railLengthHeuristic = false;

124



A Anhang - Ausschnitte aus dem Quellcode (JAVA)

else{railLengthHeuristic = true;}
¥
else{railLengthHeuristic = true;}
//constraint 1: consider destination saw
if(this.isZsgRestriction() == true && (lotl.isZsgLot() || lot2.isZsgLot()))
{
//quality and length must be O.K.
if(guete && railLengthHeuristic)
{
//change the ZSG sequence: —> 50:50 proportions remain!
//seq = restriction.changeZsgSequence(lotId1,lotld2,seq, campaign);
//change ZS directly: — change of the proportions
seq = this.zsgChange(lotld1, lotId2, lot1, lot2, seq);

}

firstTime = false;

z++;
}
//nullpointer (should not happen)
else

{

log.info(lot1);
log.info(lot2);
PR AR,

log.info("NULLPOINTER");

(
(
log.info(
(
log.info(“************“);
Z++;
}
//abort: after 30 tries
if(z == 30){break;}
//or after having changed the ZS on one lot
if(zsgChanged){break;}
}
//abort
if(z == 30)
{

log.info("Unable to mutate individuum!");

return seq;
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}

//unchanged (ZSG) lots get changed now...
else if(!lzsgChanged)
{
// if they are not fixed and not ZSG lots
Lot lot1 = seq.getLot(lotId1);
Lot lot2 = seq.getLot(lotId2);
if(Not1.isFixed() && Not2.isFixed() && lotl.isZsgLlot() && !ot2.isZsglot())
{
//small or bigMutation desired 7
if(lsmallMutation){seq = seq.swap(lotld1,lotId2,seq,campaign);}
else
{
//get indices
removeSlot = seq.get AscendingOrderNrForLot(lotld1) - ascendingNumber;
insertSlot = seq.getAscendingOrderNrForLot(lotId2) - ascendingNumber;
//check valid slots

if(removeSlot >= 0 && removeSlot < campaignSize && insertSlot >= 0 && insertSlot < campaignSize)

{

seq.removeAndInsert(removeSlot, insertSlot, lot1);

}

return seq;

}

else{return seq;}

}

else if(zsgChanged)

{
log.info("ZSG lot change performed!");
log.debug(seq.getLotIdSequenceNrMapping|());

return seq;

}

//else: should not happen

else

{

log.info("This case should not occur!");

return seq;
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A.1.2 Zielsage Tauschvorgang

ok
* This method alters the destination saw.

* This can be considered as a mutation.

* Within the scope of this mutation the proportions on

* the destination saws can change.

* @param String lotId1, lotId2

* @param Lot lot1, lot2

* @param Sequence seq

* @throws Exception

* @return Sequence seq

*/

public Sequence zsgChange(String lotId1,String lotId2,Lot lot1, Lot lot2, Sequence seq) throws Excep-
tion

{
//if lot 1 is a zsg lot — change the destination saw for lot 1
if(lot1.isZsgLot())
{
changeZS(lot1,seq);
zsgChanged = true;
}
//else if the 2nd lot is a zsg lot and the first lot is no zsg lot
//— change the destination saw for lot 2
else if(lot2.isZsglLot()&& !lot1.isZsgLot())
{
changeZS(lot2,seq);
zsgChanged=true;
}

//if none of them is a zsg lot — no change

else{}

return seq;

ek
* This method alters for the transfered lot object
* the destination saw from "ZS1" to "ZS2" and vice versa.

* Within the scope of this update the to be altered lot gets removed
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* from the actual sequence and is replaced by the inserted lot.
* @param Sequence seq
* @param Lot lot
* @throws Exception
*/
public void changeZS(Lot lot, Sequence seq) throws Exception
{
String aggregate = lot.getWorkstep("ZS").getAggregate();
//lot.get AscendingNumber != seq.getAscendingOrderNrForLot (lot.getLotId())
int ascendingNumber = seq.get AscendingOrderNrForLot (lot.getLotId());
Lot zsgChangedLot = lot.clone();
zsgChangedLot.set AscendingOrderld(ascendingNumber);
//altes Los aus der Sequenz entfernen
seq.removeLotFromSequence(lot);
// Los Workstep Update! either ZS1 or ZS2; ZS1 — ZS2
if(aggregate.equals("ZS1"))
{
zsgChangedLot.updateWorkstep("ZS", "ZS2");
zsgChangedLot.updateWorkstep("EK", "EK2");
log.debug("Changed aggregate: From ZS1 —> ZS2");
log.debug("Changed endkontrolle: From EK1 —> EK2");
}
//else: ZS2 — ZS1
else
{
zsgChangedLot.updateWorkstep("ZS", "ZS1");
zsgChangedLot.updateWorkstep("EK", "EK1");
log.debug("Changed aggregate: From ZS2 —> ZS1");
log.debug("Changed endkontrolle: From EK2 —> EK1");

}

seq.addLotToSequence(zsgChangedLot);

A.1.3 Checksummen Uberpriifung

/>I<>I<

* This method computes a unique checksum for each sequence.
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* Tt considers the lotId hash code, the position of each order
* and ZSG changes. The worksteps for a lot have to be defined to perform
* this computation.
* The aim of this method is to avoid redundant evaluations
* @return long checksum
* @throws Exception
*/
public long computeChecksum() throws Exception {
checksum = 0;
String aggregate;
for (String lotld : lotIdSequenceNrMapping.keySet()) {
checksum += lotId.hashCode() * lotIdSequenceNrMapping.get(lotld);
¥
//consider possible ZSG changes for the computation of the checksum of this sequence
for(Lot lot : lots)
{
aggregate = lot.get Workstep("ZS").get Aggregate();
//get an unique string for each lot of this sequence
//for instance.: "ZS11+lotld" and "ZS2+lotld" differ now in their string length
//annotation: zsgLots differ in their lotld string length
if(aggregate.equals("ZS1"))
{aggregate = aggregate + "1" + lot.getLotId().toString();}
else{aggregate = aggregate + "22"+ lot.getLotId().toString();}
//The aggregate hash code ,multiplied by the ascendingOrderNr,
//that is expanded by the lotld is unique
checksum = checksum + aggregate.hashCode() * lotldSequenceNrMapping.get(lot.getLotId());

}

return checksum;

A.1.4 Lokale Suche (Insertion Search)

¥
* This method creates a local neighborhood based on Insertion Search

* The method considers all constraints (if activated) when generating the neighborhood.
* @param Sequence best

* @param Walzkampagne campaign
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* @param int alpha
* @param Restrictions restriction
* @param List<Sequence> sequencesEvaluated
* @return List<Sequenc> insertionSearchSolutions
* @Qthrows Exception
*/
public ArrayList<Sequence> insertionSearch(Sequence best, int alpha, Restrictions restriction,
Map<Long,Sequence> sequencesEvaluated, double toleranz) throws Exception
{
int ascendingNumber = Sequence.get AscendingNumber();
int campaignSize = best.getLotIds().size();
int railLengthl, railLength2;
boolean railLengthHeuristic = false;
//get sortedLotIds
ArrayList<String>sortedLotIds = best.getLotIdsInAscendingOrder();
//search list as array
ArrayList<Integer> searchList = new ArrayList<Integer>();
//fill search list
for(int i = 0;i < best.getLotlIds().size(); i++)
{
searchList.add(i);
¥
int p =0,k = 0,K = 0, ascOrderld1 = 0, ascOrderIld2 = 0;
String lotld1l = "', lotld2 = "";
ArrayList<Sequence> insertionSearchSolutions=new ArrayList<Sequence>();
//solutions consists of max. 2-alpha-n solutions
int size = campaignSize;
boolean running;
// —> while (size != 0) — getP() —....— n while runs
while(size != 0)
{
p = getP(searchList);
//k...position, at which the element from position p becomes inserted!
k = p - alpha -1;
if(k < 0){k =-1;}
K = Math.abs(k);
//generate 2*alpha solutions win thin this while loop

while(k < K+2*alpha)
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k++;

//continue if k slot is valid

if((p != k) && (k < campaignSize))

{

running = true;

// consider array size and set running true

while(running && (k 4 ascendingNumber < sortedLotIds.size()) &&

(p

{

+ ascendingNumber < sortedLotlds.size()))

// get a new ID by cloning
Sequence a = best.clone();
// read lot ID
lotId1 = sortedLotIds.get(p+ascendingNumber);
lotId2 = sortedLotIds.get(k+ascendingNumber);
//read lots
Lot lotl = a.getLot(lotld1);
Lot lot2 = a.getLot(lotId2);
//nullpointer check — abort (should not happen)
if(lot1 == null || lot2 == null){
log.info(lot1);
log.info(lot2);

(
1og_info("************u),
(

log.info("NULLPOINTER'");

log.info("##HHHHsstRR),
running = false;break;

}

// abort in case of one or both fixed lots

if(lot1.isFixed() || lot2.isFixed()){running = false;break;}

//consider qualities if restriction 2 enabled

if(restriction.isGiiteklasseRestriction() == true)

{
//continue only if the qualities are equal
if(lot1.getSetupValue("GUETE").equals(lot2.getSetupValue("GUETE")) ){ }
//else: abort
else{running = false;break;}

}

//consider railLength if restriction 3 enabled
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if(restriction.isLangVorKurzRestriction() == true)
{
//continue only if there are none ZSG lots —>
//if there is at least 1 ZSG lot —> ZS change()
if(Mot1.isZsgLot() && !lot2.isZsgLot())
{
railLengthHeuristic = false;
ascOrderld]l = a.getAscendingOrderNrForLot(lotId1)-ascendingNumber;
ascOrderld2 = a.getAscendingOrderNrForLot(lotId2)-ascendingNumber;
railLengthl = lotl.getMinRailLength();
railLength2 = lot2.getMinRailLength();
//constraint: long before short:
//smaller ascOrderld must have longer (equal long) railLength
if(ascOrderId1 < ascOrderId2)
{
if(railLengthl * (1 - (toleranz/100)) <= railLength2)
{
railLengthHeuristic = true;
}
else{

railLengthHeuristic = false;

}
//ascOrderld2 < ascOrderld 1

else

{
if(railLength2 * (1 - (toleranz/100)) <= railLengthl)

{

railLengthHeuristic = true;

else

railLengthHeuristic = false;

}

if(railLengthHeuristic == false){running = false;break;}

132



A Anhang - Ausschnitte aus dem Quellcode (JAVA)

}

/] — consider ZSG and perform ZS change
if(restriction.isZsgRestriction() == true)
{
// ZSG lots available ? — if yes, change ZS!
if(lot1.isZsgLot() || lot2.isZsgLot())
{
a = restriction.zsgChange(lotld1, lotId2, lot1, lot2, a);
// new or already checked solution ?
if (sequencesEvaluated.containsKey(a.computeChecksumy()))
{
//insert solution...
insertionSearchSolutions.add(a);
}
//...and abort
running = false;

break;

}

// perform "regular" insertion for non ZSG lots
a.removeAndInsert(p, k, lot1);

log.debug("Insertion performed: " 4 lotldl + " — " + lotId2);
// new or already checked solution ?

if (IsequencesEvaluated.containsKey(a.computeChecksum()))

{

insertionSearchSolutions.add(a);

}

else

{

log.debug("Generated IS solution already checked earlier — not generated!");

}
//abort

running = false;

break;

size—;
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}

log.info("Insertion based neighbourhood size: "+insertionSearchSolutions.size());

return insertionSearchSolutions;

JH
* This method gets the next randomly selected index p.
* @param ArrayList<Integer> list

* @return int index

*/

private int getP(ArrayList<Integer>list)

{

//p... starting point for each while loop

int p= rnd.nextInt(list.size());

list.remove(p);

return p;

}

A.2 Ausschnitt aus dem hybriden genetischen Algorithmus

A.2.1 Tournament Selektion: k =2 bzw. k. =3

[
* Within a tournament of k individuum sequences

* the one with the lesser (= better) fitness is selected.

* k = 2 the first 1/4 iterations: weighted tournament selection: pl = 0.75, p2 = 0.25

*k = 2 between 1/4 and 1/2 iterations (higher selection pressure than before)

* k = 3 for the last 1/2 iterations to guarantee a high selection pressure in the

* final stage of the genetic algorithm (population size must be equal or over 10 individuums)

*

* elitism activated

* @param List<Sequence> individuums

* @param int actualGeneration

* @return List<Sequence> individuums

*/

private List<Sequence> tournamentSelection(List<Sequence> individuums, int actualGeneration) {

MultiMap tempPopulation = new MultiMap();
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Sequence sequence = null;
int size = individuums.size();
Collections.sort(resultRatings);
//elitism: select the best individuums in either case
for(int i = 0; i < elitismIndividuums; i++)
{
//if there are enough different individuums
if(resultRatings.size() > elitismIndividuums)
{
seqList = totalPopulation.get(resultRatings.get(i).getFitnessValue());
if(seqList.size() > 0 && seqlist != null)
{
sequence = seqList.get(rnd.nextInt(seqList.size()));
individuums.remove(i);

individuums.add(sequence);

//if there are not enough different individuums: always select the best instead
else
{
seqList = totalPopulation.get(resultRatings.get(0).getFitnessValue());
sequence = seqList.get(rnd.nextInt(seqList.size()));
individuums.remove(i);

individuums.add(sequence);

}

long betterFitness = 0;
//the regular selection
for(int i=elitismIndividuums;i<size;i+-+)
{
//choose 2 fitness values (keys)
int a = rnd.nextInt(size);
int b = rnd.nextInt(size);
while(a==Db){b = rnd.nextInt(size);}
//from 1/2 iterations to the end: k = 3 if populationSize >= 10
if(actualGeneration>parameters.getMaxIterations() /2 && parameters.getPopulationSize() > 10)

{
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//get a 3rd fitness value (key)

int ¢ = rnd.nextInt(size);

while(c == a || ¢ == b ){c = rnd.nextInt(size);}
if((fitnessValues.get(a)) <= (fitnessValues.get(b)) &&
(fitnessValues.get(a)) <= (fitnessValues.get(c)))

{

betterFitness = fitnessValues.get(a);
}
else if (fitnessValues.get(b) <= fitnessValues.get(a) &&
fitnessValues.get(b) <= fitnessValues.get(c))

{

betterFitness = fitnessValues.get(b);

}

else

{

betterFitness = fitnessValues.get(c);

}

//for the first 1/2 iterations: tournament with k = 2
//if populationSize < 10: perform this selection too for the last 1/2 iterations
else

{

if ((fitnessValues.get(a)) < (fitnessValues.get(b)))
{

betterFitness = fitnessValues.get(a);

}

else

{

betterFitness = fitnessValues.get(b);

}

individuums.remove(i);
//replace with the selected individuum
seqList = totalPopulation.get(betterFitness);
if(seqList.size() > 0 && seqList != null)
{
sequence = seqList.get(rnd.nextInt(seqlist.size()));

individuums.add(i, sequence);
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tempPopulation.put(betterFitness, sequence);

}

log.info("Population size after selection: "+individuums.size());
//erase dispensable objects

tempPopulation.clear();

fitnessValues.clear();

return individuums;

A.3 Ausschnitt aus dem Simulated Annealing Verfahren

A.3.1 Bewertung

¥
* Within the scope of this method one individuum gets randomly selected and evaluated.

* @param List<Sequence> neighbourhoodSequences

* @return Sequence bestSequence

* @throws Exception

*/

private Sequence evaluate(List<Sequence> neighbourhoodSequences, Sequence bestSequence) throws
Exception {

int size = neighbourhoodSequences.size();
int sequencelndex = rnd.nextInt(size);
//get sequence from neighborhood and remove it
Sequence newSequence = neighbourhoodSequences.get(sequencelndex);
neighbourhoodSequences.remove(sequencelndex);
//get a new sequence until one has been found which has not already been checked
while(sequencesEvaluated.containsKey(newSequence.getChecksum()))
{
size = neighbourhoodSequences.size();
if(size == 0)
{
log.info("Mutated neighborhood empty —> Abort!");
break;
}

sequencelndex = rnd.nextInt(size);
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newSequence = neighbourhoodSequences.get(sequencelndex);
neighbourhoodSequences.remove(sequencelndex);
¥
//evaluate if possible
if(size > 0)
{
campaigns.get(campaignIndex).updateLotSequence(newSequence);
//evaluate, set ResultRating and compute checksum and put it into sequencesEvaluated
rating = evaluate();
fitness = rating.getFitnessValue();
multiSeqMap.put(fitness, newSequence);
fitnessArrayList.add(fitness);
aktuelleBewertung++;
newSequence.setResultRating(rating);
sequencesEvaluated.put(newSequence.computeChecksum(), newSequence);
//if new solution is better or equal, accept it immediately
if(fitness <= bestSequence.getResultRating().getFitnessValue())
{
bestSequence = newSequence;
log.info("FORWARD UPDATE!");
}
//accept a worse solution with a defined probability. (delta scaling factor)
else
{

x = rnd.nextDouble();
delta = (bestSequence.getResultRating().getFitnessValue() - newSequence.getResultRating().getFitnessValue()) /deltaScaling;

//important: in the else branch delta becomes a negative value —> x < e (-delta/temperature)
if(x < Math.exp(delta/temperature))

{

bestSequence = newSequence;

log.info("BACKWARD UPDATE!");

}

bestFitness = bestSequence.getResultRating().getFitnessValue();
log.info(aktuelleBewertung+". evaluation: "+fitness);

log.info("SA - optimization level: "+bestSequence.getResultRating().getFitnessValue());
//reset rating!

rating.reset();
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}

//return a better new sequence or the old one

return bestSequence;

A.4 Ant Colony Optimization

A.4.1 Berechnung der Wahrscheinlichkeiten fiir die Auswahl des nachsten Auftrags

/**
* This method computes the probabilities of the order to be selected based on
* the pheromon concentration and local information on a certain position.
*
* @param int pos
* the position of concern
* @param List<String> notChosenLots
* @param double[][] localMatrix
* @param List<String> partialSolutionPer Ant
* @return
*/
protected List<LotSelectionProbability> computeProbabilityList
(int pos, List<String> notChosenLots, double[][]localMatrix, List<String> partialSolutionPerAnt) {
//inits
double probability = 0d;
double probabilitySum = 0d;
double pheromonConcentration = 0d;
double locallnformation = 0d;
double totalPheromonConcentrationOnPos = 0d;
double totalLocallnformationOnPos = 0d;
LotSelectionProbability selectionProbability = null;
List<LotSelectionProbability> probabilityList = new ArrayList<LotSelectionProbability>();
//re-initialize local matrix before updating it
localMatrix = initLocalMatrix(localMatrix.length);
//update localMatrix based on the current position & last selectedLotld for this ant!
if(partialSolutionPerAnt.size() > 0){localMatrix =
updateLocalMatrix(partialSolutionPer Ant,localMatrix, this.campaign, pos, notChosenLots);}

//compute the total sum of pheromonConcention of the position
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totalPheromonConcentrationOnPos = getPheromonConcentrationSumOnPosition(pos, notChosen-
Lots);

//compute the total sum of locallnformation of the position
totalLocallnformationOnPos = getTotalLocallnformation(pos, notChosenLots, localMatrix);
for (String lotId : notChosenLots) {
//load pheromon concentration of order on position pos
pheromonConcentration = getPheromonConcentration(
pos, lotMappingTable.get(initialLotList.get(lotId+"").get AscendingOrderId()));
//load local information of order on position pos
locallnformation = getLocallnformation(
pos, lotMappingTable.get(initialLotList.get(lotId+"").get AscendingOrderld()), localMatrix);
selectionProbability = new LotSelectionProbability (lotId);
if(pheromonConcentration > 0 && totalPheromonConcentrationOnPos > 0) {

log.debug(lotld + ": " + pheromonConcentration + " on position " + pos);
//Compute selectionProbability based on pheromons+locallnformations: (pheromons™alpha*locallnformation”beta)/(total
probability=(Math.pow(pheromonConcentration,parameters.get Alpha())-Math.pow(locallnformation,parameters.get Beta,

(Math.pow(totalPheromonConcentrationOnPos,parameters.get Alpha() )-Math.pow(totalLocalInformationOnPos,
parameters.getBeta()));

selectionProbability.setProbability (probability);
//Compute p(order,pos)
probabilityList.add(selectionProbability);
//compute probabilitySum
probabilitySum += probability;
}
else
probabilityList.add(selectionProbability);
}
//sort in decreasing order
Collections.sort(probabilityList);
Collections.reverse(probabilityList);
return probabilityList;

A.4.2 Globales Update der Pheromonmatrix

[
* This method performs the update of the pheromon matrix after each iteration for the best ant(s).

* @param Map<Long, List<Lot>> resultsPerAnt
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*/
protected void updatePheromonMatrix(Map<Long, List<Lot>> resultsPerAnt) {
//retrieve the fitnessValues
List<Long> fitnessValues = new ArrayList<Long> (resultsPerAnt.keySet());
//sort in ascending order
Collections.sort(fitnessValues);
log.info("Ants: " + parameters.getNumberOfAnts());
log.info("best Ants: " + parameters.getNumberOfBestAnts());
log.info("Number of Fitness Values: " + fitnessValues.size());
/ /consider Evaporation Rate
considerEvaporationRate();
int bestFitnessValues = 0;
if(parameters.getNumberOfBest Ants() >= fitnessValues.size())
{bestFitnessValues = fitnessValues.size();}
else{bestFitnessValues = parameters.getNumberOfBest Ants();}
//only the results of the best ant(s) shall be used
for(int j = 0; j<bestFitnessValues; j++) {
//Retrieve Ant with the best result
List<Lot> resultPerAnt = resultsPerAnt.get(fitnessValues.get(j));
Collections.sort(resultPer Ant);
log.info(j+". ant used for pheromon update!");
for (Lot lot : resultPerAnt) {
log.info(lot.get AscendingOrderId() + ": " + lot.getOrderId());

}

log.info("*****************************************************");

int initial AscendingOrderld = 0;
//Iterate over orders

for (int i = 0; i < resultPerAnt.size(); i++) {
log.debug("CurrentOrder: " 4 resultPerAnt.get(i).getOrderId() + ", " + resultPerAnt.get(i).get AscendingOrderId());

log.debug(initialLotList);
initialAscendingOrderld = lotMappingTable.get(
initialLotList.get(resultPer Ant.get(i).getLotId()).get AscendingOrderld());
log.debug("initial OrderId: " + resultPerAnt.get(i).getOrderId() + ": " + initial AscendingOrderId);

//update the pheromon matrix —
pheromonMatrix|initial AscendingOrderId][i] = (pheromonMatrix[initialAscendingOrderId][i] - (1-r)) + 1d;

¥
}

//printPheromonMatrix();
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A.5 Evolutionary Algorithm

A.5.1 Selektion der Eltern beim EA

private void selectNewParents() {
//add all parents from the last iteration to potential parents!
fitnessValues = new ArrayList<Long>(parents.keySet());
for(int i=0;i<parents.size();i++)
{
//get ArrayList<Sequence>
seqList = parents.get(fitnessValues.get(i));
//add each sequence if possible: the check is done in MultiMap.put()
for(int j=0;j<seqList.size();j++)
{

potentialParents.put(fitnessValues.get (i), seqList.get(j));

}

//clear old parents
parents.clear();
parentSequences.clear();
if(potentialParents != null && potentialParents.size() > 0)
{
fitnessValues = new ArrayList<Long>(potentialParents.keySet());
//sort fitnessValues
Collections.sort(fitnessValues);
//take the best X candidates to enable them as potential future parents
int border = Math.min(selectionSize, fitnessValues.size());
for(int i = 0; i<border; i++)
{
long fitnessValue = fitnessValues.get(i);
//set new parents
seqList = potentialParents.get(fitnessValue);
for(Sequence sequence : seqList)
{
parents.put(fitnessValue, sequence);
totalPopulation.put(fitnessValue, sequence);
log.info("new Parent: " + fitnessValue);

parentSequences.add(sequence);
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i++;
if(i==border){break;}

}

potentialParents.clear();

A.6 Integration der Nebenbedingungen

A.6.1 NB 1: ZSG Lose

Die Uberpriifung wird in der jeweiligen Tauschmethode intern durchgefiihrt. Vgl. A.1.1.
In diesem Zusammenhang wird das boolean Attribut zsglot im Objekt Lot abgefragt.

A.6.2 NB 2: Giiteklasse (Harte)

Diese Uberpriifung wird in der jeweiligen Tauschmethode intern durchgefiihrt. Vgl. A.1.1.

Konkret werden die verglichenen Qualitéatsgiiteklassen mittels equals() auf Gleichheit gepriift.

A.6.3 NB 3: Lange vor kurzen Schienen

Diese Nebenbedingung wird in der jeweiligen Tauschmethode iiberpriift, indem bei den beiden zu
tauschenden Losen jeweils die Lange verglichen wird.

Im Rahmen dieses Vergleichs ist zu beachten, dass ldngere Schienen an eine Position weiter vorne
getauscht werden koénnen bzw. kiirzere Schienen auf eine Position weiter nach hinten getauscht werden
konnen. Lose mit gleichlangen Schienen kénnen ebenfalls getauscht werden. Ggf. werden im Rahmen
des Vergleichs auch Toleranzen beriicksichtigt. Vgl. A.1.1.
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